RECONHECIMENTO DE PADROES
UMA ABORDAGEM ESTATISTICA

ANDRE FABIO KOHN, Ph.D.

DEPARTAMENTO DE ENGENHARIA ELETRONICA
ESCOLA POLITECNICA
UNIVERSIDADE DE SAO PAULO

1998



PREFACIO

O presente texto tem a finalidade de servir como roteiro
para uma disciplina de pés—-graduagdo sobre Reconhecimento
Estatistico de Padrdes, tendo sido utilizado tanto na Escola
Politécnica da Universidade de Sd3o Paulo quanto na
Universidade de Aveiro, em Portugal. Apresentamos fundamentos
sobre o assunto, bem como algumas das técnicas classicas de
projeto de classificadores com e sem supervisdo. Ha um pré-
requisito de &lgebra linear e de teoria de probabilidade.

A concepg¢do da disciplina foi baseada no acoplamento da
teoria com a pratica, 1isto significando que o aluno
complementa seus estudos tedéricos com experiéncias realizadas
em computador. Cada aluno recebe um conjunto de rotinas (nao
incluidas neste texto, mas disponiveis para os interessados),
desenvolvidas em Matlab, que sdo utilizadas tanto para gerar
amostras com propriedades desejadas quanto para, a seguir,
projetar classificadores ou estudar seu desempenho. Desta
forma, o aluno pode se concentrar quase que unicamente na
anadlise e na comparacdo dos resultados com a teoria vista em
aula, sem se preocupar em desenvolver e validar programas para
estas finalidades. Essas rotinas foram desenvolvidas por dois
antigos alunos da EPUSP, Emilio del Moral Hernandez e Ricardo
Tokio Higuti.

Quando boa parte deste texto ja foi coberta em aula,
costumamos fazer leituras e discussdes em classe de alguns
artigos da literatura especializada.

Finalizando, gostaria de expressar meus agradecimentos a
Flisabete A. A. Fernandes, da EPUSP, que digitou meus
manuscritos, e a Sandro A. Miqueleti e Rogério R. L. Cisi, do

LEB/EPUSP, que auxiliaram na edigdo das figuras e do texto.
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Cw(z)

Ci(z)

d(x,z) : distancia entre os vetores X ¢ Z

d
1

D

d(x)

GLOSSARIO

: transposta do vetor a
. o asterisco ira denotar uma solug3io otimizante
. matriz de espalhamento entre-classes ou entre-agrupamentos
: ndmero de classes
C(wi [wj):custo, perda ou penalidade de escolher a classe w, quando a
classe verdadeira é wj
. custo médio associado & decis3o genérica w(x) para o dado X
custo médio (risco condicional) associado a decisdo w(x) = w para
o dado x
. distancia entre a i-ésima e a j-ésima classes ou agrupamentos

. matriz de distéancias

: funcio de decis3o mapeando X € IRd em R

det(A) = |A| = determinante da matriz A (d x d)

erf(x) = —

ei(z)

E

2 2

X
et dt
0

vr

: probabilidade de erro ao classificar X em ;

. taxa de erro ou probabilidade de erro global de um classificador

. dimens3o original de cada vetor padr3o.

: i-ésimo agrupamento

: partic3o de UM em K agrupamentos
. funcglo critério

. limiar de decis&o

. vetor médio ou vetor esperado de um vetor aleatério X

. namero total de amostras ou padrdes disponiveis



n, . nimero de amostras ou padrdes da i-ésima classe ou agrupamento
c

(N = iglni)

Pl : probabilidade a priori da classe w,

P(wi lg): probabilidade a posteriori da classe w, dado que ocorreu um
particular x

plx |wi): funcio densidade de probabilidade em x quando se sabe que ele
pertence & classe w,

p(x) : fung3o densidade de probabilidade em x

QN conjunto de padrdes com classificagdio conhecida; con junto de
treinamento

R : risco médio ou risco de Bayes

Sx : estimador n3o viciado da matriz Zx

ZX . matriz de covariadncia de um vetor aleatério x, com elementos o‘ij

T : matriz de espalhamento total

tr(A) : traco da matriz A(d x d) = iiiil a,

UN . conjunto de padr¥es com classificagdo a determinar

v : vetor peso, utilizado em fungdes de decisfio lineares

Vir - limiar, utilizado em funcSes de decisdo lineares

) vetor peso aumentado, Vv = [g: vd+l]T; utilizado em funcles de
decisfdio lineares

w . matriz de espalhamento intra-classes ou intra-agrupamentos

w, . i-ésima classe, i = 1, 2,... ¢

w(x) regra de decisfio; atribuicdo que um dado classificador da ao vetor
x, isto €, w(x):Rd~——->{w D ,..,W )
pin - g 1 c

Q : espago de atributos com dimens3o d

Qi : regifdio do espago de atributos em que um vetor x é classif icado
em .

X . vetor de atributos, medidas ou varidyeis, indica um padrao
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vetor de atributos aumentado X = [x I]T; utilizado em

funcdes de decisfio lineares

: média de amostras de x , estimando B

k-ésimo vetor representativo da i-ésima classe ou agrupamento, com

k = 1,..., n, onde n, é o numero de vetores pertencentes a i-ésima

classe ou agrupamento.

: média dos vetores x pertencentes a classe ou agrupamento w,

: norma do vetor X

: indica o inicio ou final de um exemplo.



TEORIA DE DECISAO BAYESIANA

INTRODUCAO

Este capitulo apresenta um formalismo matematico que permite obter
uma regra de decis¥io 6tima para um classificador, baseado no conhecimento
estatistico completo da fonte que gera os vetores de padrdes ou de atribu-
tos. Este classificador 6timo, também conhecido como classificador de Bayes,
tem também a utilidade de fornecer uma medida de desempenho que pode servir
como referéncia de comparag3o para classificadores projetados por outros
métodos (sub-6timos), mas, geralmente, de maior relevéncia ou exeqiiibilidade
pratica. Além do mais, se, em uma dada aplicag3o, a estimativa da probabili-

dade de erro usando um classificador de Bayes é maior do que o erro deseja-

P

do, sabe-se que é necessdrio retornar ao problema inicial e se obter medidas
melhores e/ou incluir medidas de atributos adicionais.

Modelos probabilisticos s3o tteis para se descrever ou representar as
variabilidades encontradas nos padrdes gerados por uma fonte. Estas

variabilidades podem tanto ser intrinsecas quanto extrinsecas:

(*) intrinsecas | devidas aos mecanismos de geragdo
L dos padrdes

ruidos de mediglio (p.ex., gerados

Variabilidades por instrumentac3o)

(*) extrinsecas
forma n3o padronizada ou né#o
padronizavel de aquisigdo
(p.ex., posigdo de eletro-
dos na captagdo de ECG,

EMG e EEG)

L

A teoria de decisfio estatistica prové uma bage tanto para modelar o



mecanismo de geragdo de padrdes quanto para formalizar o processo de

decis#o.

ELEMENTOS BASICOS DO PROBLEMA DE CLASSIFICACAO

Apresentaremos inicialmente uma formulag&o matematica para descrever
ou modelar uma dada fonte que gera padrdes. Em seguida é feita uma
formalizac8o de processos de decisdio estatistica, incluindo-se uma discuss&o
de indices de mérito que s3o fundamentais para uma avaliagsio do desempenho
de classificadores (sistemas de decisdo).

Representa-se cada padrdo por um vetor X de atributos ou medidas,
sendo que na abordagem estatistica X é um vetor aleatério de dimens3o d. Os
vetores de atributos pertencem a um espago Q de atributos d-dimensional
(normalmente Q = RY).

Um dado vetor x pode provir de, ou ser associado a, uma de c¢ classes

wl,wz,..,wc, com uma probabilidade Pi. Esta é a chamada probabilidade a
[+

priori de cada classe. E 6bvio que ZPi = L
i=1

Define-se p(x |wi) como a funcdo densidade de probabilidade
multivariada de x quando se sabe que ele pertence a classe w, (i=l,...c). A

func¥o densidade de probabilidade global de x é

plx) =

i

1 P p(x|w)

I ™Mo

Os elementos apresentados s3o suficientes para descrever ou modelar
uma grande gama de mecanismos de geracfio de padrdes.

Além das c possiveis classificacCes para X, isto é, as classes oo1 ou
w ou ... w, em certos casos de grande ambigiiidade ou em que artefatos e

2 [

ruidos podem ser confundidos com padrdes, pode ser interessante rejeitar o



padrfio, classificando-o como pertencente a uma classe w de rejeigdo,
podendo-se eventualmente efetuar um tratamento a posteriori especial para os
padrdes rejeitados. Nestes casos, teremos c+l decisBes possiveis muito
embora haja apenas c classes de fato.

Para modelar os processos de decisfio temos que definir o conjunto de
possiveis regras de decigdo w(x) : Q - {wo,wl,wz,...wc}, bem como o criterio
de desempenho de classificagdo. Para esta ultima tarefa necessitamos

introduzir um quantificador que mede o custo de se cometer um erro de

decisfio. Indica-se o custo ou perda ou penalidade de se decidir por

i »

quando a classe verdadeira é w_, como
J

Clwlw) =C i=0, l,...,c; j=1L....,C
i j ij

Estes custos se referem a cada par wi/wj, onde o primeiro elemento
((«)i na notacfio acima) é dado pelo classificador e o segundo elemento (wj) é
definido pela fonte geradora de padrdes. Portanto, devemos atribuir um custo
médio para uma dada decis8o w, independentemente de se especificar qual a
classe verdadeira. Por sua vez, este custo médio por decisdo pode ser

utilizado como um critério para escolha das regras de decisdo wl(.).

REGRA DE DECISAO DE BAYES PARA MINIMO CUSTO TOTAL

£ dado um padr3o x com classificagéo desconhecida. A probabilidade de
x ser da classe wj é P(w_lz), que é a probabilidade a posteriori da classe
J
wj (a probabilidade a priori € Pj). Pela regra de Bayes:

p{xlw )P
J ]

P(wjlg) = 1)

p(x)



c
com px) = ¥ p(ggle)P_ (2)

Como ja vimos, o custo associado com a decisfic w(x) = wi i=0, 1,...c,
quando a classe correta (ou que ocorreu) é wj, é Cij, sendo que este custo
ocorrera com probabilidade P(wjl x) para j=l,...c .

O custo esperado condicional, ou custo médio condicional, ou risco
condicional associado a decis3io w(x) = wi, para o dado X pode assumir os

valores:

MO

Cc(x) = C. Pl |x) i=o0,1,..c (3)
i ij J

1

J

Tomando uma decis3o arbitraria w(x) temos o custo médio condicional ou

risco condicional

C x = (2:: C(w(z)le)P(ij) (4)
j=1

ressaltando-se que este Cw(g_) poderia ser escrito como C(w(x)) para
evidenciar a sua dependéncia na fung3o de decisdo que por sua vez é fungdo
de x (vide Fig.1l). Como Cw(x_) é uma variavel aleatéria pois depende do
vetor aleatério x, podendo tomar os valores Co(z), Cl(z),....,cc(z),
utiliza-se o seu valor esperado como uma medida global de desempenho.
Define-se, ent3o, como custo total (ou custo médio), ou risco médio, ao

valor médio de Cw(z)
R = [ C (x)p(x)dx (5)
w qQ @

Utiliza-se como critério de otimalidade para escolha das regras de decisédo

w(x) o minimo de R . Como p(x) é n3o negativo (vide (5)), e n3o depende da



decis8o w(X) escolhida, este critério é equivalente a se ter o minimo de

Cw(z) para cada x . Como w(x) em (4) pode assumir as classes &, © ,..0

3
c

*
chega-se, olhando em (3), & regra de decisdio de Bayes w (x):

w*(g) =W se Cl(x_) = Ck(x) , para V Kk, 6)

Uma regra de decisfio basicamente fornece uma particio do espago de
atributos Q de tal forma que as regides Qi definem o conjunto dos X que s3o
classificados em «, para i=0,1,..,c. Tem-se Q = Qo U Ql U ..U Qc. Caso o
custo de rejeicdio seja relativamente grande, o classificador n#o utilizara a
opgsio de rejeicdo, e portanto Q = & , € Q=Q U Q Uu..uU Q. No caso
geral, em que had regifio de re jeicdo Qo, pode-se definir uma regifio de

c

aceitaciio global Qa =1l~JlQl bem como uma taxa ou probabilidade de

aceitagio:

[+
TA= ¥ j p(x)dx
i=1 Qi

A taxa de rejeicio TR é definida como TR = [ Qo p(x)dx , com TR+TA=l

A Regra de Decis3o de Bayes fornece o minimo custo médio condicional

C
'@ = min C® = min L C Pw|x) ™
=0, 1,00 1=0,1,.c j=1 9 1

bem como o minimo custo total (chamado de risco de Bayes)

*

R = [ ¢ (x)px)dx ®)
Q

Como o que se conhece a priori é Pi e p(zlwi) (e por conseguinte p(x))

pode~se escrever



1 c

c,® = Tm & C (w(z)]mj)p(g(_|wj)Pj (9
1 c

Cw(_x_) = Tg) j§1 Cijp(_)sle)Pj , 1=0,1,..c (10)

e como p(x) n3io depende das classes entdo

* C
Para ilustrar o que foi visto, tomemos um exemplo simples em que
P1<P2.Suponhamos que C11= C22= 0 e que C12 < C21’ isto é, o custo de se
decidir pela classe w, quando o correto é a classe W é maior do que o caso
contrario. A Fig. 1la mostra as fungSes densidade ponderadas pelas
respectivas probabilidades de classe. Nas Figs. 1b e lc vemos p(_}g)Cl(g) e
p(;(_)CZ(g), notando-se que o pico de p(_)g)Cz(x_) é maior que o de p(g)Cl(_)g).
Neste exemplo simples, existem apenas duas regides de deciséio no espaco Q
unidimensional, com o limiar em X se encontrando no ponto em que C 1(g) =
Cz(g(_) (ou p(;)C1(§)=p(§_)C2(g)). A Fig. 1d mostra o minimo custo médio
condicional (multiplicado por p(x)) para cada ponto do espaco.

Apresenta-se na Fig. 2 um diagrama de blocos do classificador geral
de Bayes utilizando-se diretamente o que é conhecido sobre o gerador de

padrdes, ou seja, p(x Iwi) e Pi, bem como os custos Cij estipulados pelo

usuério ou projetista do classificador.

RAZAO DE VEROSSIMILHANCA
Na teoria de testes de hipGtese a razido de verossimilhanga tem um

papel bastante importante. O problema que esta sendo abordado é de multiplas

hip6teses (c-hipoteses), sob o enfoque Bayesiano, e serd investigado a

10



PEICX) 2P p(xio)

© AN

p(x)C'(x)

(d) AN

(), = Regido de Decisio <—t—> (2,= Regido de Decisdo
para Classe ®, para Classe ®,

Fig. 1 - Ilustragdo para o caso unidimensional, com duas classes, do problema

de decisdo de Bayes.
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seguir se é possivel expressar a regra de decisdio através de razdio de
verossimilhanca. Sera analisado o caso em que n3o ha classe de rejei¢do para
evitar-se resultados e interpretagdes artificiosas. Utilizando a expressdo
(10) na regra de decisfio de Bayes dada por {6) tem-se

*
w(x) = w se

C [+
= C_ pxle)P = = C p(xjw )P,V k
P 3 m=1 mom (12)
k,i =1,..,c¢c
que expressa a condigdo a ser satisfeita para k = l,...,c de modo a se
optar pela classe w_, com i = 1,...,c. Equivalentemente:
1
*
w (x) = w se
C
- < -
ji [Cij ij] p(gle)Pj [Cki Cn] p(_)glwi)Pi , Yk (13)
i k=1,...,¢
Dividindo (13) por p(x |wk)Pk (supostos diferentes de zero),
obtém-se :
c p(xlw )P, p(x|w )P
[Cik—ckk] vz [Cifckj] p(xTw )P = [Cki_cii] p(glw )P (14)
j=1 Kk k kK k
jEi
J*x

Finalmente, dividindo (14) por [Cki-C“] Pi/Pk obtém-se no lado esquerdo a
razdio de verossimilhan¢a para o par de classes w e w com k = 1,..c (k#i),

ou seja, a regra de decisdo de Bayes €

w*(gc_) =w se

13



p(xlw.) C -C P
i - ik kk k "
pizlwk) 1 C -C P

ki ii i

(15)

J
vk, k=l,..,c

i ki ii
j*Fk

c cC -C xlw )P
. K p(xl j)

Da express3o (15) nota-se que somente se obtém uma expressdo no lado direito
independente de outras razdes de verossimilhanca se
Cij = C para j,i =1, 2,...c, com j*i.

Somente neste caso é que a regra de decigdo de Bayes pode ser escrita na

forma tradicional de raz3o de verossimilhanga:

* p(z_lwi) C-Ckk Pk
o (x)=w s p(xlw ) ) C-Ci | B

para V k, kK #1i (16)
k,i =1,..,c

A desigualdade em (16) ainda pode ser simplificada se Ckk =C #C,

para todo k , o que é em geral adequado em aplicacBes praticas:

p(x|w ) P,
p(x wl) = P para k=l,..., ¢ ; K#i (17)
xJo, .

FUNGCAO CUSTO SIMETRICA E A REGRA DE DECISAO DE BAYES

Uma fung3io custo que tem grande importéancia teérica e pratica é a

assim chamada fung3o custo simétrica:

14



cC =0 i=1, 2,...
ii

C, =1 i, j=1,.

C =C=0 j=1,...,¢

oj r

Com esta fungdo custo, temos:

C [+
C(x)= =C_Plo |x) =C ZPll|x)=C
o oj J ro._ Jj

r

j=1 =1
. (18)
Ci(z) = jizllP(wjlg) =1 - P(wllg) i=l,...,c
J#i

Caso n3io haja classe de rejeicdo wo, dado um x , ele sera classifi-

cado em wi se

Plw |x) = P(wj|g) L,j=1L..,c¢ (19)

ou seja, a regra de decisdo consiste na maximizac3o da probabilidade a pos-
teriori das classes. Na literatura internacional esta regra de decisdo é co-

nhecida como a regra MAP ("maximum a posteriori probability").

Se houver classe de rejeicdo w, ., @ regra de decis3io de Bayes, escri-

ta na forma MAP é :

w se Plwlx) = max Ple|x)=z1-C ,i*0
* : i j=1,..c . r (20)
w (X) =
w se 1-C_> max P(w |x) ¢« opcdo de rejeicéio esta
F1,..c ativa

Exemplificamos a derivag3o para o €aso de decis3io w, i#0. Para ser tomada a
1

decisgo w, devemos escolher min Ci(z) < Cr , o que equivale a max (-Ci) >
i 1

-C, ou seja, max [(P(w, |x)-11 > —Cr, de onde segue o resultado em (20).
r 1
Verificaremos a seguir qual uma condicdio basica para se ter a opgao
de rejeico ativada. Dado um vetor x arbitrario, se as ¢ classes forem equi-

- 1
provaveis a posteriori, teremos maxj P(wj[g) = - ese as classes ndo forem

15



equiprovaveis ent8o teremos max P(wj]g) > —(1—: e portanto

0 =1 - max P(wjlz) < 3—;1— (21)

i

Para que a opglo de rejeicdo w possa eventualmente estar ativa é necessério
o

que (vide (20) e (21)):

c-1

0=C <

r

(22)

Suporemos a seguir que (22) é valido. A regra de decis@io (20)
particiona o espaco de atributos @ em c regides de decisdo com aceitag3o, Qi

(i=l,...c) , e uma regido de decisdo com re jeigdo, Qo

Q =4 x | Plw |g) = max Pw |x) = 1-C } ,i20 (23)
i i 3 r
j=1,...c
Q =4{x|1-C > max Plw |x) (24)
[+ r J
j=1,...c¢c
Temos ainda
o uUg =Q com Q = U Q

a [ a i

onde Q & a regidio de aceitagdo global.
a
Deve-se ressaltar que mesmo que (22) seja valida, isto ndo significa

que a opgdo de re jeicsio serd de fato utilizada, pois pode ser que para todo

x tenhamos max P(wjlg) =1 - Cr.
j=1..c¢

Pode-se também exprimir a regra de decisio em (20) em termos da

funcdio de verossimilhanca (na classe wi) p(zc_lwi) e de Pi conhecidos.

16



w - se p(_)glwi)Pi Zp(gle)sz (l—Cr)p(;g) (i=1,...,c)

j=1, ....,¢

*
w(x) = A (25)
w se (l-Cr)p(g) >p(xle)Pj

\ j=1,... ¢

A Fig. 3 mostra em forma de diagrama de blocos o classificador de
Bayes para fungdo custo simétrica. Deve-se notar que o classificador fica
muito mais simples do que quando a funcdo custo é arbitraria (Fig. 2).

A regra de decisfio expressa em (25) pode ser expressa em termos da
razio de verossimilhanca:

r

p(g{_lwi) P (I—Cr)p(_)g)
w se p(zi_le) z P e p‘_&le)?j

<1 ,VYj (j=1,..c)
*
v (X) = 4

(l—Cr)p(z)

w se o(x wj)Pj >1 p/ j=1,...¢

\
que é a mesma regra de decisdo que (17). Isto é razoavel pois a fungdo custo
simétrica é um caso particular da fungdo custo C1j=C para i # je Cii =C

para todo i .

A regra de decisdo Bayesiana, utilizando funcdo custo simétrica,

pode ser escrita ainda utilizando-se funcdes de decisfo, sendo mais pratico

defini-las pelo logaritmo natural da func3o de verossimilhanca e da probabi-

lidade de classe:

d_l(z)

tn p(x|w) + tn P i=l....c
1

do(;g) = fn (l—Cr) + In p(x)
Note que as desigualdades em (25) n3o se alteram se tomarmos O logaritmo em

ambos os lados pois a fungdo fn é monotoénica. Resulta entdo

17
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Fig. 3 — Classificador de Bayes para fungdo custo simétrica
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w(x) = w se df(x)=z dj(g) ,Vj, com j,i=0, 1,...,C

ou seja,

*»*
w(X) = w se dl(z_) = max d(x)
! j=0,1,.,c .

TAXA OU PROBABILIDADE DE ERRO

Se um dado vetor de atributos X é associado a classe W, tem-se uma

probabilidade de erro de classificagdo ei(zg)

ei(g) = 1- P(wilx_) i=1,...,c (26)
Para firmar a intuicdo é interessante pensar nos Casos extremos P(wilg) = 1,
em que ei(g_):O, ou P(wi|)_c)=0, em que ei(§)=1. Notar que essa é uma definig3o

geral, sendo vdalida para funclio custo e regra de decisfio arbitrarias. O

valor esperado desta probabilidade sobre todos os vetores X pertencentes a

regido Qi de decis3o para a classe w, é a probabilidade de classificag3io er-
rada em W, denotada Ei. Esta é a probabilidade de se estar cometendo um er-

ro ao atribuir um vetor X arbitrario a classe w:

1

E = }' e(x) px) dx = J 1 - Plw. |x)] p(x) dx 27
Q i Q 1

i i

Deve-se ressaltar que I-Z.1 ndo é uma probabilidade de erro condicionada a
ocorréncia da classe W, mas sim a probabilidade de erro de se classificar
um vetor de atributos na classe W Como a classificacdo de um vetor X s6
pode ocorrer nas classes mutuamente exclusivas wl, wz, ey wc, segue que a

probabilidade global de erro, ou taxa de erro, é a soma das probabilidades
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de erro El em cada classe:

E =§ E =2cj Lz [l-P(wi|§)]p(g)d§ (28)
i

onde Qi é a regifo de aceitagdo associada a classe w ; a expressdo entre
colchetes é a probabilidade condicional de erro ei(z); Ei é a média desta
probabilidade para todo X € Qi e portanto é a probabilidade de classificagdo

errada em @,
Pode-se chegar a uma expressdo alternativa para a taxa de erro,
partindo-se da determinagfio da probabilidade de erro dado que a classe que

ocorreu foi a wi:

P(erro]wi) =I p(_)glwi)dg = 1- I p(zlwi)dz (29)
regido de Q
Q que ndo inclui Qi
1=1,2,..-45€

A probabilidade global de erro é calculada somando as probabilidades conjun-

tas PiP(er'rolwi) para todas as classes de lac:

p(x|w )dx } (30)

i

[+ [+
E = YP Plerro|w) =ZP[1-[
1 1 1
i=1 i=1 Q
onde Ql é a regifio de aceitacgo da classe w; a expressdo entre colchetes é
a probabilidade de erro dado que a classe correta é .
Deve-se notar que se houver utilizac3o de regidio de re jeicdio teremos

o= U Qiatﬂ, sendo que Q= ( U ni)U Q°=QaU Q.

2 4=1,.,c i=1,.,c

£ facil ver que (28) e (30) sdo equivalentes. De fato, de (30):

[+ C
E= £ P - Z P X px|w)dx , de onde
i i i
1=1 i=1 Q

i
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C
E=1- Z J P(wilz)p(z)dz e portanto

i=1 Q

i
c (o}

E= = plx}ddx - Z jP(wa_)p(g)dg
i

i=1 JQ i=1 JQ

i i
0 que prova O que querfamos.

Infelizmente o calculo da probabilidade de erro é, em geral, extrema-
mente dificil e em rarissimos casos é que se consegue chegar a uma expressdo
em forma explicita ("closed form"). Na pratica a taxa de erro é geralmente
estimada a partir de um conjunto de amostras (de vetores) com classificac8o
conhecida (conjunto de teste) uma vez que raramente se conhecem as
informacdes probabilisticas necessarias para a determinac8o pelas férmulas
(quer resolvidas analiticamente ou numericamente).

De posse da formalizagdo da taxa ou probabilidade de erro, podemos

perguntar qual serd o classificador que minimiza este quantificador de

desempenho.

CLASSIFICADOR PARA MINIMA TAXA DE ERRO

Faremos inicialmente definicdes duais as feitas nas férmulas (26),
(27) e (28), ao se enfocar probabilidades de acerto ao inyés de probabilida-
des de erro. A probabilidade de acerto ao se classificar um dado x em wi é
ai(_)g) = P(wilx) i=l,...,c

A probabilidade de acerto ao se atribuir um vetor a classe w, é

A = I a(x) p(x)dx = J Plw_|x)p(x)dx
i i i
Q Q

i i

A probabilidade de classificacdo correta ou probabilidade de acerto ou taxa

de acerto é
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C
A= 3 I P( | X)p(x)dx (31)
i=1 Qi

A minima taxa de erro é obtida para a maxima taxa de acerto

[od

min E ¢ max Z I P(w |x)p(x)dx

i
Q 1=1" Q

1

Esta é obtida quando cada Qi é escolhido como o dominio onde P(wi|x_) =
P(wj[gg), Vj , pois se n3o o for, P(wilz) ndo seria o maximo em alguma parte
de Qi e neste caso seria possivel aumentar A escolhendo o P(wj[x) (j=i)
ma jorante naquela parte de Qi. A Fig. 4 ilustra o fato para um caso de 2
classes e dimens3o d=1, observando-se que no caso de se selecionar o limiar
X, (a0 invés do 6timo xu) temos

j Plw |x)p(x)dx +I P(w_ |x)p(x)dx =I P(w |x)p(x)dx +| Plw [x)p(x)dx +
Q 1 Q 2 g ! 1

Q -Q
la 2a 1 1a 1

f P(o, |x)p(x)dx - J' P(o_|%)p(x)dx <I P(o |x)p(x)dx +I Plo_ |x)p(x)dx
Q Q -Q Q Q °?

2 la 1 1 2

A desigualdade provém do fato que

IQ P(o [X)p(x)dx < J P(o_|x)p(x)dx.

_Q -
la 1 la 1
Formalizando o resultado acima, temos o classificador de mimina taxa

de erro:

wx) = w se xe€Q , com Q= {g{_l Plo |x)= P(wjlz), j=1,...,c}

i = i
ou, mais simplesmente,
w(x) = w se P(wilg) z P(wj|z) j=12,...,c

Conclui-se, portanto, que a regra de decisdo de Bayes

com fung3io custo simétrica e sem a existéncia de classe de rejeicio,

coincide com a regra de decis8o para minima taxa de erro, ambas resultando

na regra de decisdo de maxima probabilidade a posteriori (MAP).
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P(enix) |
| P(@)x)
|
/ : '
< 1
Xn o Xpp =X
.- - ,j\ t
Q { N -
1 ) Q,
————
Qla QZa

Fig.. 4 — Exemplo unidimensional, com duas classes, em que se mostra que
deve ser escolhido o limiar X1, € ndo x, (arbitrario # xi), para
minimizar a taxa de erro.
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RELAGAO ENTRE CUSTO TOTAL E TAXA DE ERRO

Na teoria ja apresentada, foram empregados dois diferentes quantifi-
cadores de desempenho para classificadores arbitrarios: o custo total R
(express3io 5) e a taxa de erro (expressdo 28 ou 30). No caso de fungido custo
arbitraria, um dado classificador apresentard, em geral, regides
diferentes Qi para cada atribuicdo de classe e valores diferentes para o
custo total e para a taxa de erro. Um classificador 6timo para um dos gquan-
tificadores (p.ex. R) n3o serd, em geral, 6timo para o outro (E). Entretan-
to, no caso de um classificador arbitrario (n3io precisa obedecer a qualquer

critério de otimalidade), sem a utilizag3io de classe de rejeicdo, em que se

utiliza a fungfio custo simétrica para o cdlculo de R, temos R = E, ou seja,

os dois quantificadores coincidem. Uma demonstrag3io pode ser vista no que
segue:

(& [
R = ZC(w(z)le) P(wjl_)s) px)dx = ¥ P(wj|§) p(x) dx =

Q j=1 J=t Q—Qj

- d _ P d
jgl[ IQ P(wjlz)p(z) b.e IQ' (wj|g)p(§) X ]

J
e como P(wjlg(_)p(z) = Pj p(gle), temos
C [
R=YP -V J' P(w |x)p(x)dx
. J ]
j=1 j=1vQ
J
Por outro lado, temos:
[+

E=} [ I p(x)dx - j' P(wj|x_)p(z,)dg] =
=k Q
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= ): J Y P.p(z|wi)dx_ - Y I P(w |x)p(x)dx
j=1 Qj i=1 199 J

! 3

e como
[+ (o3 Cc [o}
X I L P p(zlwi)dx_ = LP Ik p(§|wl)d_>g =
j=1 Q. i=1 i=1 j=1 Q.
3 J
C [+
= 3P [ »xfo)ix = T P
i=1 Q i=1
temos E = R.

A taxa de erro n3o é um quantificador t3o completo quanto o custo
total pois: (1) o custo total leva em conta os casos em que se quer dar
importancia diferente para os diferentes erros do tipo i/j; (2) no caso de
haver regifio de rejei¢gdo, o classificador pode apresentar uma taxa de erro
baixa em parte gragas a associagdo de um grande numero de vetores de atribu-
tos a classe de rejeicdo. Entretanto, este classificador provavelmente tera
um desempenho indesejavel uma vez que sua tarefa é de classificar (correta-
mente) os vetores de entrada e n3o simplesmente "jogar fora" uma grande
quantidade destes. Como se pode atribuir um custo a este evento de rejeicdo,
o custo total é um quantificador mais interessante neste caso.

Derivaremos a seguir uma relagfio entre o custo total, a taxa de erro
e a taxa de rejeicdo para o classificador de Bayes obtido para funcfio custo
simétrica. Define-se a minima probabilidade de erro condicionada a x como

*
e (x)

A
e*(_)g) = min e‘(x) =1 - max P(wl|x_) (32)

i=1,...¢ i=1,..c

que independe da fung3o custo utilizada. Entretanto, para regra de decisfo
*
de Bayes com func3io custo simétrica, e (x), dado em (32), é a probabilidade

de erro de classificacdo associada ao vetor X. Com isto, uma outra forma de



escrever a Regra de Decisfo de Bayes para func3io custo simétrica é :

*
W se e (x) =elx)=C
i i r

w(x) = . (33)

w se € <e (x)
[+ r

A taxa de erro associada ao classificador de Bayes com fung¢3o custo

simétrica, também chamada de taxa de Bayes é (vide (28)):

* c * c * *
E =3 E=% f e (X)p(x)dx = J e (x)p(x)dx (34a)
i=1 i=1 Y Q

1 a

ou ainda

E = [ @~ max 1Pw 0D pdx  (24b)
Q

i=1,.,c
Pode-se facilmente relacionar o custo total ou risco de Bayes com a
taxa de erro no caso de se utilizar funcfio custo simétrica com opg8o de re-

jeicdo, conforme apresentado a seguir:

* *
R = I C (x) p(x) dx
Q

. 1 - max P(wilg) se 1 - max P(wilg) = C, i=l,...,c
onde C (x) = { C em caso contrario
r
e portanto
L 3 ¥*
R = J- e (x) plx) dx + I CP p(x) dx
Q(C) Q(C)
a r [¢] r

onde se tentou ressaltar que as regides de aceitacfio e rejeico dependem do
custo de rejeigio C. A primeira integral nada mais é que a taxa (de erro)
r
de Bayes e a segunda é proporcional a taxa de rejeicdo associada a regra de
*
Bayes, TR :
* * *
R = E + Cr TR
notando-se que todos os termos dependem exclusivamente do custo de rejeigdo

C (uma vez adotada a regra de decisfio de Bayes). Para enfatizar este fato
r

reescrevemos a ultima express3o como
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* * €
R(C)= E(C) + C TR (C) (35)
r r r r
. * .
Fixado um certo valor para TR (Cr), mediante a escolha de um valor adequado
para Cr’ ndo ha classificador com taxa de erro menor que E*(Cr).
Uma nota & parte: no caso de n3o haver regido de rejeicdo e

lembrando que Plw, Ix) p(x) = P p(glwi), tem-se

E* =1 - J‘ max [P, p(glwi)] dx (36)
Q 1

i=1,.,c

E finaimente, de (21) e de (34b) com Qa=Q conclui-se que

E = (c-1)/c 37)

O EXEMPLO DE DUAS CLASSES COM A FUNGAO CUSTO SIMETRICA

Caso na dada aplicagdio com duas classes ndo seja muito indesejavel
que o classificador rejeite uma certa proporgdo de vetores de atributos,
pode-se utilizar para auséncia de classificagdo um custo Cr de valor
suficientemente baixo (ativando a opglio de rejeicdo). Em termos
mateméaticos isto seria especificado como Cr < 1/2 (vide (21)). Neste caso

a regra de decisfio de Bayes fica:

[\

w se Plw |x) =21-C > —
1 r

1-C (38)

v

w(x) se P(w2|§)

©w caso contrario
A regra de decisfio acima também pode ser escrita em termos da raz3o de

verossimilhanga p(zlwl)/p(§|w2) , lembrando que o fn desta raz#io de verossi-

milhanga muitas vezes € de maior utilidade:
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f p(x[wl) P 1-C

2 r
w se >z =
1 p(glwz) P1 Cr
p(x|e,) P c
wx) = {w se ! < 2 r
2 p(x]w ) P 1-C
2 1 r
w caso contrario
\

(39)
onde ha 2 limiares, Pz(l—Cr)/F‘lcr e PZCr/Pl(l—Cr) ,que dividem o espago em
3 regides; 2 de aceitagdio e 1 de rejeicdo. Para provar (39), basta partir de

(38) com
p(g]w1 P

P“"1'3) p(x]w )P +p(x]w )P,

Por outro lado, <caso seja indesejavel haver auséncia de
classificac8io, ou seja, ndo se deseja rejeitar nenhum vetor de entrada, de-
vemos atribuir um custo alto para uma rejeigd3o, que no caso de duas classes

redunda em C > 1/2 . Neste caso a regra de decisdo de Bayes fica:
r

v se Plo]|x)z Pl |x)
1 1 2

w(x) = (40)
w  se Plw|x) < Pl |x)
2 1 2
ou ainda
)
p(x|ew ) P,
w, se p(xlw ) =7
=172 1
w(z) = 4 (41)
w se p(zlwl) < PZ
2 p(x]w,) P
\

onde PZ/F‘1 é o limiar de decis3io para a raz3io de verossimilhanca, obtendo-se
de (41) uma particdo do espago de atributos. A Fig.5a mostra duas fungdes
densidade de probabilidade, cada uma condicionada a uma das classes. Para

fins de ilustracdo tomamos ambas as densidades com variancia unitaria, sendo
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a média da primeira igual a ~-1.5 e da segunda igual a 1.5. As probabilidades
de classe foram supostas ser P1 = 03¢ P2 = 0.7. A fungdo densidade de pro-
babilidade de x, independente de classe, é vista na Fig. 5b. Para o classi-
ficador de Bayes de minima taxa de erro (ou minimo risco médio para funcd3o
custo simétrica) deve-se tomar como regido Ql para classificar x em w,
aquela em que Plp(xlwl) > Pzp(xlwz) , 0 que pode ser visto na Fig. 5c.
Alternativamente, pode-se achar 91 como sendo a regido em X tal que P(w1 |x)
> P(w2|x), o que pode ser visto na Fig. 5d, notando-se que € obtida a mesma
regido Ql e o mesmo limiar como na Fig. 5c. Outra forma ainda é selecionar
w, se el(x) < ez(x), conforme visto na Fig. Se. Por fim, pode-se utilizar a
raz3io de verossimilhanga e selecionar w se a raz3o for maior que o limiar
PZ/P1 , conforme visto na Fig. 5f. A &area sob p(z]wl) a direita do limiar
indica a probabilidade de erro condicionada ao fato de ter ocorrido a classe
W . Aproveitaremos este exemplo unidimensional para ilustrar o problema da

determinagfio da taxa de erro E :

E = P(erro‘wl).P(wl) + P(erro[wz).P(wz) (42)
E = J p(_)glwl).f’1 dx + J p(g|w2).P2 dx (43)
Q Q
2 1
L v ) \ v )
E = E + E
2 1

CASO GAUSSIANO

No caso Gaussiano ou normal, em que p(g[wi) é N(gi,zi), a regra de

decisio de Bayes fica mais simples conforme visto a seguir. Temos p(x |wi)

normais com média M, e matriz de covariéncia 21 , onde

T
TR E[ X|mi ] e Zi = E[(_)_(‘_Ei)(_x_':ﬁi) Iwi]
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| P(Xioy) e p(Xicy)— i T p@X)

(b)

P(®,1x) e P(0,X )

Plp(xim,) ¢ P2p(Xim,)

v
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Fig. 5 Exemplo unidimensional com 2 classes Gaussianas, com P;=0.3, P,=0.7,
p(x|m;)=N(-1.5,1) e p(xjwz)=N(1.5,1). A Fig. 5a mostra estas fungdes
densidade condicionadas a cada classe. A fung¢do densidade de probalidade
de x (independente de classe) é vista na Fig. 5b. Para o classificador de

Bayes de minima taxa de erro (ou de minimo custo total para fungdo custo
simétrica) deve-se tomar como regido ; (para classificar x em ®,) aquela
em que P,.p(xj®) > P.p(x|j®;), o que pode ser visualizado na Fig. Sc.
Alternativamente, pode-se achar QQ; como sendo a regidio em x tal que P(®,|x)
> P(m2}x), 0 que pode ser visto na Fig. 5d, notando-se que se obtém a mesma
regido (), e mesmo limiar como na Fig. Sc. Outra forma ainda ¢ selecionar o,
se €1(x) < ey(x), conforme visto na Fig. Se. Por fim, pode-se usar a razdo de
verossimilhanga, selecionando-se ®; se o valor da razio for maior que o

limiar P,/P,, conforme exemplificado na Fig. 5f.
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1 -
px|w) = exp | - —(x —y_i)TZil(gc_—gi)

2
2m¥? v det z

(44)
Apliquemos a regra de decisdo (41) utilizando o fn da razZo de veros-

similhanca.

1 Te-1
A p(§|w1) /;;zz—' exp[ -—2-—(311_1 ) 21 (-’S’El )]

h(x) = In = {n
p(?ﬁlwz) ‘/—'——-—|

1 T 1 (45)
det Z exp[ -5 (-, ) E (X, )]
que resulta em :
z | (46)
_1 | 2 _ 1 To-1 Te-1
h(x) = 5 in 5 (3_(—;_11) 21 (x -p) + 5 (x_—gz) 22 ()_(—;_LZ)

| = |
ou seja, a regra de decisdio de Bayes fica, para o caso da opgdo de rejeicdo

estar desativada:

{
Pz
w se h(x) zin -
P1
w(x) = 4 (47)
P,
w, se h(x) < én _F;—
\

Notamos que a fronteira ou separatriz ("boundary”) de decisdo
(h(§)=lnP2/Pl), neste caso, é uma forma quadratica em x (é uma superficie de
22 ordem no espago xl,xz,...xd).

oo000 Exemplo: Tomemos o caso em que hd 2 distribuicdes normais, com

T T _ i1 0,8 _ lo,5 0o
w= 228, w22k, xS [0,8 1]  E T [o 1] As
probabilidades a priori sdo P1 = Z-P2 € suporemos que Cr > 1/2 (n3o se

deseja opco de rejeicdio). Aplicando a férmula (46), obtém-se, apds varias
passagens algébricas, a equag3o da separatriz:

9% - 40x x_ + 252x - 144x_ + 16x° +236.57 = O
1 1 2 1 2 2
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p(xlo,).P,

1153

O
T

(a) (b)

Fig. 6 — Ilustragdes de fronteiras de decisdo para um exemplo bi-dimensional

com duas classes, em que C; > % @£ D)=,
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A Fig. 6a mostra curvas de nivel para as duas fungBes densidade e a
respectiva separatriz imposta pelo classificador de Bayes (para fungdo custo

simétrica).

[elolo 0/0]

Tomemos agora O caso €m que 21 = 22 = 3. A expressfio de h(x) em (47)

fica:
- T -1 1 T -1 T o1
h(x) = (p-p) T x+ 5| @, Z B, - W e (48)
L I \ v J
constante constante

Neste caso a fronteira de decis3o é uma forma linear (hiperplano) em
x , conforme ilustrado na Fig. 6b para um exemplo de dimens3o 2 em que as
matrizes de covariancia s3o iguais.

Para o caso CP < 1/2 concluses semelhantes resultam, como apresenta-

do a seguir. Definindo limiares T1 e T2 como

A ( P2 1-C )
_ & r
Tl— tn P c
\ 1 ro )
A ( P, c_ )
T,= & | v To¢
\ 1 PA

a regra de decis3o de Bayes fica

W, se h(x) = T1

se hix) =T
2

]

w(x)

w se T2 < h(x) < T1

A separatriz ou fronteira entre a regido Ql, definida por { X% | hix}) = Tl),
e a regifio de rejeiglo Qo é dada por h(x) = T1 . A separatriz entre a regido
0 e Q é dada por h(x) = T2 . Nota-se que as 2 separatrizes sdo paralelas
2 [}

pois a funcéio em X € a mesma em ambas. Para p(x |wi) normal (i=1,2) com 21:22

temos um classificador quadratico correspondendo ao exemplo da Fig.7a, e

34



(a) (b)

Fig. 7 -llustragdes de fronteiras de decisdo para um exemplo bi-dimensional com duas

classes, em que C; < —12— (@) 2122y, (b)X1=22
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para 21 = 22 temos um classificador linear correspondente ao exemplo da
Fig.7b.

Uma interpretagdio util é obtida expressando a regra de decigdio de
Bayes para o caso Normal n3o em termos da raz#o de verossimilhanga mas sim
em termos da fungfio de verossimilhanga. Por simplicidade, faremos isto para
Cr>l/2621=2 = Z:

2

o, se {fnp(xle)+ P >in pix|w) + &n P,

wz em caso contrario

Se P1 = P2 , basta calcular a distancia de Mahalanobis (vide Capitulo
(pg 119) sobre Medidas de Distéancia) (g—gl)TZ—l(g—gi) de x a cada um dos
vetores médios e classificar de acordo com a menor distancia. No caso de se
ter Plae P2 ha um deslocamento em favor da classe mais provavel.

Um exemplo de matriz de covariancia de interesse prético é aquele em
que o vetor X tem como elementos as amostras x(nT) de um sinal x(t)
amostrado a cada T segundos. Se o sinal é um trecho de uma fungdo amostral
de um processo aleatério estaciondrio, e se a fungdo de autocovariancia ¢
n

p, n = 0,l,...,(ou seja, a varidncia ¢é unitaria) ent3o a matriz de

covariancia sera

[ o]
1 2 d-1
a-2
T = p 1
'— pd—1 UDIPURRE |

onde p é o coeficiente de correlacdo entre amostras adjacentes. No caso
Gaussiano, necessita-se obter a inversa de I, que no caso sendo analisado é

facil de ser obtida:
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( 1 -p O.. 0 W
-p 1+p° -p 0
1
2—1___ . 0 -p 0
1 -p
0 0 ....14p°-p
0 0 - 1
i Pt
2d-‘l
| 2] =0-p)

Deve-se observar que uma fung3o de autocovariéncia pn é obtida para um pro-
cesso aleatério resultante da passagem de ruido branco através de um filtro
digital passa-baixas (ou analégico em que a frequéncia de corte é bem menor
que T') de 12ordem.

Sera que sempre a fungdo custo simétrica é a mais apropriada ? Em
termos de modelar a realidade nfo. Por exemplo, tomemos 2 classes e um exame
laboratorial. A classe 1 & de pacientes com cardiopatia e a classe 2 é de
pacientes sem doenga cardiaca. Aqui claramente ndo convém se associar custos
iguais de classificagdo incorreta C(wl|w2) e C(w2|w1) pois é menos danoso
classificar erradamente o paciente na classe 1, pois neste caso ele ira pas-
sar por outros exames, do que na classe 2 pois neste caso ele podera, p.ex.,
vir a sofrer um enfarte. No classificador de Bayes é necessario conhecer a
distribuicdo probabilistica a priori de cada classe bem como as densidades
condicionadas a cada classe, além de se estipular a fung3io custo. Outras
duas abordagens - a minimax e a de Neyman-Pearson - eXigem menos
conhecimentos a priori (vide por exemplo, Tou e Gonzalez, 1974 pg. 118). E
interessante mencionar que, para 2 classes, 0S 3 classificadores fornecem

como regra de decisdio a raz#o de verossimilhanga, mudando apenas o limiar.
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ESTIMACAO NAO PARAMETRICA DE FUNCAO DENSIDADE DE PROBABILIDADE

INTRODUGAO

Na abordagem por teoria de decis@o de Bayes para o problema da clas-
sificagdio, é necessario se conhecer P(wi) e P(zlwi); i=1, ...c. Para a
estimag3o tanto de p(_)glwi) quanto de P(wi), deve-se dispor de um conjunto de
padrdes em que a classificagdio de cada padrdo é conhecida. Tomam-se entao os
padrdes da classe w e com estes estimam-se P(wi) e plx Iwi). Em certos
casos, pode-se dispor de conhecimentos sobre a forma das distribuigles en-
volvidas, quer porque se conhecem bem os mecanismos que geram os padrd@es ou
porque se realizaram testes estatisticos ndo paramétricos (xz, Kolmogorov-
Smirnov, ou outros). Nestes casos fica faltando apenas estimar os parametros
da distribuicdio, e isto pode ser feito utilizando técnicas classicas da
teoria de estimac3io (p.ex., Hoel, Port e Stone, 1971; Roussas, 1973; Mood,
Graybill e Boes, 1974; Bickel e Docksum, 1977).

Nos casos em que n3o ha informagdio sobre a distribuigdio, pode ser
feita uma estimacfio diretamente a partir dos dados, sendo este tipo de esti-
macdio denominado de estimacdo n3o paramétrica ou independente de
distribuiciio ("distribution free"). P(wi) é de estimacdio simples ao passo
que p(g(_lwi) requer consideragdes especiais, conforme apresentaremos a
seguir.

O estimador mais elementar de fung#io densidade de probabilidade € o

histograma, mas este apresenta inconvenientes como:
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(*) sensibilidade a escolha da origem de coordenadas para colocar a "malha
ou grade" ("bins") que discretizam a variavel ou variaveis, conforme ilus-
trado nas Figs. la e 1b, em que foram geradas 70 amostras de N(0,1) e mais
70 amostras de N(-1,1). A diferenga entre as duas figuras € que na Fig. 1b
as amostras minima e maxima sofreram um acréscimo de 0.1 em seu valor, o que
equivale a deslocar a grade, uma vez que a rotina utilizada (hist do pacote
Matlab) coloca os extremos da grade nos valores extremos dos dados.
(*) dificuldade na escolha do fator de alisamento, dado pela largura da
malha ("bin-width"), embora todos os métodos apresentem esse problema .
(*) dificuldade na escolha da direc3o da malha no caso multi-dimensional.
(*) derivada infinita (descontinuidades) em todas as regides de transicdio na
malha.
(*) namero excessivo de calculos (Md subdivisdes ou "bins" no espago de d
variaveis, onde M é o nimero de subdivis@es em cada uma das d dimens®es; por
exemplo, para M=10 e d=6 temos 1 milh3o de subdivistes).
(*) numero excessivo de amostras para se obter uma estimativa de razoavel
qualidade.

Dadas as inconveniéncias do histograma como estimador da funcdo den-
sidade de probabilidade, foram criados métodos melhores de estimag¢sio como,

por exemplo, o da funcdio peso ou "kernel" e o dos vizinhos mais préximos.

METODO DA FUNCAO PESO

A maior parte de nossa andlise sera para o caso unidimensional para

que tenhamos maior simplicidade de apresentagdo.

39




y Histograma de 70 am N(0,1) + 70 am N(-1,1), 20 bins

—T p—y

12+

Histograma com um deslocamento de 0.1 na grade
14

10+ — B

(=
9

(b)

“Fig. 1- Dois histogramas obtidos com 20 bins a partir das mesmas 140 amostras obtidas da
mistura (70 amostras de cada) de uma distribuicdo N(0,1) com N(-1,1). A tnica
diferenga de (a) para (b) foi um deslocamento de 0,1 unidades na abscissa do
histograma.
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Se jam X1 , X XN variaveis aleatérias i.i.d. (independentes

, 0
e identicamente distribuidas) com fung3o de distribuigdio F(x) e funcio den-

sidade de probabilidade p(x). Temos portanto

X
F(x) = Prob(X=x) = I p(a)da (1)
-0

Um estimador para F(x) pode ser obtido utilizando-se o conceito de

frequéncia relativa aplicado sobre o conjunto de amostras X 5 X e X ¢

FN(x) = { numero de amostras com valor = x }/N (2)

onde deve-se ressaltar que X € R ou a um subconjunto de R. Duas propriedades
normalmente apresentadas por bons estimadores s3o: vicio nulo e variancia
tendendo assintoticamente a zero para N = « ). Iremos verificar se o estima-
dor proposto satisfaz a estas propriedades.

Dispomos de N amostras e para o estimador dado em (2), temos que
N'FN(X), para um valor fixo para X, é o nimero de sucessos de "certo tipo"
(valor = x). Portanto, N-FN(X) é uma variavel aleatéria binomial, pois cada
experimento é do tipo Bernoulli e independente dos demais. Temos ent3o que
se

P(Xi =X)=p
entdo
E [FN(X)] = (I/N)-E [numero de X = x ] = (1/N)-N-p (3)
onde N:p é a média da Binomial(N,p). De (3) segue que
E [FN(X)] = P(X = x) = F(x) (4)
e portanto conclui-se que o estimador FN(X) nio é viciado. Podemos facilmen-

te obter a variancia do estimador:

var [F (0] = (1L/N3)-N-p-(1-p) = (I/N)-F(x)- (1-F(x)) (5)
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de onde se conclui que FN(X) é consistente em média quadratica. Vale relem-
brar que um estimador ON de 0 ¢é consistente em média quadratica se
2 A L qs s
E [(9N - 8)°] —> 0 para N — «. Essa consisténcia em média quadratica
implica que (e vice-versa) tanto o vicio quanto a varidncia do estimador
tendem a zero para N tendendo a infinito, isto vindo do fato que
E (6 - @2 =var (8) + (0 -E [o)°
N N N

Pode-se ter a falsa impress3io de que sera facil obter um bom estima-
dor também para a fung3o densidade de probabilidade p(x) uma vez que esta
depende da funciio de distribuicdo. Tentaremos construir um estimador da

forma mais direta possivel a partir de F(x), lembrando que

_d _ dF(x) _ . F(x+h) - F(x-h)
plx) = vrE Prob(X = x) = 4= - lim 5h
h-20
0 que sugere usarmos o estimador
pN(x) = [FN(x+h) - FN(x—h)]/Zh (6)
Lembrando que E [F N(x+h)] = F(x+h) segue que
xX+h
E [p (x)] = (I/Zh)-j pla) da %)
x-h

Da expressdo (7) percebe-se que, em geral, nem para N tendendo a infinito
temos convergéncia do vicio para zero.

O estimador em (6) pode ser escrito diretamente em funco das amostras
X X, 5 e X

nimero de amostras com valor = x+h
N

pN(x) = (1/2h)'{

namer o de amostras com valor = x-h )
N )

ou ainda

, -,
pN(X) = (1/2h)'[ namero de amostras Ii]om valor € (x x+hl ] 8)
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onde deve-se ressaltar que X toma valores em R ou um seu subconjunto. Esta é
uma diferenca fundamental entre esse estimador e o estimador por histograma
que faz uma quantizagdo arbitraria da variavel x (ou das variaveis, no caso
de dimens3o maior que 1). Para determinar o vicio do estimador pN(x), utili-
zaremos a expressdo (7). Antes, obteremos uma expansdo em série de Taylor
para p(a) em torno de a=x, truncando-a em seguida:

pla) & p(x) + (a-x)-dp(t)/dtl __ + 0.5-(a-x)"-d’p(t)/dt’l (9)
Como a férmula (7) requer uma integral na variavel a, esta € calculada abai-

xo para cada um dos termos da expressdo (9)

+h
r (a-x)da = 0

x-h

+h
r 0.5-(a-x)%da = h°/3
x-h

de onde se conclui que

1
2h 3
2

E [pN(x)] = p(x) + p"(x) (10)

e portanto o vicio é aproximadamente

2 -p"(x). Supondo h fixo, vemos que
o vicio n3o tende a zero quando N tende a infinito, ou seja, novamente con-
cluimos que o estimador serd viciado, em geral, para qualquer valor de N.
Para diminuir o vicio basta utilizar valores de h menores.

Forneceremos a seguir uma expressdo aproximada para a variancia, que

foi obtida na suposicio que i h ¢é suficientemente pequeno para podermos

desprezar o vicio que é de ordem h2 e ii p(x) >> 2-h-p2(x)

p(x)
2Nh

R

var [pN(x)]
Deste resultado, concluimos que i para diminuir a variancia devemos aumentar
o valor de h, o que infelizmente piora o vicio e portanto ha que se chegar a

um compromisso entre vicio e variancia baixos, ii se fixarmos o valor de h e
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fizermos N tender a infinito, temos a variancia tendendo a zero. Mas como o
estimador é viciado, n3o se tem a consisténcia (em média quadratica) do
estimador. Como o vicio é proporcional a hz, se tivermos h tendendo a zero
quando N tende a infinito, entdo o estimador pN(x) ¢ assintoticamente ndo
viciado. Se, além do mais, lim Nh = @ para N » o« entdo

lim E {p(x) - p(x)1% = 0
N-200

e nestas condicdes o estimador tem boas propriedades assintéticas.

Além do erro médio quadratico, outra medida de qualidade para estima-
dores de funcdo densidade de probabilidade é a média da integral do erro
quadratico

E ([ip,0) - px)1ax]

que é uma medida global de qualidade uma vez que resulta um nimero e ndo uma
funcsio de x como no caso do erro médio quadratico. Essa medida de qualidade
pode ser utilizada por exemplo para tentar responder a uma pergunta basica:
que valor de h empregar na pratica? No caso particular de uma distribuigdo
normal com variancia o*z, um valor 6timo para h é (Silverman, 1986)

h = 1.06+¢-(N)°
Para casos mais genéricos, principalmente quando n3c se tem informac8o sobre
o tipo de func3o densidade de probabilidade que rege as amostras
disponiveis, ndo ha uma solucdo em forma fechada uma vez que o valor 6timo
para h fica dependendo da integral da segunda derivada ao quadrado da fungdo
densidade desconhecida. Silverman (1986) apresenta uma discussdo de algumas
abordagens possiveis para a escolha de h em aplicagdes praticas.

Uma generalizacdo do que foi exposto acima pode ser obtida escreven-

do-se pN(x) como (vide expressdio (8))
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, X X - x
pX) = T Zl K [ - ] (11)
onde a fungiio K(x) é uma fungdo peso ("kernel") satisfazendo as seguintes
propriedades:
(i) 0 =KkX =
(ii) K(x) = K(-x)

0
(iii) [ K(x)dx = 1

-0

(iv) lim [xKx)l =0
x| e

O caso ja analisado do estimador dado por (8) estaria associado a
fung3o peso
K(x) = { 1/2 se x € [-1,1)
0 caso contrario
que é uma func3o peso descontinua (func3io peso retangular). Um exemplo de
fungdo peso continua é a fungdo densidade de probabilidade normal de média O
e variancia 1, indicada por N(0,1). Deve-se observar que a propriedade (iii)
impde que a fung3io peso seja uma densidade de probabilidade. A fung83o peso
retangular fornece estimativas que s3o descontinuas (e portanto ndo diferen-
ciaveis) o que em algumas aplicagdes pode ser inconveniente. Isto ndo
acontece com fung®es peso continuas como no caso da normal. ExpressGes seme-
lhantes para vicio e variadncia podem ser obtidas para o estimador mais geral
dado em (11) (Silverman, 1986)

vicio = 0.5-h%p"(x)-J t° K(t) dt
p(x)

2
N J K(bdt

R

variancia
onde novamente o compromisso entre baixo vicio e baixa variancia deve ser

notado. Com a generalizagdo que permite usar fungdes peso diferentes da
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retangular (que é a mais intuitiva), pode-se obter estimadores mais ajusta-
dos para determinada aplicagdo pratica.

Silverman (1982, 1986) apresenta uma técnica para calculo eficiente
de histogramas para uma unica variavel. Ela se baseia no fato que o estima-
dor por fungdo peso nada mais é do que a convolugdo da fungdo peso com um
trem de impulsos de Dirac localizados nas amostras (isto é, tomando o eixo
de abscissas como sendo X, hd um impulso 6(x—xi) em cada amostra xi). Como
operacionalmente é melhor trabalhar no dominio da frequéncia, onde a convo-
lucio se transforma em um produto, pode-se tirar proveito da rapidez dos
algoritmos de FFT para fazer um calculo eficiente de estimadores de fungio
densidade de probabilidade. Se selecionarmos uma f uncdo peso normal, sua
transformada de Fourier também é normal e portanto bastaria fazer o produto
no dominio da frequéncia por essa fungdo. Ao invés desta, pode-se utilizar
outros janelas espectrais. Na Fig. 2, mostramos, através de um exemplo, ©O
uso de uma janela espectral triangular adotada apenas por simplicidade. Ini-
cialmente, a Fig. 2a apresenta o histograma, em que oS valores de contagem
adjacentes foram unidos por meio de segmentos de reta. Nesta figura n3o se
utilizou nenhuma janela espectral e portanto ndo ha alisamento do histogra-
ma, como pode-se notar. Em linha continua mostramos a func3io densidade ted-
rica, que é uma normal N(O,1). Foram geradas 200 amostras e utilizada uma
subdivisdo do eixo de abscissas igual a 64. Na Fig. 2b se fez uma multipli-
cac3io no dominio de frequéncia por uma janela triangular, centrada na fre-
quéncia zero e chegando ao valor zero na abscissa igual a 32 (metade do nu-
mero de amostras usadas para o calculo da FFT), isto correspondendo a um

filtro passa-baixas relativamente suave. Ja se nota uma melhoria, embora
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(a)

| 2 R B

(b)

Fig. 2 — Estimag8o de fungdo densidade, para uma tinica variavel, utilizando o
método da fungdo peso. O controle do alisamento € feito no dominio

(d)

da frequéncia, conforme explicado no texto.
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ainda haja muita variabilidade. Nas Figs.2c e 2d a janela triangular atinge
o valor zero para abscissas iguais a 17 e 10, respectivamente, ou seja, fre-
quéncias altas serfio zeradas ou atenuadas em maior grau. Nota-se que as es-
timativas da func3io densidade resultam extremamente melhores.

Para o caso multidimensional define-se uma fungd3o peso que é agora

fung8o de um vetor x. Impde-se novamente que a fun¢do peso seja uma fungdo
densidade de probabilidade (integral em R igual a 1). O estimador através

de func3o peso fica
N
1
pX) = ——— z K [(x - x)/h] (12)
N-h i=1

onde os X sdo as amostras vetoriais disponiveis. Um exemplo de func8io peso
é a funcd3o densidade normal multivariada com vetor médio nulo e matriz de
covariancia identidade. A simetria radial da fungdo peso que ocorre nesse
exemplo é geralmente empregada também em outras funcdes peso. Caso os dados
tenham diregdes privilegiadas, pode-se fazer uma transformacfio para descor-
relacionar os mesmos utilizando a matriz de covaridncia amostral (vide
capitulos seguintes) e ent3o a estimacfio de fung3o densidade com fung3o peso
simétrica dara melhores resultados. Através de derivagBes semelhantes as
feitas para o caso unidimensional, pode-se (Silverman, 1986) obter
expressdes para o vicio e a variancia do estimador dado por (12)

vicio & 0.5-h%a-tr{H(p(x))]

variancia = (N) - (h)™ % B-p(x)

onde

= 2 LK(t)dt mt=1[t t t 1"

o = t1 t)jdt , comt = It t, ... al
2

B:IK(L)dLe
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Hip(x)] é o Hessiano da func#o p(x);devendo-se ressaltar que estes resulta-
dos valem para o caso em que a fungdo peso tem simetria radial (simetria par
em qualquer varidvel, independente do valor fixado para as demais varia-
veis). Da analise das expressdes para o vicio e a varidncia chega-se a con-
clusSes semelhantes ao caso escalar, ou seja, o vicio n3o tende a zero quan-
do o ntmero de amostras tende a zero, embora a varidncia tenda. Quando se
diminui h o vicio se reduz mas a variancia aumenta. Novamente n3io ha uma
expressdo Gtil para um valor 6timo para h pois este fica em fungdo de deri-
vadas da prépria func8io densidade desconhecida.

Podem-se ressaltar alguns aspectos sobre a estimagdo da fung3o densi-
dade de probabilidade no caso multidimensional:
a) o tempo de computagdio para se achar uma estimativa para a fungdo densida-
de pode ser extremamente grande, principalmente no caso de se. utilizar uma
func8o peso complicada.
b) mesmo para dimensionalidades n3o muito grandes ja temos a nessecidade de
dispor de um numero enorme de amostras para que a qualidade da estimativa
seja boa. Para um exemplo normal em que se deseja para a estimativa na ori-
gem um erro relativo médio quadratico (E[pN(Q)—p(Q)]Z/pZ(Q_)) menor que 0,1,
Silverman (1986) fornece os valores 223, 43.700 e 842.000 para o nimero
desejado de amostras para dimensdo 4, 8 e 10, respectivamente.
¢) em dimens¥es maiores ha certos resultados que podem ser contra-intuitivos
para os que tentam extrapolar conhecimentos que se aplicam para uma ou
poucas dimensdes. Por exemplo, para uma distribuicdo normal sobre um
espago de dimensdo 8, centrada na origem, com varidveis ndo correlacionadas

e variancia unitaria, conclui-se que a probabilidade de amostras ocorrerem
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em um hipercubo {x Ixil = 1,V i} é aproximadamente 0,047, o que parece
contra-intuitivo pois no caso unidimensional a probabilidade de se ter amos-
tras no intervalo -1,1 é de aproximadamente 0,6826. Isto significa que, no
caso multidimensional, pode-se ter muito poucas amostras em regides em que a
func3o densidade tem valor grande. N3o se pode, pela mesma razdo, achar que
para valores baixos de fungfio densidade n8o se tera amostras.

A técnica de estimacfio ndo paramétrica por fungio peso (ou "Kernel”
em inglés) é por vezes denominada de técnica de estimagio por janelas de

Parzen.

METODO DOS VIZINHOS MAIS PROXIMOS

O método de estimagdio basico por fungdo peso acaba sendo ineficiente
pois utiliza a mesma fung#io peso quer haja uma grande ou pequena densidade
de amostras em diferentes regides. Isto é facilmente sanado pela abordagem
do estimador por (ou de) vizinhos mais préximos abreviado comoEVMP (em
inglés é o "nearest neighbor estimator” com a abreviagdo NN).

Dada a funciio densidade de probabilidade p(x), a probabilidade de que
uma amostra vai ocorrer em uma vizinhanca L de x é

0= L_ plo)da

Se L for uma regifio pequena, com volume V , entdo
e ~ p{x).V e portanto
p(x) =~ e/V

8/V & uma versdo alisada de p(x), sendo igual ao valor meédio de p(a) na
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regido L em torno de a = X . Pode-se estimar 6 a partir das amostras, calcu-
lando-se a proporgao kN/N de amostras que cairam em L , onde kN ¢ o numero

de amostras em L, e N é o numero total de amostras. Desta forma temos o

estimador

k
- N
NVN

pN(z_) =

onde os indices N em k e V indicam dependéncia com N.
Esse estimador é equivalente a um estimador por fungdo peso, em que a

funcio peso é K(x) = /v se ||z ST e 0 em caso contrario, onde v é o volu-

me de um hiperesfera de raio r, e ||§||2 é a norma Euclidiana
2.2 2,1/2
(x“+x T+ 4x) 0
12 a

Se fixarmos um valor constante para VN obtemos um estimador que apre-
senta a desvantagem de ter a largura h da func3o peso equivalente fixa em
todo o espaco. Neste caso, em regides com baixo numero de amostras obtém-se
uma estimativa com muita variabilidade, apresentando picos estreitos se
alternando com regides planas de valor nulo, ao passo que em regides com
maior densidade de amostras pode ser que as variagdes intrinsecas da func&o
densidade de probabilidade sejam alisadas.

A abordagem mais interessante fixa kN e determina o volume V
necessario para englobar as kN amostras mais proximas do ponto x em estudo.

Devido ao uso de k amostras vizinhas, o método tem o nome k-NN. Prova-se

k
que, se € s6 se: lim kn=°° e lim =00 entdo
N N> o0
em prob.

pN(z) ———'n_)m p(x)

em todos os pontos de continuidade de p(x), onde o limite em probabilidade
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significa:
Prob [[pN(;g)-p(g) | > € ] — 0 paraN— o Ve

Desta forma, em regides de alta densidade de amostras as células ter&o volu-
me pequeno resultando em alta resolugdio. Caso se utilize distancia Euclidea-
na, cada volume V serda uma hiper-esfera com certo raio r. Caso se utilize a

distancia "sup” d_  (d_ (x,y) = max Ixi—yil ), temos um hiper- cubo para o
1<i<d

volume V. Para se ter vicio nulo e varidcia ndo extremamente grande deve-se
usar o estimador Pn(x)=(kn-1)/NVn com kn>2 {Fugunaga,1990).
0O estimador de funcfio densidade de probabilidade EVMP tem decaimento
muito lento nas caudas, o que faz com que a sua integral seja infinita e
portanto n3io seja um estimador de func3io densidade de probabilidade de ver-
dade. Mostremos este fato da integral divergir para o caso unidimensional:
Suponhamos as amostras xl X, e X ja ordenadas conforme esque-

matizado abaixo

Para x < X tem-se largura de célula ("bin width") 2(xk— X) e portanto

nesta regido
X k 00

1 N k. ky ’
{ —  dx = we— du= — Inu =+ o

N 2{(x -x)
-00 k

Na outra cauda o mesmo vai ocorrer. O decaimento em ambas as caudas segue a

lei /X, que é muito lento. Uma outra propriedade inadequada do EVMP é que
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ele n3o é suave, pois apresenta descontinuidades em sua derivada. No caso de
dimens3o igual a 1, as descontinuidades s3o devidas a picos finos formados
pela confluéncia de 2 retas (vide Fig. 2.10 pg. 20 de Silverman, 1986). Mas
este € um problema menor do que o ocorre no histograma tradicional, onde a
derivada ¢ infinita em varios pontos. O problema da integral divergente,
devido a caudas decaindo com |Ix| I—d no caso multidimensional, pode ou ni3o
causar dificuldades praticas. Caso se utilize o estimador s6 na regido fora
das caudas ("cauda" significando regido em que ndo ha amostras e portanto
apenas se extrapola a fungdo densidade), poder-se-a obter um desempenho
adequado para o classificador de Bayes.

O teorema mencionado da convergéncia do EVMP nos faz perguntar como

escolher kN. Uma escolha popular ¢é kN= ¥ N e se supusermos que pN(x_) é uma

razoavel estimativa de p(x) teremos
LM /(¢ N p(x)).

As idéias apresentadas nesse método de estimacdo de fung83o densidade
de probabilidade s3o muito uteis também para uma abordagem direta da tarefa
de classificagdio, levando & regra de decisdo de vizinhos préximos, apresen-

tada em um capitulo seguinte.
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FUNCOES DE DECISAO

INTRODUGCAO

Uma abordagem importante em classificagio de padrdes consiste na
utilizacdo de fungdes de decisio ou fungdes discriminantes. Estas fungSes
s8o mapeamentos IRd» R onde d é a dimens3o do espago atributos. As regras de
decisfio s3o entdio baseadas nos valores associados a cada fung3o de decisfo.
As fungBes de decis3o lineares, devido a sua simplicidade, s3o bastante
populares, além de serem o6timas no caso de distribui¢gSes normais com mesma

matriz de covariincia.

FUNGCOES DE DECISAO LINEARES

Uma fung3o de decisfio linear, ou func8o discriminante linear, tem a
forma geral
d(x)=vT-x+v = V X +V X +..+4V X +V (1
= o ° d+1 11 22 d 4 d+1

mas, para facilitar a notag3o, definem-se os vetores de padrdes (ou de

atributos) x e peso vy aumentados:
e

x =[x x . xllT e
e 1 2
T .
v=I[lv v ...v V i e com isto
= 1 2 d d+l
T
dix) = v -x (2)

Note que d(x) é o produto escalar de ¥ com X

e

No caso de duas classes, a fungdio de decisdo € suposta ter a

propriedade:
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T >0 se X €w
dix) = v -x Ze 1

onde utilizamos um abuso de notag3o ao escrever X € w (ou wz), mas em
termos de interpretagdio acreditamos n3o haver qualquer duvida.

No caso de c¢ classes temos os seguintes casos:
Caso 1 Cada classe é separavel das outras classes por uma unica superficie

de decis3o. HA ¢ fungUes de decis3io tais que

T >0 se xX€ew
d((x)=y"-x Ze 1
! voe <0 se X¢w

e i

onde v = [v 1"

R ZUTTN é o vetor peso associado a i-ésima fungdo de
i i1 iz id+1

decis@io. A superficie de decis8o ou fronteira para a classe w, é definida
por di(_x_) = 0. No exemplo da Fig. 1 , as fungdes de decisfic s3o:
dl(g) =X+ X - 1, dz(z(_) =X +X - 4 e d3(§) ==X - 4x2 + 2

Deve-se notar que a fungio ds(g) é —x1—4x2+2 e n#o x1+4x2—2 {como
talvez fizéssemos instintivamente se apenas olhassemos para a equagio da
reta que define a fronteira ds(z) = 0) uma vez que deve-se também atentar
para o lado positivo imposto a fung3o (onde esta 93 em relagdo a fronteira).

Qutro aspecto a observar é que, no Caso 1, a particdo do espago de
atributos pelas fungdes de decisdo gera dicotomias do tipo wi/nf-io W, bem
como regides com classificagdo indeterminada (RCI). Obviamente, qualquer
amostra que porventura ocorra sobre uma fronteira também terd uma
classificacdo indeterminada. As regides de classificagdio valida s8o todas
convexas € conexas.
lololololo] Exemplo: Dadas as fungdes de decisfio f ornecidas acima, classificar o

padrio X = [o5 3 ]T.

dl(zo) = 15>0

Temos dx)= -0,5<0 ecomo d(x)>0 tem-se X € w.
2 o 1 o o 1
d{x)=-10,5<20
3 o

lololojolo]
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Regido de
Decisdo para
classe o,

RCI _ »
' Regido de Decisio
\ X para classe o,
‘\\“\“
RClI
S]]
/7T Regitio de
’S—7 Decisdo \
i para classe @, 377 N\dx(x)=0
M:ﬂ?;f" T T —  RCI

Qs

Fig. { -~ Fronteiras e regides de decisdo para um exemplo no Caso 1. Ha varias regiSes de
“lassifica¢do indeterminada (RCI).
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Caso 2 Cada classe é separdvel de cada outra classe por uma superficie de
decis3o distinta. As classes s3o separaveis aos pares e portanto ha c(c-1)/2
= [g] superficies de decisdo. As fungBes de decisdio s3o especificadas como
d (x) = y.T ‘x com d_(x)=-d (X). Se x € wentio
1] ij Te ji ij i
dij(zt_) >0 V j=i
No exemplo da Fig. 2 as fungdes de decis8o s3o:

dlz(zg) =X - X, + 5, dls(z) = =X+ 3, dzs(z) = =X+ X,

d, (x) = -d (%), d x) = -d x, d & =-d (x).

Neste exemplo teremos as decisBes

w se dlz(x) >0 e dla(g) >0

w, se d21(§) >0 e dzs(g) >0

w, se d31(_>g) >0 e dsz(g) >0

No Caso 2 também ha a possibilidade de regides com classificagdo
indeterminada (RCI), além das proéprias fronteiras. No exemplo da Fig. 2 ela
é definida por dls(z) >0, dZI(X) >0 e dsz(g) > 0. As dicotomias s3o

do tipo w/w_. Cada regido de classificacdo valida é convexa e conexa.
i)

oooee Exemplo: Dadas as fungdes de decisd3o acima, classificar o vetor

X, = [4 S ]T. Deve-se calcular os valores das fungdes de decisdo em X
d12(§0) = -4 d21(-)so) = 4
d13(§0) = -1 dm(go) = 1
d23(_}go) = 1 d32(§0) = -1

Como d21 e d__ s3o positivos ent3o conclui-se que X, deve ser atribuido a

23

classe wz .
lolololcl0}

Casos praticos podem envolver uma mistura dos Casos le?2.

Caso 3 HA c fungles de decisdo dj(g) = zj-ge, j =1, ...c, tais que se

X €W
1

di(>_<) > dj(g) v j=i
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Regido de Decisdo S
paraclasse 2 | e

) .;" {

- Regido de Decisdo o

\ | \ |
Regido de Decisdo

i~ | para Classe

\ ]

\‘ \ |- \ _
\- \ | - — + N\d,
d\32 ¥ \\ ) d3+ / 2

Fig. 2 — Fronteiras e regides de decisdo para um exemplo no Caso 2. Neste
exemplo ha uma regido com classificagdo indeterminada (RCI).
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Este foi o caso exemplificado na Introducdo e é facil verificar que recai
diretamente no Caso 2 ja visto, bastando fazer

d. (z)=d.(3)—d(3)=fzs-ztx=z X
ij i J i Te J Te ije

onde neste caso y_ij = gi - y_j.

Se di(g) > dj(_)g) V j* i ent3o dij(g) >0 VvV j=i

Deve-se enfatizar que o Caso 3 recai no Caso 2, mas ndo vice-versa,
pois no Caso 2 as fungSes de decis&o dij s¥o, a principio, todas linearmente
independentes, ao passo que no Caso 3 elas s8o linearmente dependentes.
Devido a isto, n3o ha regidio de classificagdio indeterminada, excetuando-se
as fronteiras. Este fato decorre naturalmente da regra de decisdo que
procura, para um dado X, o maximo dos di(_)_(_) para i=1,2,...,c. Novamente as
regides de classificacdio sdo convexas e conexas.
oooee Exemplo: Tomemos d =2 e ¢ = 3, com

dl(x) = X +X_+2; dz(z) = -4x +3x -3 ; ds(gc_) = x -2x -4

As fronteiras entre as 3 regifes s3o determinadas por

d (x)=0 3 dl(g)-dz(x_) = 5x1-2x2+5 =0

It

d (x)=0 > dl(g)—da(g) 3x2 +6 =0
d (x)=0 = dz(x_)*ds(g) = —5x1+5x2+1 =0
A Fig. 3 esquematiza as fronteiras de decis8oc para este exemplo. E facil ver

que a ultima equagdio de fronteira € uma combinag3o linear das anteriores e

portanto a solucdo

-2 x*: -5
* = * * =
x*=0x} x71 de o 3| |=x -6
também satisfaz a equagdo —5x1+5x2+1 = 0. Conclui-se (neste caso especial)

que as retas que caracterizam as 3 fronteiras passam todas por um mesmo
ponto do plano, deixando de haver regido com classificac8o indeterminada.
Apenas as fronteiras de decisdo é que s3o de classificagdo indeterminada.

[ololololc]
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Regido de Decisdo
para Classe 1, Regido de Decisdo
para Classe o
A\
AN \ \ A\'
-

Fig. 3 — Fronteiras e regides de decisdo para um exemplo no Caso 3. Neste
exemplo especial (em que ha 3 classes e a dimensdo é 2) as trés

fronteiras passam por um mesmo ponto.
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lololololo] Exemplo: Para n3o se ficar com uma idéia errada que no Caso 3 as
fronteiras sempre passam por um mesmo ponto comum, esboga-se na Fig. 4 um
exemplo em que d = 2 e ¢ = 4.
lolclelolo)
E claro que em termos praticos € mais conveniente utilizar as funcdes
di(z) ao invés das dij(_)g) pois o numero destas iltimas é muito maior do
daquelas. O Caso 3 é o mais recomendavel pois ndo ha regides de
classificacio indeterminada (exceto as fronteiras).
Sempre que for possivel classificar corretamente todos os padr@es do
conjunto de treinamento com fungtes de decis3o lineares como nos Casos 1 a 3

diz-se que as classes s3co linearmente separaveis. Um classificador de

padrdes baseado em fungGes de decisfo lineares é chamado "maquina linear".

PROPRIEDADES GEOMETRICAS

Nos casos 1| e 2 ja discutidos de separabilidade entre classes vimos
que as fronteiras entre classes eram obtidas igualando-se as fungBes de
decis3o a zero. No Caso 3 basta utilizar as fungdes dij (x) = di(g) -
dj (x) , e com isto a fronteira é calculada fazendo-se dij = 0.

A andlise sera feita com

d(x) = VR KV X F VX FV = 0
T
ou d(x) = LA S P 0 3)
onde v, = [v1 v, ....Vd]T, como feito também em (1) .

No caso de dimensdo d=2 temos em (3) a representacio de uma reta.
Para dimens3o d=3 temos a equa¢3io de um plano no espago 3-D. Para d > 3
temos como separatriz, ou fronteira, um hiperplano no espago d-dimensional.

Seja u um vetor unitario normal ao hiper-plano em um ponto p deste
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- Ry
" Regidio de Decisdo” .-
para Classe @, .~

Regido de Decisdo

e \ para Classe (0 \

Regido de/Decisao
para Classe (03

Fig. 4 — Exemplo para o Caso 3 em que ha 4 classes, com fungdes de deciséo
Ay (X=X X +H2; dy(X)=-4%13%0-3; d3(X)=X1-2%x-4; da(X)=-2X1-Xo+5.
Note que neste exemplo (como na grande maioria dos casos) as
fronteiras nfo passam por um mesmo ponto.

62



(vide Fig. 5) e orientado para o lado positivo do hiperplano, e seja x

. . T
pertencente ao hiperplano (i.e. L S 0), entdo:

d+
T
u -{(x-p) =0 (4)
T T
ou Uu-xXx=4-D (5)
d 2 ,1/2 /
Dividindo-se (3) por || Xo” = (pv, )’ = (gz y_o)1 Z, obtém-se
i=1
T
lo-K Vd+1
= - (6)
oy i iyl
0 o
De (6), como p € hiperplano, temos
vT-g v
- . - 94 N
il oyl
(o] [+
de (6)-(7) obém-se
v:-(x_-g)
=0 (8)
My il
o
de (4) e (8) obtém-se
v
u= 2 (9)
v ll
[+
de onde se conclui que os coeficientes VoV definem a direcdo de um

vetor ortogonal ao hiperplano que denominaremos H para simplificar o
palavreado. Deve-se notar que em (9) poderiamos tanto ter escolhido o vetor
u=y / I 10” quanto u = -y / i zoll .  Mostraremos que a escolha (9)

implica que u aponta para a regido em que d{x) > 0, ou seja, em que

viex* > -v (x’ e regifdo "positiva"):
o d+t _

. < T
V'p=-V
seja p € H, ou seja, Y, p 4l

sejaz =p +u que portanto ¢ H

T
0

]
1<
L]

+
i<

.Q:-v +

y
0 o d+1

vy W vl > -v
4] o
|

T T T
temos ¥ {(p+u) ( 4s1
{

>0

e portanto p+u pertence a regido em que d(x) > O e portanto u aponta para
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Fig. 5 - Ilustragdo para o caso bidimensional de uma fronteira linear e de
certas propriedades geométricas.



esta regidio positiva do hiperplano.

A direciio de u indica a diregdio da ortogonal do hiperplano. Se uma
dada componente de u ¢ nula, entdo H é paralelo ao eixo de coordenadas
correspondente aquela componente. Como u = y_o/ll v o“ , basta inspecionar v
para se ter idéia de algum paralelismo particular (vide Fig. 6).

O parametro Vi é denominado peso limiar e Y, é denominado vetor
peso. Tomando uma fungdio de decis3o linear, o hiperplano correspondente
divide o espago em 2 regides R1 e Rz . Chamemos de R1 a regido onde d(x) > 0
e R2 onde d(x) < O.

Variando Vg deslocamos o hiperplano paralelamente. No caso em que
Vi = 0, o hiperplano passa pela origem do espago de atributos.

E interessante investigar a distdncia & (ortogonal) algébrica de um

[ r ... r, 1" a0 hiperplano H definido por d(x) = O.

ponto arbitrario r

Tomemos r como o ponto de projegdo ortogonal de r em H. Temos ent3o

g=§h+6.g ; deR (10)
T
dir) =0 = v §h+vd+l—-0 {11)
d(r) = T( +3.u) +v =v ' Vv +v -u-s (12)
o=y L = a1 % Lt Ve T E

Substituindo (9) e (11) em (12), obtém-se

8= — (13)

com 8 > 0 se geR1 e 8<0 segeRz.
E interessante tomar o ponto particular que é a origem do espaco de

atributos y = O . A sua disténcia algébrica a H é

Vd 1
5 = M (13)

o
el
[+

e portanto, se 50 > 0, ou seja v > 0, a origem pertence a R1 € em caso

d+1
contrario a R2 . Se 60 = Q ent3o a origem pertence a H .

Resumindo: V indica a orientagdo de H enquanto A indica a sua
o
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localizag3o em relag3io a origem.

As regides de decisdo quando se usam fungBes de decisdo lineares s3o
convexas ¢ simplesmente conexas ("simply connected"), esta dltima
propriedade significando que €é uma regido sem "buracos". Estas duas
propriedades limitam um pouco a utilidade das maquinas lineares uma vez que
tendem a favorecer um bom desempenho para os problemas em que as densidades
p(x Iwi) sfo unimodais (mesmo nestas pode-se ter regides ndo conexas para um
classificador de Bayes e portanto ndo aproximdaveis com o uso de fungdes de
decisdo lineares). Outra limitagcdo que merece ser relembrada é que o desem-
penho pode ser ruim se as classes n3o forem linearmente separaveis (vide
Fig. 7).

Uma outra visfio da utilizagiio de uma fungiio de decisfio linear d(x)

T

v, X + Vi é que se esta projetando o padrdo x na diregdo do vetor v, €

comparando o valor da projecdo com o peso limiar Vi - Este enfoque é
utilizado na teoria do discriminante linear de Fisher (a ser estudada em um

capitulo especifico) em que se utilizam consideragdes estatisticas para se

determinar, ndo iterativamente, o vetor peso v.

TECNICAS ITERATIVAS PARA DETERMINAGAO DE UM CLASSIFICADOR LINEAR

Ha varias técnicas iterativas, deterministicas ou probabilisticas,
que podem ser utilizadas para a obteng3io de vetores peso v, que resultem em
um classificador com desempenho adequado (dentro das condigdes do problema).
O processo de ajuste iterativo, baseado em um con junto de amostras com
classificacdio conhecida, é denominado de treinamento ou aprendizado. O
conjunto de amostras ja classificadas € portanto denominado conjunto de

treinamento.
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—— : - X,

Fig. 6 — Exemplo em que u = [1 0]" e a fronteira (uma reta) é paralela ao eixo
X2.

Ve (o (&

(b) (c)

Fig. 7 — Exemplos de duas classes ndo linearmente separaveis: (a) classe o
bimodal e classe o, localizada entre duas modas; (b) € (c) classes

unimodais.
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Algoritmo Perceptron

O algoritmo Perceptron basico (Rosenblatt, 1962) é um precursor de

muitos algoritmos ja descritos na 4rea de reconhecimento de padr@es. O
trabalho de Rosenblatt pode inclusive ser considerado como a pedra
fundamental da atual &rea de redes neurais. Quando as classes s3o

linearmente separaveis e se dispde de um conjunto de treinamento com N

amostras, o algoritmo Perceptron converge em um numero finito de iterac¥es
(Sklansky e Wassel, 1981). Como o algoritmo Perceptron ndo utiliza nenhuma
hipétese ou conhecimento a priori sobre a descricdo probabilistica das
classes ele é um algoritmo deterministico.

No caso de duas classes, o vetor v da funclo de decisfio linear d(x) =

zT- X deve ser tal que
1 (15)

onde X = [§T llT.

O algoritmo basico Perceptron consiste na corregdo do valor do vetor ¥ na
iteracdo k, indicado por ¥(k), para tentar chegar nas imposi¢les de {15).
Para fins de descricdo do algoritmo os elementos do conjunto de treinamento
sdo denotados, x(n), n = 0,1,..,N-1, e acrescidos de uma dimens3o com valor
fixo em 1, obtendo-se elementos z_e(n) = lgT(n) 1]T. Ha trés possibilidades

para a correco de um dado v(k):

D kel = y(k) + 7% (K) se v'(k)'x (k) < 0 para x(k) € o,
2} vik+l) = v(k) - y-x_e(k) se zT(k)-gc(k) > O para x(k) € w,
3) vw(k+l) = v(k) em caso contrario

onde ¥ é um fator de corregfio positivo, e inicia-se o processo com um valor
arbitrario para v(0). Com o valor corrigido de v obtemos uma melhoria no

valor da func3io de decisfio, no sentido que seu valor se torna mais proéximo
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de satisfazer (15). Isto é ilustrado para o caso em que x(k) € w, ~mas
zT(k)-ze(k) < 0, tendo-se ent3o, com o valor corrigido de v, um valor para a
fung3o de decis3o igual a
v(k)-x (k) + 7% (k)-x (k)
] e (]

ou seja, o valor da fungdo de decis@io com o ¥y corrigido passa a ser mais
positivo, uma vez que ¥y é positivo. A regra de treinamento ou de corre¢3o de
erro (de classificacdo) apresentada € denominada de regra de incremento
proporcional ou de recompensa-punicdo {"reward and punishment"). Nesta
dltima nomenclatura, a puni¢cio ocorre nos dois casos em que ha erro e a
recompensa na realidade é uma auséncia de punigdo. No caso de classes
linearmente separaveis, o algoritmo deve ser iterado até que ndo haja
alteragiio no valor de v durante N iteragBes seguidas, ou equivalentemente,
até que todas as amostras do conjunto de treinamento sejam corretamente
classificadas. Isto significa que se apés as primeiras N iterag®es ainda n&o
houve convergéncia, deve-se utilizar os elementos do conjunto de treinamento
novamente, € assim por diante, o que em termos matematicos pode ser expresso

como n = k[mod NI

No caso de c classes linearmente separaveis, pode-se pensar nos 3

casos de fungdes de decis8o lineares apresentados anteriormente. No caso 1,
para o treinamento, basta tomar para cada funcgo de decis3o di(z) a dicoto-
mia wi/néo .. Para o caso 2, tomam-se as classes aos pares e para o caso 3
pode-se utilizar o algoritmo apresentado a seguir.

No caso 3 hd c¢ funcles de decisdo lineares, di(z(_) = z:-ze,
i=1,2,...,c, de tal forma que se X € entdo di(x_) > dj(g) para qualquer
j # i, com ji = L2,...,c. Supondo que na k-ésima iteragdio do algoritmo
para se determinar os vetores peso tem-se

x(k) € w e

d (x(k)) = d (x(k)) para M valores de m # i , entdo
i m
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v (k+l) = v (k) + M-y-x (k)
i i -]

se d(x) =d (X)), m#i
i m

gm(k+1) zm(k) - ar-ze(k)

i

zj(k+1) v (k) se dl(_)g) > dj(g) , j#

J

onde ¥ é uma constante positiva. Observag¢®es semelhantes as feitas para o
caso de duas classes também valem aqui (por exemplo, 0s vetores iniciais

xj(O) sfo arbitrarios).
FUNGCOES DE DECISAO LINEARES GENERALIZADAS
Pode-se, a partir de funcgdes de decis3io lineares obter funcdes de

decis@io mais gerais. Isto pode ser feito, por exemplo, através de fungdes

¢i(§):le-* R, como formalizado abaixo:

d(x) = v1¢1(z)+v2¢2(3)+...+ v.e d(5) *Vou (16)
d+1
dx) = ) v, e x) com ¢, (x) = 1 (17

1=1

Uma vez calculados os valores ¢l(§), tem-se um vetor de elementos
reais z e entdo d(x) = xT- Z e portanto se cada padrdo X é transformado no
correspondente padr3io mapeado z passamos a ter uma fung3o de decis3o linear.
00000 Exemplo: Caso de 2g ordem com func¢fio de decisfio quadratica

2 2
= + + Vv +V. X +V._ X +V (18
d(z) vll x1 v12 xl x2 x2 1 1 2 2 3 )

22
que é claramente n#o linear em X € X, . Se tomarmos

v=1[v. v v vvvlle z=1x? xx_, x> x_ x_ 1]
- 11 12 22 1 2 3 = 1 12 T2 T1 T2

teremos

d(x)=v -z (19)

Ainda podemos notar que (18) contém 3 termos quadraticos, 2 termos
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lineares e 1 constante, o que sugere escrever
T T
d{x)=x Ax+b x+c

v11 0.5v12 v1
onde A= b = c=vV
0.5v v \'4 3

12 22 2

Se A for a matriz identidade ent3o a parte quadratica da funcdo de decisdo
define uma circunferéncia. No caso d-dimensional seria uma hiperesfera.

lolololelc]

As funces ¢1 (x) podem ser dos mais variados tipos, incluido

polinémios de Hermite, de Legendre, de Laguerre (vide segdio 2.7 de Tou &

Gonzalez, 1974).
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COMPLEMENTOS sobre TECNICAS ITERATIVAS no PROJETO de

CLASSIFICADORES LINEARES

Dada uma fungéo f(w) o gradiente df(w)/dw, por vezes indicado Vf(w), & um vetor que
aponta na direcdo em que hd a maior taxa de acréscimo em f(w). Caso a funcdo tenha um

minimo entdo -Vf(w) aponta para a diregao que causa o maior decréscimo em f(w).

No caso de 2 classes linearmente separéveis temos para uma regra de decisao linear com

taxa de erro nula
wliz>0 se £“€” w ou wiz<0se £“€” wy (1)

Para facilitar a notacao, invertemos o sinal de todas as amostras da classe wy e portanto

wT(-z)>0 para x “€” wy e portanto um classificador que redunda em taxa de erro nula

satisfaz
wlz >0,Vz

e como normalmente se tem um conjunto de treinamento Qn={x1, X2;-.., xn} tem-se N

desigualdades wlix>0i=1,...,N.
Funcao Critério para o Perceptron

Devemos resolver wrx;>0 e uma primeira idéia de funcdo critério seria o mimero de
amostras com classificacdo errada. Se desejamos uma busca por gradiente, as descontinuidades
desta proposta mostram que nao é adequada.

A Funcao Critério Perceptron é
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J(w) =) (-w"z) (2)

TE€X

onde x é o conjunto de vetores cuja classificacio por w esté errada, ou seja w!x<O0.

Portanto J(w) é sempre ndo-negativo, sendo nulo quer para w na fronteira ou para vetores w

que sao solucgao.

.. e _
1, regifiode
/ mmttores sohgdo

Para a funcao critério Perceptron

VJ(w) =) (-2) (3)

ZEX

e como a correcéo sobre w(k) para obter w(k+1) ¢

w(k +1) = w(k) — v(k)VI(®) |u—w(r) (4)

onde (k) é um fator de correcéo positivo, tem-se

w(k+1) =w(k) +v(k) ) =z

€Xk

8

onde x; € o conjunto de vetores de Qn que séo classificados erradamente por w(k).
Caso a cada iteracio para w(k) se tome um vetor x; de Qn (que é associado a z(k)) e
numerando os elementos assim obtidos de 1 até co (pode-se repetir ciclicamente os elementos

de Qn) temos:
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w(k+ 1) = w(k) + 1(k)a(k) )
se :_UT (k) w(k)<0

(onde continuamos com a convengao de trocar o sinal de todos os vetores associados a
wz)
que ¢ o algoritmo basico Perceptron se tomarmos (k) constante para Vk.

Uma formulagao alternativa é tomar:

Lo T
J(w) = 5 (lw"zl - w"z) (7)
que é positivo para wlx<0 e nulo para wrx>0, sendo entdo adequado para se buscar por
descida de gradiente um w tal que wlw>0 para xeQn (note que wTx=0 para x€Qx, com x

+£0, significa que w=0, o que ndo nos interessa). Com este novo J(w) temos

VJ(w) = % [& sign (ETQ) - z] (8)
lsea>0
onde sign(a) = e com isto a atualizacio em w(k) fica
—1sea<0
(1) = 8) + 202 [z () 2 (sign(a” )20 Q

ou seja

0 se w' (k)z(k) >0
w(k + 1) = w(k) + (k) (10)
(k) se w (k)z(k) <0

que é exatamente o algoritmo basico Perceptron se (k) for constante.
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Funcao Critério Erro Médio Quadratico

Ao invés de procurar w para satisfazer

Tw>0, i=12,..,N (11)

procuraremos w para que

zw=b, i=12,.,.N e b>0 (12)

J(w) = & i(wa. — )2 (13)
RAS 2 - 24 1

que é ndo negativo, com valor mfnimo atingido quando )_(;-TE = wTlx; = b;. Agrupando os

z W b1 W
3 ba
X = ;b= , e com esta notaco temos, ao invés de (12)
| v o
X w=b (14)
(Nzd)
e a0 invés de (13):
J(w) = % [ Xw — b3 = % & X" Xw — w XTbb Xw + 5"t] (15)

s . 3l
Podemos examinar um solucdo ndo iterativa, bastando fazer —a(wf'—!l = ( resultando

(16)
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ou w*=(XTX)"1xTp (17)

supondo XTX invertivel. A matriz (XTX)'XTé denominada a pseudo-inversa de X,

indicada por X!, devendo-se notar que X! tem dimensdo dxN ao passo que X tem dimensio

Nxd.

Uma solucao iterativa pode ser encontrada usando busca por gradiente que tem a van-

tagem de ndo depender do fato de XTX ser singular e evita a manipulagio de grandes matrizes.
O gradiente de J(w)=} I Xw-bl|3 & XT(Xw-b) e portanto o algoritmo de busca por descida

de gradiente fica:

w(k +1) = w(k) —y(k)X " (Xwm(k) - b) (18)

Nesta expressio tem-se a explicitagdo que o conjunto de treinamento (linhas de X) é
utilizado de uma vez. A simplificacio para o caso de utilizacdo sequencial das amostras

produz a regra de Widrow-Hoff, ou regra LMS ou LMSE:

wik + 1) = w(k) + (k) [be —w" (k)2 2 (19)

com (k) uma sequéncia decrescente para se garantir a convergéncia (p.ex. Y(k)=7/k,
com 7y € ®').

Este algoritmo converge para uma reta, quer as classes sejam separdveis ou nao, o que
& uma melhoria em relagao ao Perceptron. Entretanto, no caso das classes serem separéveis
n3o se pode garantir a convergéncia para uma reta que de fato separe as classes, o que &
indesejavel. Isto ocorre devido ao fato de se impor a priori um valor fixo (positivo) para b

quando o que se pode afirmar € que para cada w que separa perfeitamente as 2 classes existe
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um vetor 1, com 1; >0, tal que Xw=r. Portanto ndo devemos pré-fixar o vetor b, deixando-o

livre na otimizagao. Temos

1
J(w,b) = 5 [ Xw - b3 (20)

onde se variam w e b, s6 que b é variado condicionado a >0 (isto é, b; >0 i=1,...N). Os

gradientes sao:

aJ  r
g = XX 1) (21)
e
oJ
55 =-Xw+b (22)

Como w nao tem limitacdes no seu domfnio de variagio, entdo fazemos 8J/0w=0 para

achar o w 6timo:

w*=(XTX)*XTb= X% (23)

que sers, usado para relacionar w(k+1) com b(k+1):

w(k+1) = X'b(k + 1) (24)

Na busca por gradiente, devemos tomar cuidado para garantir que b(k) permanega >0,

Ou seja usamos

b(k + 1) = b(k) + 2y(Xw(k) — b(k)) (25)
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se o incremento 8b(k)=27v(Xw(k)-b(k)) for >0 e usamos b(k+1)=b(k) em caso contrario.

Definindo um vetor erro

e(k) = Xw(k) — b(k) (26)

e |e(k)| como um vetor com médulo em todas componentes de e(k) tem-se

bk + 1) = b(k) + v [e(k) + le(k)]] (27)

e como w(k+1) = Xﬁb(k-i-l):

w(k +1) = w(k) + X" [e(k) + le(k)]] (28)

As equacdes recursivas (27) e (28) ou (24) e (27) fornecem o algoritmo de Ho-Kashyap
que & um algoritmo LMSE melhor do que o apresentado antes.

Se as classes sdo linearmente separsveis e se 0<y<1, entdo o algoritmo fornece uma
solugdo em nimero finito de passos. Se ocorrer e(k)=0 entdo obtém-se uma solugéo com a
indicacéo de que as 2 classes sdo linearmente separsveis. Caso elas nao sejam, entao a parada
do algoritmo se d4 quando um dos componentes de e(k) se torna negativo (um sinal de classes

que ndo tem separabilidade linear).
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REGRA DE DECISAO DOS VIZINHOS MAIS PROXIMOS

INTRODUGAO

Na abordagem por teoria de decisdo estatistica é necessario se
conhecer todas as distribuicles de probabilidade. Entretanto, na metodologia
por (ou de) vizinho mais proximo (VMP) este conhecimento n3o é necessario,
sendo entretanto necessario se dispor de um grande numero de padrdes ja
classificados. E claro que de posse destes padrdes ja classificados pode-se
efetuar uma estimag8o das distribugSes probabilisticas desconhecidas para
entdo aplicar a regra de decisdio de Bayes. Uma alternativa é tentar fundir
estas duas tarefas (estimac3io e classificag8o) em uma s6, o que é feito nos

classificadores por vizinho(s) mais préximo(s}.

REGRA DE DECISAO DO VIZINHO MAIS PROXIMO (1-NN)

E dado um conjunto de amostras (vetores de atributos ou padrdes) ja

classificadas QM = { zl , 52 1939 zN } . Este serda o conjunto de referéncia
para o método dos VMPs. Dado um padrdo x cuja classificagdio é desconhecida,

a regra 1-NN classifica X na mesma classe que a do vetor X' € QN mais
préximo de x, onde a proximidade é medida por exemplo pela distancia
Euclideana.

Um comentario é necessario para enfatizar que cada amostra vetorial do

conjunto Q ¢é obtida, de forma independente das demais, a partir da
N

C
distribuicdio p(x) = Y P p(x |w). Isto significa que na pratica ndo se deve
- i i
i=1
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tomar o mesmo numero de amostras de cada uma das c classes para formar QN,
mas sim tomar as primeiras N amostras que forem surgindo da distribuicéo
global, ou alternativamente, para cada vetor a ser acrescentado a QN,
sortear a classe segundo os valores Pi, para entdio gerar um vetor da
densidade p(glwi).

A regra de classificagdo do VMP ird acarretar uma taxa de erro maior
do que a da regra de decisdo de Bayes, mas, existe um teorema que diz que,

para o caso de nimero infinito de padr@es classificados, esta taxa no

ultrapassa {(sendo em geral menor gue) o dobro da taxa g_g Bayes. Uma

demonstragdo é apresentada a seguir. Sejam

me>

eN(x, X’) £ probabilidade condicional de erro na classificagio

de x tendo como VMP x’ (P lerro|x,x’]

>

eN(x) probabilidade erro de classificacio para o dado x
(P [errolx])

Temos entio

eN(x_) = I eN(z , X') p(x’Ix)dx’ (1)

Como X’ é o VMP de x entfio p{x’|x) tem um pico agudo em x e valores
aproximadamente nulos nas vizinhangcas de X. Tem-se para N>
p(x’1x) > & (x’-x). Dado x, cuja classificacio correta é 6 € { © .0 )

e dado x’, seu VMP, com classificagdioc 6’ € { wl ,...wc)

Ple,e|x,x1=Ple|xIPle’] x] (2)

(Pensar em termos da natureza gerando os X , cada um em um certo estado wi)
Utilizando a regra de decisdio do VMP , estara sendo cometido um erro

sempre que 8 # 8’ e portanto
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[of
1-y Plo=w,®

i=1

(0]
)
x‘
i
]
€
Ip¢
N‘

(3)

It

c
1-YPlow|xlPle |x]
i=1 ! !
Trabalhando com (1) e (3) e fazendo N » « (quando ent3o p(x’1x) = 8(x’-x))
tem-se

C
lim e = J[l- Y P(wilx) P(wilz’)] 8(x’-x)dx’
i=1

c
= 1-Y Pz(wilg) (4)
i=1

A taxa média de erro ou probabilidade média de erro E é

N> o

E = Je(g)p(g)dg = lim EN

onde EN = [ eN(g)p(g)dg

e, contanto que se possa inverter a ordem de limite e integral (pode, se

p(x) # 0; se p(x) = O eliminar da integral), tem-se

c
£ - [1- y pz(wim)] p(x)dx (5)
i=1
*
Desejamos obter alguma desigualdade relacionando E com E (taxa de
*
erro de Bayes). Um limite inferior para E é o proprio E . Para achar um
*
limite superior, deve-se determinar o maximo de E para um dado E e para
c

isto deseja-se saber o minimo valor de Y Pz(wilg) para um dado valor de
i=1

Plw |x), onde w € a classe que maximiza P(wilg) sendo portanto a
m m

classificac&io obtida pela regra de decisfio de Bayes.
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C
y Piwlx) = Pw Ix)+ L P lx) (6)
-1 i m #m i

O minimo do 12 membro de (6) deve ser determinado sujeito as duas
condicges:
i P(wi|§) =0

*
i T Pllix)l= 1- P(wmlz) = e (x) , ou seja, tomando como w_ aquela
1
iFm

classe que maximiza P(wilx_) (regra de decisdio de Bayes).

Podemos portanto utilizar multiplicador de Lagrange :

9 *
RR{CRF P’ (u_Ix) + P Pz(wilg)ﬂ[ pX Plo |x)-e (g)]} =0 (D
m m

p/ i#m

*
2P (wilg) + A =0 vV i#m onde a estrela indica "6timo"

*
. os P (wim) sio todos iguais para minimizar (6), i#m.

*

1-P(w Ix) e (x)
* = = i#m
P (wilg) = c-1 c-1 (8)
*
1-e (x) i=m
de (6) e (8) temos:
* 2
c " 2 (e (x)) C % )
_)_:1 P (w_l Ix) z [1-e (X)) +—g— = 1§1(P (w.llz)) (9)
¢ - * c * 2
1 - -21 P (w Ix) = 2e (x) - — (e (x)) (10)
i=
(10) em (5)
A* c E 3 2
E = 2 e (x)p(xldx - -7 (e (x))7p(x)dx (11)
\ v J
Bz
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* 2
E<2E -8B (12)
e portanto para nimero inf inito de amostras no conjunto QN, a taxa média de

erro do classificador por VMP (1-NN) é no maximo o dobro da taxa de Bayes

E 3
E . Podemos melhorar (11) :

r

* * * Y2
var [e (X)] = [e (x) - E ] p(x)dx

~

E 3
_ et @ %pix)dx - (E)2 =0

*
e .. J(e ) %p(x)dx = (E)°
ou seja
__c * 2 <. _C *.2
] {(e (x))"p(x)dx = — E ) (13)
(13) e (11)
* < < * c *
E_E_E[—C_IE] (14)

Esta desigualdade para E é mostrada graficamente na Fig. 1. 0 valor
maximo para I-Zi‘E foi derivado no capitulo sobre Teoria de Decisdio de Bayes,
sendo fornecido na expressdo (37) do mesmo.

Para taxas de Bayes baixas o limite superior em (14) é praticamente
ZE*. Deve-se manter em mente que o resultado em (14) s6 é valido para N » o,
o que limita um pouco O seu interesse pratico pois o teorema ndo diz nada
sobre a velocidade de convergéncia quando N tende a infinito. Outros
resultados seriam necessarios sobre o desempenho para numero f inito de
amostras, mas nfo sdo f aceis de serem obtidos.

A expressfio (14) pode ser utilizada de outra forma: obtendo-se uma

desigualdade para a taxa de erro de Bayes em funcgo daquela do método do VMP

(1-NN). Obtém-se uma regido delimitada por uma parabola
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»E"

0 c1

B

C

Fig. 1 — Grafico da desigualdade da expressdo (14)

Fig. 2 — Parébola associada a desigualdade que impde que a quadratica em E*
seja ndo positiva. A regiéo hachurada é a que nos interessa, sendo

associada a expressdo (15).
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* *
[ c ](E)Z—ZE +E=<0
c-1

que pode ser vista hachurada na Fig. 2. Segue que

- ] * - 1
o1 1—/1—12 < =g s & l+ﬂ—E c
c c-1 c c-1

(15)
mas como O majorante é maior que 1 entdo juntando (15) e (14), obtém-se:
c-1 c *
S 1-/1-E —3 = E =E (16)
Note que, se et o 1 e E é pequeno (<<1) entdo
*
l E/2 = E =E (17

As desigualdades (16) e (17) fornecem, para um nimero grande de
amostras, uma forma de se estimar uma ordem de grandeza da taxa de erro para
a regra de decisdo de Bayes, isto sendo conseguido a partir do valor
experimentalmente obtido para o erro E da regra de decisdo do VMP. Esta
informac3io pode, p.ex., Sse€r utilizada para avaliar a capacidade de
discriminac3io entre classes de um con junto de atributos selecionado, ou se ja
pode-se utilizar esta informac3io para selegdio ou extracdo de atributos. Como
E = E, caso E resulte razoavelmente pequeno, entiio isto sugere que as
classes estdio adequadamente separadas no espago das variaveis ou atributos

selecionados.

REGRA DE DECISAO DOS k VIZINHOS MAIS PROXIMOS (k-NN)

E dado o conjunto de referéncia QN = { X5 Xy } contendo amostras

ja classificadas. Dado um padr3o x cuja classif jcagiio se deseja obter, a
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regra k-NN classifica X na mesma classe que a classe mais frequente dos k

padrdes de QN mais préximos de x , onde a proximidade se baseia em alguma
medida de distancia. Uma forma de se ter alguma intuigdo sobre essa regra de
decisdo é lembrando que o classificador de Bayes com minima taxa de erro
para um vetor arbitrario x é:
decidir w  se P(wilz) 2 P(wjlz) i,j = 1,...,c

que equivale a desigualdade Pi p(§|wi) = Pj p(gle), contanto que p(x) # O.
Para estimar Pi a partir dos dados, basta tomar Ni/N onde Ni é o numero de
amostras, dentre as N, que s3o da classe W, Para estimar p(x Iwi), pode-se
utilizar a conceituacfio vista na estimagiio de fungdo densidade pelo método
dos vizinhos mais préximos em que se toma um volume V (pequeno), centrado em

x, e conta-se quantas amostras k_1 hi no seu interior. Desta forma a regra de

decis3io de Bayes aproximada fica:

N, k. Nj kj
decidir w, se N TNV z - Nj-V

j=12,...c

onde pode-se interpretar o volume V (dependente de x) como abarcando
exatamente k amostras (para facilitar supomos que isto seja sempre possivel,
ou seja ndo ha amostras equidistantes ao dado x que impecam a exequibilidade

c
de um dado valor de k) indistintamente das classes envolvidas, com k =Y} k.
i=1

Cancelando os termos iguais, obtemos a regra de decis3io k-NN.

A regra k-NN deve ser preferida em relagdo ao 1-NN quando se dispse
de um numero N grande de amostras em QN. Um outro caso em que ela deve ter
primazia é nos casos em que o con junto de referéncia pode apresentar um
certo numero de amostras com classif icacsio errada.

A taxa média de erro pode ser estimada em termos de uma desigualdade
mas a matematica é complicada e a expressdo final n3o é de utilidade
especial e portanto ndo sera vista.

Aparentemente ndo ha muito que se possa sugerir para a escolha de
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bons valores para k em um caso pratico, recomendando-se tentativa e erro,
com a utilizag3io de uma estimativa da taxa de classificac®es erradas. Via de

regra a escolha de um k {mpar pode ser melhor para diminuir a ocorréncia de

empates.

REGRA DE DECISAO DOS k VIZINHOS MAIS PROXIMOS,

COM OPGCAO DE REJEICAO [(k,m)-NN)]

£ semelhante ao k-NN exceto que é feita uma classificagdo apenas se o
nimero de vezes em que a classe mais frequente dentre as classes associadas
aos k VMPs aparece é maior ou igual a um certo nivel m (m € Z'). Caso con-
trario o padr3o é rejeitado. Pensando em uma analogia com um processo de
votacdio, o método permitiria a eleicio do candidato mais votado, dentre os k
vizinhos mais préximos, desde que obtivesse um namero de votos maior do que
m. Devido ao uso de dois parametros, esse método recebe o nome de (k,m)
VMPs.

Uma expans3io deste método pode ser obtida tomando-se o nivel m como
dependente da decisdo a ser tomada, ou seja, decide-se por w = w, se pelo
menos m, (mi e 7') VMPs dentre os k VMPs a x s@o da classe W Esta regra
seria indicada como (k, mi)-—NN. Pode-se interpretar a regra de pelo menos
duas formas: dentre os k vizinhos mais préximos, se apenas uma classe w,
teve representatividade maior que m, ent3o atribui-se a X esta classe. Se
mais que uma classe teve representatividade maior que seu respectivo limiar
entdio o desempate deve ser feito ao acaso ou utilizando um critério
adicional como, por exemplo, o de escolher a classe que mais suplantou (em
termos absolutos ou relativos) o respectivo limiar m. Alternativamente,

pode-se partir da classe que maior representatividade teve dentre os k
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vizinhos mais préximos e verificar se sua "votac3o" ultrapassou o respectivo
limiar. Em caso afirmativo, entfio esta seria a classe atribuida ao x. Em
caso negativo, se passaria para a proxima classe mais votada, repetindo o
teste com limiar, e assim por diante. Para maiores detalhes sobre os
classificadores por vizinhos mais proximos, sugere-se consultar DeVijver e

Kittler (1982).

ABORDAGENS PARA AGILIZAR O METODO DE VIZINHOS MAIS PROXIMOS

O método dos VMPs tem a caracteristica de requerer que todas as as
amostras ou padrdes de QN permanecam armazenadas e que a cada novo padrdo X
se calculem os k VMPs. Quanto maior o nimero N de amostras, melhor sera o
desempenho do classificador mas maiores serdio também as necessidades de
meméria e de tempo de processamento. A principio, para cada x deve-se
calcular sua distincia ou proximidade a cada um dos N padrdes de referéncia.
Duas abordagens s3o possiveis para diminuir o tempo de processamento.

a - Diminuic3o do ndmero de padrdes do conjunto QN (com isto também se
diminui a necessidade de memoria).

b - Utilizagdo de um algoritmo computacional eficiente para a localizagao
do vizinho mais préximo como, p.€X., O algoritmo "branch and bound” e o "k~-d
tree".

Dentre as duas abordagens, a segunda € absolutamente necessaria, a
n3o ser que o nimero de amostras N seja pequeno. Apresentamos no que segue
um exemplo interessante da primeira abordagem, que ¢ a regra de decisdo do

vizinho mais préximo condensada (CNN).

Parte-se de 2 regides de meméria A e B, com B contendo o con junto QN

de padrdes. Para iniciar, um padriio é transferido de B para A. Em termos
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gerais, cada padrdo de B ¢é classificado segundo a regra VMP, usando como
conjunto de referéncia o grupo de padrdes existente em A. Se a classificacéo
VMP coincidir com a classificagdo correta entdo o padr3io é mantido em B ,
caso contrario é transferido para A. Quando todos os padrdes de B tiverem
sido analisados, o procedimento ¢é repetido até que ndo haja mais
transferéncias de B para A. Com isto, obtém-se um con junto A de padrdes
classificados "representativo”, e em geral com bem menos padrdes do que os N
originais. Nesse conjunto condensado de padrdes, havera uma tendéncia a
agrupamento de amostras ou padrdes nas vizinhangas das fronteiras de Bayes,
ou seja, padrdes longe da f ronteira sdo descartados com bem maior frequéncia
que os localizados nas vizinhancas das fronteiras.

Com esse método, o que se consegue € um conjunto A de padrBes que
classifica corretamente por VMP(1-NN) todos os padrBes restantes (isto é, do
conjunto B). O que o ‘método n¥o pode garantir é que o conjunto A obtido seja
minimo. Uma melhoria seria obtida suplantando a limitacdo do CNN em ndo
permitir que um elemento uma vez armazenado em A possa vir a ser retirado de
A, pois amostras posteriormente adicionadas a A podem tornpar algumals)
amostra(s) de A supérflua(s) pois seria(m) corretamente classificada(s) a
partir das outras. Um aperfeigoamento do que acabamos de apresentar é o
método "reduced-nearest-neighbor” que aparentemente da uma melhoria pequena
mas a um custo computacional grande (Hand, 1981). Uma extensd3o bastante
6bvia do que vimos acima € para O Caso da regra de decisdio dos k VMPs,

obtendo-se por método analogo, a regra de decisdo dos k vizinhos mais

proéximos condensada (k-CNN).

Para uma primeira leitura sobre algoritmos que aumentam a velocidade
da técnica de classificag8o por VMP pode-se sugerir o artigo de Fukunaga e
Narendra (1975) que apresenta a abordagem "branch and bound", e o artigo de

Friedman, Bentley e Finkel (1977) que apresenta a abordagem "k-d tree".
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CLASSIFICACAO DE PADROES POR MINIMA DISTANCIA

INTRODUGAO

Neste breve capitulo serd apresentada a abordagem de classificacéo

por minima distancia, que é equivalente a técnica de classificacdo por vizi-

nho mais préximo.

CLASSIFICACAO POR MINIMA DISTANCIA COM UM

UNICO PROTOTIPO POR CLASSE

Em certas aplicagdes, cada classe pode ser caracterizada por um Unico
protétipo. Suponhamos entd3o que hia c classes, cada uma caracterizada pelo

protétipo zi (i=1, 2,..c) e que se utiliza a distancia Euclideana. Dado um

padr3o x a ser classif icado, a sua distancia A‘ ao i-ésimo protétipo é

|
A =dfxz)= I xzl, = f(x_—z_i)T (x-z,) (1)

Nestas condigdes, o classif icador por minima distancia atribui o
padr3o x a classe W, caso Ak < Aj , j#k; j=l...c.

Desenvolvendo (1) obtemos:

2 % = Ty - T __1_ T
A-,—“&-Z-JIZ—_K 20x'z - 5 % ) (2)

De (2) vemos que escolher o minimo de A? , ou de A1 , é equivalente a

fos 1 T . . s
escolher o méaximo de _)gT; LT T z, _z_i. Com isto, definimos as funcgdes de
decisdo
T 1 T .
dx)=x2 - — Z 2 i=1, 2,...,C
1(—) =5 2 51T v e

que s3o lineares (em x). Se fizermos
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1 T

Ya = & © Veri- T T2 45 %
elas recaem na forma di(g) = gof X + vd+11 vista no capitule sobre Fungles
>
de Decis3o. A regra de decisfo fica:
* classificar x em ©  se dk(z) > dj(&), j*k j= l..c. Este é

equivalente ao Caso 3 apresentado no capitulo sobre FungSes de Decisdo e
portanto obtém-se regides de decisfio conexas e convexas. Deve-se lembrar que
a fronteira entre as classes i e j € obtida de di(_)s)-dj(x) = 0. Para o caso
de classificacdo por minima distédncia com 1 protétipo por classe a equacdo

da fronteira é:

que é um hiperplano (no caso geral) mediatriz do segmento de reta que une z
a gj. Para ver isto, basta notar que A? = g(_Tg - Zdi(x_) e, €aso di(g) = dj(x)
resulta Af = Aj , e portanto, tem-se o lugar geométrico dos pontos equidis-
tantes de z e ;j.(para mostrar a ortogonalidade do hiperplano ao segmento
z —;j basta notar de (1) que zo=_z_i-_z_j, que indica uma direcdo 1L H).

Com 1 protétipo por classe o critério de classificagio por minima
distancia (Euclidiana) é equivalente ao classificador por vizinho mais pro-
ximo (1-NN) com proximidade definida pela distancia Euclideana e com um con-
junto de referéncia contendo apenas uma amostra por classe. Conclui~se que o
classificador resultante pode ser escrito na forma de fungBes de decisdo
lineares. Obtém-se separatrizes lineares entre regdes de decisdo contiglas.
No caso de 3 ou mais classes as regides de decisdo sd@o definidas por trechos
de hiperplanos.

A Fig. 1 apresenta um exemplo em que ha 4 classes em um espago de

atributos bi-dimensional.
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Fig. 1 — Exemplo de classificador por minima distdncia em que cada uma das
quatro classes é representada por um tnico protétipo.
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CLASSIFICACAO POR MINIMA DISTANCIA COM VARIOS
PROTOTIPOS POR CLASSE

Cada classe w € representada por varios protétipos Z. Ze
1

Z . &y onde n, ¢ o numero de protétipos na classe w .
i
Define-se a distancia de uma amostra x a classe w como sendo
1
A(x) =min || x -2z |
i k ik'l2
com k=1, 2,...., ni e i=l,...,c.
Com isto a regra de classificagdo fica:

S

* atribuir X a classe w se
Ai(g) < Aj()_() para todo j=zi, j=1...,C

) 2. . T T, _ 1
onde: Al(;g)— m;n {gx_ 2(x z, 5 Zy z_ik)]

2 . .
Observando-se que A= O pode-se trabalhar com Ai que € mais
1
conveniente.

Define-se as fung¥es de decis@io como

d (x) = max (gT_z_ - L gT z )
i N ik 2 ik ik
com k=12,..., n e i=1,....,c.

;
Nesta formalizac3io, a regra de classificagdo fica
* atribuir x a classe w se
di(_X.) > dj(_)g) para todo j# i, j=1,..c

No caso de haver 2 classes com varios protétipos por classe, a fron-
teira n3o é um hiperplano como em um classificador linear. Ela é formada por
trechos de hiperplanos (Fig. 2), resultando facilmente em regides de
decisio n3o convexas e desconexas (ou ndo conexas) para uma mesma classe
(p.ex., Fig. 2a). Diz-se que se tem um classif icador ou discriminante linear

por trechos ("piecewise linear"). Pela propria definigdo desse classifica-
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(b)

Fig. 2 — Exemplo de classificador por minima distdncia em que cada uma das
duas classes é representada por mais que 1 protétipo. No caso (a)
resulta uma regido de decisio desconexa para a classe @, ao
contrario de (b).
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dor, ou pela sua construcdo geométrica, fica claro que excetuando-se as
fronteiras, n#o had regides de classificagdo indeterminada. As regides de
decis@io podem ser interpretadas como a unido de regiSes convexas para o caso
em que tomdssemos cada amostra como sendo uma classe distinta. A unifio de
regies convexas adjacentes (i.e., que tem uma superficie de contacto) nfo €
necessariamente convexa.

Dentro da filosofia do classificador de minima distancia é possivel
trabalhar com o classificador linear por trechos principalmente se o nimero
de prototipos por classe € pequenoc. Entretanto n3o had para os classificado-
res lineares por trechos algoritmos gerais para determinagdo das fungdes de
decisdo como existe para os classificadores ou maquinas lineares.

Deve-se notar que o classificador por minima distancia, para o caso
de miltiplos protétipos por classe, é equivalente ao método do vizinho mais

préximo tomado com a distancia Euclideana.
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DISCRIMINANTE E CLASSIFICADOR LINEAR DE FISHER

INTRODUCGAO

Esta abordagem se originou nos trabalhos de ‘R.A. Fisher, desenvolvi-
dos entre 1930 e 1940. Ela se aplica ao problema de separar ou discriminar
classes representadas quer por seus vetores médios e matrizes de covarian-
cia, quanto por amostras pré-classificadas. Adicionando-se um ponto de li-
miar sobre a reta correspondente a direc3io da projecdo, obtém-se um classi-
ficador. Desta forma, a abordagem de Fisher corresponde a uma técnica de
obtenc3o de funcles de decis3o lineares segundo um critério de otimalidade
(baseado em estatisticas de primeira e segunda ordem). Sob uma outra pers-
pectiva, a abordagem de Fisher prové uma extragfio de atributos, reduzindo a

dimensionalidade do problema de classificac#o.

O CASO DE DUAS CLASSES OU POPULAGOES

Sz0 dados dois conjuntos de amostras ou vetores de atributos, um com
elementos provenientes da classe w € o outro de w, - Estes dois conjuntos
s8o utilizados para se determinar uma func3o discriminante linear tal que as
projecdes dos elementos de wi(i=1,2) fiquem o mais préximo possivel entre
si e as projecdes dos elementos de W, fiquem o mais distante possivel dos
elementos de w, - A func¥o discriminante obtida pode ent3o ser utilizada
para classificar novas amostras ou vetores de atributos.

A abordagem de Fisher é de reduzir a dimens@io do vetor de atributos

d .
para dimensfio 1 efetuando um mapeamento R > R conveniente. Uma vez em R,
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passa-se ao problema de escolher um limiar para separar w, de W, No caso
mais amplo em que pelo menos uma das classes se caracteriza por ocupar re-
gides n#o conexas no espago de atributos (distribuicdo multi-modal), poderia
ser necessario determinar mais do que um limiar para separar W, de -

Definimos Xlwl como os vetores aleatérios provenientes da classe w e
Xlwz da classe w, Indicamos os vetores médios condicionados as classes W,
ew, porp = E [X|w1] en = E [X_Iwzl e as matrizes de covaridncia condi-
cionais por % = E [(X-p)(X-p i)lei] ; i=1, 2.

O vetor aleatério X pode tomar valores de Xlwl ou de Xlwz com respec-

tivas probabilidades P1 e P2 . Temos portanto

Pl a) = P_x’wf@ 0 )+ p_&’wioc . 0) (1)
ou
P (@) = p (@|w)P + p (afw) P, (2)
Xlw xlw
=" 2
De (2) segue:
E[X]=_gx=£1Pl+_u2P2 e (3)
A T _ T T _
T, = E [(X——”—x)(xlx)] =E [XK Iw]P + E [XX Iw]PZ_g_x_;_L_x

e portanto

T T 2 T 2 T T T
E = E+p p PHE+p p P, -P pp -P op u PP up )@

Como se percebe, a expressdo (4) ndo nos conduz a uma express3o simples

mesmose21=22=2 e se P1=P2=1/2.

0 vetor X sera projetado sobre uma diregdo conveniente fornecendo a

variavel aleatéria Y :

Y=w X (5)

T . .
com w= [w w, ....wd] . Escolhemos aqui a notagdo w ao invés de ¥, como no
- 1
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capitulo anterior apenas pela maior simplicidade de escrita.

Definimos g, =E [Y]w] e By = E [Y]|w,] e portanto
Bo=W R (6)
B, =W —EZ (7)

2
Se calcularmos ¢~ ,veremos que mesmo para Zl= ZZ e P1=P =1/2 resulta uma
y

2
expressiio complicada. Trabalharemos entretanto com o*iz 4 E[(Y—p._ )le_]
y iy i
obtendo
cl=Elw@X-p)X-p)w lol=w Sw ; i=12 (8)
iy — —i —i — i — i—

que para o caso de 2 classes com a mesma matriz de covariédncia Zl = ZZ = I,

fica o> = _W_TZ_W_.
iy

Fisher propés maximizar a fungdo critério J(w), supondo que as 2

classes tém a mesma matriz de covariancia

2 T T 2 T 2
Jw 8 iy Hay) = wH, vy = o )] -
01327 ‘.’YTE‘Y \_{ITZYY

T T
wop-p (g -p)w
= ; i=l ou 2 (9)
T
W IW

obs: o indice i é para ndo haver confusdo com sj que é a variancia
total de y para se determinar o w o6timo. Busca-se com isto uma direc3o tal
que as projecles das médias das 2 classes sejam as mais distantes possiveis,
ao mesmo tempo em que se minimiza a dispersdo dentro de cada classe proje-
tada (esta é, por hipétese, a mesma nas duas classes).

O maximo de (9) é obtido para

Yoot (10)
w =cZ (_;_11-;12)

para qualquer c¢#0 , sendo que c=l é o mais conveniente. Resulta neste caso

a fungdo discriminante linear de Fisher :

Tt x (11)

*T _(
Y=w X={pwp,

Para demonstrar (10) necessitamos antes demonstrar 3 Lemas.
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Lema 1 (Desigualdade de Cauchy-Schwarz)

Dados a ei dois vetores arbitrarios de dimens3io d x 1. Vale entdo

—
Q0

=
IA

(a'a)(b"b) (12)
com igualdade se e s6 se a = cb, parac e€ R.

Demonstragao

Temos para a arbitrario € R , excluindo a = 0 e/ou b = 0 que

claramente satisfazem (12),
@-ab@a-ab 20
com igualdade somente para a = a b. Portanto, ng - 20 ng_) + ocz _QT_Q z 0, que

é uma express3o quadratica em a. Completamos o quadrado somando e subtraindo

o escalar (QTQ)Z/QT_Q, obtendo

. (a"b)? (a'b)? . gt
aa- T + - -2c{ab)+a" bbb =0
b'b b'b
T (a'b)? T a'b 2
aa- —; + {(b'b) o - - =0
b'b Ly b b
v
>0 > o

Lema 2 (Desigualdade de Cauchy-Schwarz estendida)
S3o0 dados os vetores a e b, arbitrarios, de dimensdo dxl, e seja ¥

uma matriz d x d simétrica positiva definida. Entdo vale:

T

@’ = (a ¥ al !

v ) (13)

oy

com igualdade se e s6 se a = ¢C v b(oub=c ¥ a), para algum c € R .

Demonstracdo
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Para a = 0 e/ou b = O a expressdo (13) é valida, e, portanto, a
partir daqui, supomos 2 # O e b # O . Como ¥ € uma matriz simétrica e

portanto diagonalizavel(e.g.,Searle,1982,pg290), entdo ¥ = P \I’diagPT, onde P

é a matriz d x d cujas colunas s3o os autovetores correspondentes aos auto-

valores Ai de ¥ que compGe a matriz diagonal V¥ diag ° Define-se \111/2
172 A 172 T 172 .

como V¥ = P \I’diagp onde \I’diag = dlag{/hl , /7&2 yeeas /Ad ] com as

propriedades que v? ¢ uma matriz simétrica, \111/2\111/2 = ¥ ;\111/2.\1/—1/2

- ‘II—I/Z \I’1/2 =1 com \11—1/2 Q (\pl/z)—l.

Do ja visto segue que:

/2 T, _-1/2

T 1/2\1;1/29 = (¥ Q) (v Q)

ab=2a v
e aplicando a desigualdade de Cauchy-~Schwarz ao 22 membro temos:
@b’ =@ vap v b
comigualdadeseesése_e;:c‘ll-lh ou b=cVva,ceR.

Lema 3 (Lema da maximizag3o)

S3o dados: ¥ uma matriz simétrica positiva definida e b um vetor dxl.

Ent3o :
(wo)* o
max T = bV¥'db (14)
w#0 wYw
que ocorre para
* -
w=w =c¥'b, Vc#0 (15)

. T
e como w#Q e ¥ é positivo definido segue que w ¥ w > O e pode-se, portanto,

dividir tudo por _va\Il w resultando

(w'b)®
< _T‘I’—lb
w'Iw
* -1
com igualdade se e s6 se w = W =C ¥b, ceR c.q.d.

Agora fica imediato provar a expressdo {10), bastando aplicar-se o
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Lema 3 no contexto da express3io (9). Desta forma a projecio Y = _vz*TX tem a
propriedade das médias projetadas das 2 classes estarem o mais afastadas
possivel e, ao mesmo tempo, o espalhamento de cada classe projetada ser o
menor possivel. Via de regra, esta técnica fornece melhores resultados para

distribuictes p(zlwi) unimodais, conforme ilustrado na Fig. 1 para c=d=2 .

Determinacdo de limiar
Uma vez em dimens&o 1, pode-se determinar limiares para classificacdo
utilizando-se, por exemplo, a regra de Bayes no caso das distribuictes de
Ylwi serem conhecidas (além de Pi). Um discriminante linear de Fisher acres-
cido de um limiar (ou mais) se torna um classificador, que podemos chamar de
classificador de Fisher. Como na pratica pouco se conhece das distribuicdes,
deve-se utilizar critérios mais simples para a determinagiio de limiar.
Analisaremos separadamente dois casos em que se supde que as duas
distribuigdes s8o unimodais: i caso de matrizes de covaridncia jguais
(21=22=E). Pode-se definir um ponto de limiar Y, sobre a reta 6tima de
Fisher, que separa duas distribui¢des unimodais, como sendo
*T
y =W (E1P2+EZP1) = P2u1y+Plu2y (16)
Deve-se notar que a probabilidade P2 multiplica uly e ndo a probabilidade
P1’ pois se P2 for maior que P1’ o limiar Y. deve ficar mais distante de
uzy, ou seja, mais préximo de ply. No caso de classes equiprovaveis, temos o

valor do limiar yL=(u1y+u2y)/2. Quando os valores de Pl, Pz’ uly e 521y forem

desconhecidos, pode-se estima-los a partir dos dados.

101



“’Xz

Fig. 1 — Exemplo do discriminante de Fisher para o caso bidimensional de
distribuicdes unimodais com a mesma matriz de covaridncia.
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Utilizando a projecdio definida em (11), tem-se, para o caso de v,

dado por (16) a relagéo

u2y< y, < y (17)
pois, como
p =E [Y|o] = (p-p )T s B e p_=E [Ylw] = (4 -pn ' st (18)
1y 1 55 5 2y 2 £ %2 ¢,
temos que - = (u-p )= -p) f Ati
que p i, = (B i, M -K.), que por ser uma forma quadratica

positiva definida (lembrando que I é uma matriz de covariincia) mostra que

B> W

. Como é uma combinac¢8o linear de e com 5
1y 2y Y. C “1y uzy, parametros nZo

negativos cuja soma é 1, fica demostrado o que queriamos.

ii caso de matrizes de covaridncia diferentes (21# ZZ). Pode-se definir uma

matriz de covariadncia global como sendo I' = P121+P222, passando-se a maximi-

T 2 * -
zar [w (gl—gz)] /_V_V_TFE, obtendo-se w = T 1(El—gz). O valor esperado da classe
* *
W, (i=1,2) projetado na direcdo w ¢ dado por uiy= w T;_Ll, a0 passo que a
* *
variancia O‘rfynessa mesma direg¢3o é dada por w Tziﬂ . Um ponto de limiar A

*
na direcdo w , para separar duas distribui¢cdes unimodais, pode ser definido

ZPZM1 /o‘1 + 2P1u.2 /0‘2
y = Yo y 2y (19)

L /00 + 1/¢
ly 2y

como

Quanto maior a probabilidade de uma dada classe ocorrer, mais serd puxado o

*
limiar para perto da média da outra classe (projetada sobre w ). Quanto

menor o espalhamento de uma dada classe, mais perto da média desta (projeta-
da sobre yv_*) ficar4 o limiar. Similarmente ao ja demonstrado para o caso de
matrizes de covariancia iguais, tem-se que u2y<yL<uly. Deve-se observar que
a expressdo (19) quando as varidncias projetadas sdo iguais se reduz a
expressdo (16).
Sintetizando o que foi visto, temos:

» de posse do conhecimento de p , M, € T (= 21=22) ouTl (=P121+P222), obte-
mos a diregio 6tima para projetar um vetor de atributos;

» dado um vetor x cuja classificacBo é desejada, calcula-se y, = ®w X €
[¢]
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escolhe-se a classe w sey =y, comy dado por (16) ou (19), e a classe

wz em caso contrario.

Discriminante de Fisher para o caso amostral
Na pratica, raramente se conhecem [T ”2 , Zl e ZZ e portanto deve-

se estima-los a partir de um conjunto de amostras provenientes de ambas as

classes.

Suponha que se dispde de n, amostras X p X, e X, da classe @
n

e de n_ amostras x , X ... X da classe w_, com n +n =N. Com isto pode-
2 217 22 2n 2 1 2

2
mos estimar o que necessitamos
Sy .Z X (20)
1 i=1
n
_ 1 2
X =— Z X (21)
2 n “2i
2 i=t
n
1 ! — — T
S, =% E (511-51)(511-31)
1 i=1 (22)
(dxd)
n
1 z — — T
S, = n -1 _i (%, 7%,)(%,7%) (23)
(dxd) =

onde (20) e (21) estimam Boeu, respectivamente, e (22) e (23) estimam 21
e 22, respectivamente. Todos estes estimadores s&o n&o-viciados. No caso de
supormos que as duas classes tém a mesma matriz de covariéncia podemos obter

um estimador global para T =% =X

21 2" =21 2 (24)
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ou
< _ (nl—l)S1 + (nEl)S2
fusdo n1+n2—2

(25)

onde (24) ou (25) s8o estimadores ndo viciados de Y se as amostras de w e

w_ forem todas independentes. Note e, m #* . ati
2 pendentes qu esmo supondo 21 22, Sfusao é util,

pois é um estimador de T = P1 21 + P2 22 . Se desejar, pode-se usar, neste
n S n, S
1 "1 2

2 .
caso, S = N + N ao invés de Sfusé‘\o .

*
Neste contexto amostral a fun¢3do discriminante linear de Fisher é y = w Tg

2

*
com w obtido da maximizagdo de

(w'(x -%x,))° (¥.-3.)
Jw) = = (26)

T S w s2
fusdo = iy

li<

2 CA it s
onde s1y é uma variéncia intra-classe amostral de y.

O mesmo Lema 3 é utilizado para maximizar (26), obtendo-se

»* -

- (x.-x) (27)

W = Seusso KX,

e a funcfio discriminante linear de Fisher resulta.

T -1
2) s fusso (28)

y=0x-X

Deve-se ter n1+n2—2 > d, pois sendo S é singular (prove como

fusdo

exercicio). A média para a classe w, Ppro jetada sobre a reta discriminante é

- *T - . n - n -
YR X . O ponto de limiar Y. tomado como _2 y*17y, parao caso em que
N N
se possa supor 21 = 22 fica
- =T -1 n- n-
= - 29a
Y (‘&1 z2) Sf uséo ﬁ231+ﬁ15 (29a)

Caso n3o se possa supor 21 = 22 , pode-se adotar

A
* * * * * #* _
T T- n T T
2 Ez w 82 w w X + 2 _1 W SIE w X,
N N

que é uma expressdio andloga a apresentada em (19) para o caso populacional.
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Dada uma amostra X por classificar, escolhemos a classificacdo em W,

se
y = (x-x)" s, X 2y (30)
o =1 =2 fusdo o L
Oou em w_em caso contrario.
2
A -1 — — et
Se tomarmos v =S, _(x-x)ev = -y vemos que a regra de classifica-
fusdo 1 ™2 d+1 L

gdo fica d(x) = O para w e d(x) < 0 para w, onde d(x) é uma funcfio de deci-

. T .
s#o linear d(x) = v~ x + Vi Deve-se, entretanto, enfatizar que, em ge-
[+] +

ral, vd ) € determinado heuristicamente, ao passo que v obedece a um crité-
+ o

rio de otimalidade.

Formulac3o por matrizes de somas de guadrados e produtos

Em alguns contextos dentro da d4rea de reconhecimento de padrdes, é
bastante vantajoso trabalhar com matrizes de somas de quadrados e produtos
("matrizes SQP"). Trés matrizes, de dimens3o dxd, sfio de importancia, que
serdio apresentadas para nuimero arbitrario de classes c:

i a matriz de SQP total:

n
c k

T=3% T (x -x X

T
X )
k=1 i=1 ki ki

(31)

I |

onde ¢ é o nimero de classes, que no presente contexto seria igual a 2, e

X, i=1,2,...,nk s30 os vetores da classe wk. Adicionalmente temos:
! n
1 k
X = = Z X (média da classe w )
“k n “xj k
kK j=1
1 -
X = édia global
X = p X (média g )
k=1
c
N = an (ndmero total de amostras ou padrdes, com n o
k=1

nimero de padrdes da classe wk)
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ii a matriz de SQP intra-classes ("within groups")

) (32)

ili a matriz de SQP entre-classes ("between groups")

-x)( )T (33)

I

X -
X

Em certas aplicagles, pode ser interessante utilizar uma versio
modificada de W, onde se divide o valor da segunda somatéria por nk, desta
forma deixando de dar maior importancia as classes com mais amostras. Com
esta modificaggdo, teriamos em W uma estimativa de uma matriz de covariancia

intra-classes global (equivalente) ou média.

Teorema : Vale a relagdo

T=B+W (34)
Demonstrag¢gdo : Basta tomar
n
[ k . _ _ o o T
T= 2 I [( X X 3+ X T zk)] [( gk—§)+( gki-zk)]
k=1 i=1
c n.o_ _
e notar que T T X_k—z)(xk_“zk) =0 e
k=1 i=t
c nk o T
T Z (x -x)x-x) =0,
ki k k
k=1 1=1

para, de (32) e (33), concluir que (34) é verdadeira. Notar que o teorema
foi provado para o caso geral de c classes.

Teorema : Para 2 classes (c=2) vale a relag3o

it
[KeZ I
109 1

(35)

onde§é_}—g-i
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Demonstragdo :

— —T — = T — — T
B=n x x -NX X +n X X
151 71 2 T2 T2
n X +n X
— 171 272
mas X = N e portanto
—_ — —T =T
T (n X * n, Xz) (n151 * nz—'z ) T
B= n x X -N +n X X
17171 N N 2 T2 T2
=T 2= — T —— T — —T 2-— — T— —
nNXxXx -nf X X -nn_ XX -nn X X -n_ X X +Nn xxT
1 171 1 7151 12 Ti1Te 2 T 2 T2 2 2 T2 T2
B =
N
— =T ——T 2 — —T —_ -
mas n NXx x =nlnh+n) x x =n X X +nn X % e
1 1 °1 11 2 171 1 1 1 1 2515
nlnz T T T T n1“2 T
.B= (XX -X X XX +XX )= (x-x)(x-x
N =171 71 72 2£2—1 =272 N )—{‘1 =2 % —2)
c.q.d.

Deve-se notar que B sendo da forma (35), igual a cc-ocT, ele terd caracteris-

tica (posto) igual a 1 (tomando a- E_T , basta ver que se dividirmos a i-

ésima linha por o e multiplicarmos por aj obtemos a j-ésima linha).

Teorema: A expressdio para J (w) em (26), valida apenas para 2 classes, pode

ser expressa na forma equivalente

T
w Bw

Jw) =7 — (36)
w Ww

onde 7 € R e B pode ser expresso como em (35).

Demonstragéo

7

O numerador em (26) é _va(i;-_zz)(z—l— EZ)TE, e de (35) temos que o
T

N _WT B w . O denominador em (26) é w S W
nn, fusao

Qe’

numerador de (26) é

portanto, de (22), (23), (25) e (32) temos que Stusao = W/(N-2). Conclui-se

que (36) é verdadeira com ¥ = N(N—Z)/nln2 .
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E evidente que a maximizac8io de (36), com qualquer valor de ¥, resul-

*
ta no mesmo W que a maximizacdo de (26). Ndo obstante o paralelismo de (36)

com (26), como as matrizes B e W sio definidas para nUmero arbitrario de

classes, passaremos a pensar no caso mais geral de ¢ classes.

L. T T . . . -

Teorema : O maximo de w Bw/w Ww é obtido quando w é o autovetor de W 1B
. -1

correspondente ao maior autovalor de W 'B.

Demonstragéo:

Como W_TBﬁ/ﬂTWﬂ n3do depende da escala de w mas sé da direc3io de w,

*
.. T -
podemos transformar o problema na busca do w=w que maximize w B w sujeito a

ETWE = 1 . Aplicando o método de multiplicador de Lagrange queremos

max [_“_ITB\_N__ - h(_m_lTW_w_—l)]
w

e portanto —A = 0

*
Bw - AWw = O , de onde

5]
|
>
=
I€
*
1}

4] (37N
e supondo W ndo singular

1 *
(WB-Aw =0 (38)
* - —
e portanto w € autovetor de W 'B para A autovalor de W 'B. No caso de 2
classes hé s6 1 autovalor n3o nulo mas no caso de c classes fica a ddvida :

qual dos autovetores de W—IB é para ser adotado ? De (38) temos

1 * *
WBw =AW

ou seja

* *
Bw = A Ww

*
T .
e pré-multiplicando por w = obtém-se
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. .. T . . T .
e como o0 que se deseja é maximizar w Bw sujeito a w Ww = 1 , entd3o conclui-

. . -1
se que A deve ser o maior autovalor do conjunto de autovalores de W B.

e

Deve-se notar que o teorema é geral, valido para gqualguer numero de

classes. No caso de 2 classes, B tem caracteristica 1, e, portanto W_IB tem

um dnico autovalor diferente de zero. Este autovalor é dado por

-1 ~1g o MM MM Tl
tr(W B)=tr(W '5-8 )=—r2 sTwls
- - N N - -
e o correspondente autovetor é
e=W's = Wiz - x)
= 1 =2
T

_1_
W 8 e. Conforme esperado o auto-

10 1

pois satisfaz a igualdade W-Ié-éT_e_ =
vetor aqui obtido, para o caso de duas classes, é o mesmo que o vetor ﬂ* da
expressio (27).

Convém ressaltar que, apesar de W_1 e B serem matrizes simétricas
(dxd), W 'B (dxd) n3io é, em geral, simétrica (w'B) = Bw' = w'B), e por-
tanto seus autovetores ndo formam uma base ortogonal.

Para a determinagfio dos autovalores e autovetores pode ser melhor
usar (37) pois n3o requer a invers3io da matriz W.

Uma técnica para a determinacdio de direcSes adicionais pode ser

encontrada em Sammon (1970) e Foley e Sammon (1975).

110



CASO DE MULTIPLAS CLASSES OU POPULACOES

Partiremos diretamente para a andlise amostral visto ser a que inte-
ressa na pratica. Faremos uso das matrizes de SQP que ja foram definidas em
(31), (32) e (33) para ndmero arbitrario de classes.

Novamente, se o objetivo é obter uma direcdo 6tima, podemos adotar a
mesma func3o critério ja empregada para o caso de duas classes

WTB

I8

Jw) =
WTW

1€

e, como foi demonstrado anteriormente, o autovetor e associado ao maior
autovalor 7\1 de W'lB é a diregdo 6tima ﬂ: . Em alguns casos pode ser que a
projecdo apenas na direg3o 6tima conduza a bons resultados. Entretanto, em
outros casos, direges adicionais ser3o necessdrias. Para isto, pode-se
adotar diferentes abordagens, duas sendo mencionadas a seguir:

i ap6és determinada a diregdio Otima dada pelo autovetor e, procurar a
segunda diregdio 6tima no sub-espaco ortogonal a L obtendo-se v, com
1;- & =0. Para se obter a j-ésima direg83o, basta otimizar a fung&8o critério
no sub-espago ortogonal ao sub-espaco das direcdes Otimas ja determinadas
(e X zz,....,zj_l). Para detalhes, vide Okada & Tomita (1985) e Duchene &
Leclercq (1988).

ii partir diretamente de uma fungdo critério que possa fornecer varias
direces 6timas de uma sé vez, ou seja, deseja-se determinar a matriz A
(mxd), com m<d, tal que para a transformac2o linear y=AT_)g tenhamos um maximo
da funcdio critério (por exemplo) tr(W;lBy), onde as matrizes Wy e By s80
matrizes de espalhamento no espago de vetores y. Fukunaga (1990} demonstra
que as diregdes O6timas sdo aquelas dos autovetores ¢ . da matriz W_]B, res-

7

. . -1 e e
saltando-se que os autovetores ndo sdo ortogonals pois W B n3o é simétrica.
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c
. B} T T T
Lembrando que matriz B é da forma ocl-oc1+ ozz-oc2+...+ a *a, onde X oci =0,
&, R THE ZZ & -
i=1

e como cada matriz gci-gcf tem caracteristica 1 e s6 ha c-1 matrizes o g?
linearmente independentes, ent3o a caracteristica de B é 6 = min [y,d], onde
em geral, ¥ = c-1 (em casos particulares pode resultar menor que c-1). Por-
tanto, a caracteristica de W_IB também é 6 pois w ! ¢ nso singular. Decorre
dis to que ha @ autovalores n3o nulos para w'B e portanto esta técnica pode
fornecer no maximo 6 direc¢des 6timas. Se m=8, basta tomar todos os autoveto-
res obtidos; se m<8, tomar os m autovetores associados aos m maiores autova-
lores (lembrando que o valor da fungd3io critério, tr‘(W;lB), é igual a soma
dos autovalores no espago de dimens3io m) e se m>8 ficam faltando m-6 dire-
¢des que devem ser determinadas com alguma outra abordagem. Uma observagao é

que apesar dos autovetores n¥o serem ortogonais, eles apresentam uma espécie

de ortogonalidade, conforme visto no teorema a seguir.

Teorema: Para autovalores distintos tem-se giTW gj =0, i®j .

Demonstracgéo:

¥* #*
Sabemos que Bw = AWw e portanto

*T * *T *
W Bw = w A Ww
] i joi i

*T #* *T *
w Bw = w A Ww
i j i j

SQubtraindo esta ultima equagfio da primeira:

AW TWw =0 /A% A
(hi"j!V_j w = “OPLAFE A
-)KT *
‘_N_J.W_Vzi=0; i#]

Ha portanto um tipo de ortogonalidade normalizada entre as diversas diregtes

o6timas.
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Em termos praticos, espera-se que um nudmero pequeno de fungdes dis-
criminantes e.X seja suficiente para prover uma boa separabilidade entre as
¢ classes de forma a haver uma boa reducio na dimensionalidade do problema
de classificagdo.

Suponhamos que se tomem r = 6 fungdes discriminantes. Uma possivel
regra de classificagio é:

* associar x a classe wk se

r *1 2 r *1 2
z [_vx_r, (x- zk)] = Z [_W_, (x- z_)] , para todo i#k
1
j:l J j:l
Isto pode ser expresso de forma mais compacta se tomarmos

T

A * *1 *y — *r - *r - *T - T

Y- ﬂl ‘X ﬂz'z... W X e 11= w ‘X WX ..w x]
1

r 1 i 2 i -r

sendo, respectivamente, a projecdio de X nas r diregOes E: e a projecdo do
i-ésimo vetor médio _zi nas mesmas r direcdes. Tomando a norma ou distancia
Euclideana temos a regra de classificacdo ;

* associar x a classe w se

z para todo izk

— 2 pR—
he-x I, = lz-x .l
A abordagem apresentada n3o é a Unica possivel para multiplas clas-
ses. Uma vis3o alternativa do problema é tomar as classes aos pares, calcu-
lando clc-1)/2 funcdes discriminantes associadas a todos os pares i, j de

classes, 0 que equivale ao Caso 2 do capitulo de Funcdes de Decisdo :

*T

= = X -x 8
Yy = ¥y x ou y, ( X, x_j) Sij X (semelhante a (28))
onde
A (n-1) S, +(n-1) S,
S = - - J J (semelhante a (25))
1 n +n -2
i}
n-
A 1 ! — — T
S = — = (x. - x)Mx - x) (semelhante a (22))
i ni—l k=1 ik i ik i
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n
i

X, (semelhante a (20))
1

i n
ik

e X = — I
Para cada par de classes 1i,j pode-se definir um limiar de decis3o
seguindo as expressdes (29a) ou (29b), dependendo da igualdade ou n3o das
matrizes de covaridncia envolvidas. Tomando para simplicidade notacional o

caso (29a), tem-se o limiar

*T = A _*r = = = o3Il - z
w ‘X =w (P x+P x)/(P+P )= 1(x-x)S (Px+Px)/(P+P)
ij "4 iy 571 1] i} 17y 1 it 17 i

e podemos entdo definir as fungdes de decisdo :

*1 - .. i
d, ® = ¥, (x- zij) i;j =1, 2,...c ; i#j
ou
*T * -
dX=w xX-wW . X
ij ij 1j 1j
. T .
que pode ser escrito na forma d(x) = Yy X+ v, ., como feito no capitulo
* ¥* -
sobre Funcdes de Decisfio, bastando fazer vy = w2 e v =-W T X
o i] d+j ij —4u
Com isto, a regra de decisgo fica:
¥ classificar x em w, se
dkj (x) >0 para V jzk; j=1, ..., ¢

Outras idéias poderiam ser tentadas, como por exemplo:
® Criar uma func3io de decis¥o por classe. Por exemplo para a classe i ,
agrupariamos as classes restantes em 1 unica classe e determinariamos a

funcfio discriminante de Fisher para as 2 classes:

¥ Ei+ _K—O
d(x) = WX - 5
oot (xR
onde W = Stusao Zi %o

e X se refere 4 média das médias das outras classes que ndo a i-ésima.
[+
Neste caso, o problema se enquadra no Caso 1 visto no capitulo sobre funges

de decis3io, se a regra de classificac8o para a classe w, for
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dk(g) >0 e dj(x_) <0 para j*k

N3o nos parece uma tarefa exeqiiivel avaliar teoricamente,para casos
genéricos, o desempenho das diversas abordagens possiveis. Algumas conside-

racdes sobre estimagiio de taxas de erro podem ser encontradas em Lachenbruch

(1975).
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MEDIDAS DE DISTANCIA

Este capitulo inicialmente apresenta medidas de distancia, ou dissi-
milaridade ou afastamento, entre vetores de padrdes ou de atributos. A
seguir, apresentam-se medidas de distancia entre um vetor e uma classe, e
finalmente, medidas de distancia entre duas classes. Os atributos serdo

supostos variaveis continuas em R .

DISTANCIA ENTRE DOIS VETORES

Definic3o: Distancia entre dois vetores arbitrarios x e ¥ € R? ¢ qualquer
fungdo real que satisfaz as 3 propriedades:
i d(x,y)= d(y,x)

ii dix,y) 2 0

Iv

1

d(x,x) = 0

s
{2y
(-

Se além de i a iii também valerem

iv dix,y) =0 seesbse X=Y

v d(x,y)

IA

d(x,z) + d(z,y) (desigualdade do triangulo)

entdo d(x,y) é uma métrica

S3o apresentados a seguir alguns exemplos importantes de medidas de
distancia:
i Distancia de Minkowski de ordem s

£ uma definico bastante geral, que engloba outras definicSes de

distancia mais conhecidas como a Euclideana. E uma métrica.

d s 1/5
amn=l=sl = [ T 1%-v°] s N
j=1
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ii Distancia médulo ("city block")

E a métrica de Minkowsky para s=l:
d
d&y = xx|, = ; | x

O nome "city block” vem do fato da semelhanca desta medida com a forma de se
medir distancia ao longo de ruas e quarteirdes entre dois pontos em uma

cidade.
iii Dist&ncia Euclideana
E a definicdo mais conhecida e mais utilizada, sendo a métrica de

Minkowski para s=2:

172

d 2 172 T
qwn=lxxl, = [ T oe9?] = | sy

=1

iv Distancia de Pearson ou ponderada

2q1/2 172

d (x_—yj) d ; X~V 2
d(.&sl)= Z-——J—Z—' =[2[ Jsj}]
P j=1 SJ. j=1 j

onde s? é a varidncia da j-ésima variavel.

Esta distancia é utilizada no lugar da Euclideana quando as variaveis
que compdem os vetores X € Yy ndo tem a mesma unidade ou a mesma ordem de
grandeza. Por exemplo: para caracterizar um sinal de duragio finita poderia-
mos utilizar os atributos: x = amplitude de pico, x, = duragéo, X, = tempo
de subida. Fica claro que X, n3o pode ser comparado com x, € X, por terem
unidades diferentes. Mas X, € X, também n3o serdo comparaveis caso as ordens
de grandeza sejam diferentes. Suponhamos como ilustragdo que a duragdo pode

variar na gama entre 20 € 60 ms e o tempo de subida na faixa de 1 a 3ms

1

. . 2 2
(Fig. 1). Se optarmos pela distancia Euclideana ‘/(xz—yz) + (x3—y3) tere-
mos incongruéncias como: um sinal z , com z, = 20 e z= 3 (ponto D na Fig.

1) , estd 3 mesma distancia do sinal X , com X = 20e x, = 1 (ponto A na
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ytempo de subida (ms)

b PS
| |
'TAE B
L - duraca
0 20 o duragdo (ms)

Fig. 1 — Supondo sinais representados por duragéo e tempo de subida, os dois
pares A-D e A-E estariam & mesma distdncia caso se utilizasse a
distdncia Euclidiana.

atributo 2

—» atributo 1

Fig. 2 — Exemplo de duas distribui¢des com mesma matriz de covaridncia. A
reta y é a mediatriz do segmento que une os pontos y; € U,.
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Fig. 1), do que o sinal x ao sinal y, com y, = 22 e vy = 1 (ponto E da Fig.
1). Isto n3o é razoavel, para certas aplicagles, pois y € bem mais similar a
x do que z pois este tem o triplo do tempo de subida que x ao passo que y sé
difere de p por uma variag3io de 10% na durag3io. A distancia de Pearson
padroniza, ou normaliza, as varidveis ou atributos pelo respectivo desvio
padr3io. Outras formas de se obter uma padronizag3io é dividir cada variavel
pela sua gama de variag3o ou pelo seu maximo, ao invés de dividir pelo des-
vio padrdo.

v Distancia de Mahalanobis

E uma distancia ponderada conforme visto abaixo:
—— 1/2
d &y = [ (x-y) ¥ (K"I)}

onde ¥ é a matriz de covariancia do vetor aleatério X , ou sua estimativa a
partir de amostras. } é uma matriz simétrica positiva definida.

A distancia ponderada €é um caso particular da distdncia de
Mahalanobis, bastando fazer } = diag [sf sz ........ si], que seria a matriz
de covariancia para o caso de atributos ndo-correlacionados.

Suponha haver 2 classes, ambas com matriz de covariancia }. No caso
geral, as variaveis ou atributos s#3o correlacionados e Y ¢é nd3o-diagonal
(Fig. 2). Se utilizarmos a distancia Euclideana, os pontos da reta y sdo
equidistantes de Boe W, Mas, é facil ver que isto n3o significa que qual-
quer ponto de ¥ pode tanto ser atribuido a classe w, Ou . O ponto A , por
exemplo, estd em 7, mas esta mais préoximo de w . O ponto B esta a direita
da reta ¥y o que em termos de distancia Euclideana para B oen, o0 classifica-
ria em @, muito embora B esteja mais perto de w . Para podermos usar a
distancia Fuclideana devemos ter as varidveis n&o correlacionadas o que €

conseguido com a transformagdo de Mahalanobis: dado um vetor X nas coordena-

-1/2 . ca
das originais utilizar o vetor z = z x (caso a matriz de covaridncia ndo
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seja conhecida, utilizamos um estimador) com métrica Euclideana. Estd ent3o
justificada a expressfio para a distancia de Mahalanobis.

Muitas vezes se utiliza o quadrado da distancia de Mahalonobis ao
invés da distancia de Mahalanobis.
vi Distancia gquadratica

do(z,x) = [(z—x)TA(_:g—jz)]U2

onde A é uma matriz simétrica positiva definida. Esta é uma generalizag3io da
distédncia de Mahalanobis.
vii Distancia de Chebyshev ou distancia "sup”

d (x,y) = max Ix —yil
1=i=d

que é a métrica de Minkowsky para s-w

ooooo Exemplo : Em 2 dimensdes,representamos na Fig. 3a, o lugar geométri-
co dos pontos que tém a mesma distancia d(x,0)=2 em relac8io & origem, utili~
zando-se dl, d2 e dm. A Fig. 3b mostra o mesmo para dp, com 51= les=2.
Finalmente, a Fig. 3c mostra o lugar geométrico para o caso da disténcia de
Mahalanobis. Em dimensdes maiores, a circunferéncia da Fig. 3a para o caso
Euclideano se generaliza para hiper-esfera e para os outros dois casos para
hiper-cubo. As Figuras 3b e 3c para dimensdes maiores resultariam em uma

hiper-elipséide.

+
H se d(x,y) >L (H, L eR)
d N(z,x) =

0 se d(x,y) =L

onde H e L s3o parametros a escolher e d(x,y) é uma medida de distancia
também a escolher, podendo ser, por exemplo, qualquer uma das ja vistas
anteriormente. O parametro L define um limiar de tal forma que se dois veto-
res X e y tém d(x,y) = L, entdo isto significaria que o seu afastamento €

devido a variabilidades intrinsecas dentro de uma mesma classe ou devido a

ruidos. Caso os dois vetores nestas condicles pertencam a classes diferentes
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() (b)

| 1 X2

Xy

(¢)

Fig. 3 — (a) Lugares geométricos dos pontos eqiiidistantes da origem segundo
as distancias d;, d; e do; (b) idem para a distincia d, (s1=1, s2=2); (¢)
idem para a distincia dy em que a correlagdo entre x, € x; € positiva.
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entdo podera haver erro de classificagdo e portanto para fins de classifica-
¢3o pode-se tomar a sua disténcia como nula (dN(z,x) = 0).

A argumentac8io para a definigdo desta distancia é: caso dois vetores
x e y de classes diferentes estejam a uma distancia "razoavel", de pelo
menos L, ent3o estes vetores ndo poderdo ser classificados erradamente. Do
ponto de vista de classificagdo, se a distancia for um pouco, ou for muito
maior que L, n3io faz diferenca, pois a probabilidade de erro é nula em ambos
os casos. Por esta razio toma-se dN(g,x) = H para vetores distantes "o sufi-

ciente" entre si.

PROXIMIDADE ENTRE DOIS VETORES

Até agora foram apresentados indices de dissimilaridade. Um indice de

s

similaridade ou proximidade por vezes utilizado é a correlagdio ou co-seno do

angulo entre os vetores X e Y :

T
X -y

I=l, fxl,

Este indice é maximo quando os vetores tém a mesma direc3o, embora possam

s(x,y) =

ter normas bem diferentes. No caso de X e y representarem amostras de dois
sinais x(t) e y(t), respectivamente, a similaridade seria maxima quando
x(t) = ay(t), a € R',

o que significa que a forma dos dois sinais é exatamente¢ a mesma, a0 passo
que as amplitudes podem ter uma relacdio arbitraria. E claro que em varias
aplicagdes praticas este indice n2o é o mais adequado. A Fig. 4 mostra um
caso de 2 classes, com amostras ocupando regites alongadas, aproximadamente
na direcdio de duas retas passando pela origem. Neste caso o angulo entre os

vetores ¢ um bom indice para classificacdo.
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S(X,y;) = c0s6,
S(X,y2) = €0S6;

Fig. 4 — Ilustragdo de um caso em que o conceito de proximidade por angulo
pode ser adequado
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DISTANCIA ENTRE UM VETOR E UMA CLASSE OU AGRUPAMENTO

A necessidade de se definir distancia entre vetor e classe ou agrupa-
mento aparece tanto no classificador por vizinhos mais préximos, ja visto,
como na analise de agrupamentos em que se tentam agrupar padr@es similares
entre si. Padrdes (com classificagiio desconhecida) similares entre si sdo
atribuidos a um mesmo agrupamento enquanto padrdes dissimilares aqueles, s3o
atribuidos a agrupamentos distintos. Portanto, para estas finalidades, uma
classe ou agrupamento sera entendida, no que segue, como definida ou repre-
sentada por um certo nimero de vetores de atributos disponiveis. Da mesma
forma que no caso de medidas de distdncia entre dois vetores, apresentaremos
alguns exemplos importantes na pratica.

i Distancia ao centréide da classe ou agrupamento

A disténcia entre um vetor X e a j-ésima classe ou agrupamento é de-
finida como a distancia entre o vetor X e o vetor —)__(j que é o centrdéide da
classe ou agrupamento em estudo. Esta distancia entre os dois vetores pode
ser escolhida como qualquer das distdncias ja apresentadas na segdo
anterior. Convém ressaltar que caso se conheca a matriz de covaridncia (ou
um seu estimador) pode-se, por exemplo, utilizar a distancia de Mahalanobis
que devera dar melhores resultados que a distancia Euclideana. O mesmo se
aplica aos casos seguintes.

ii Distancia ao elemento mais préximo da classe ou agrupamento

A distancia entre o vetor X e a j-ésima classe ou agrupamento é defi-
nida como a distancia entre o vetor X e o vetor mais proximo a X que perten-
ce & j-ésima classe ou agrupamento. A Fig. 5a ilustra esta definig3o.

Esta é a distancia utilizada no classificador do vizinho mais préximo
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(1-NN) e no método hierarquico de agrupamento de vizinho mais préximo.
iii Distancja ao elemento mais afastado da classe ou agrupamento

A distancia entre o vetor X e a j-ésima classe ou agrupamento é dada
pela distancia entre o vetor x e o vetor mais afastado de X que pertence a
j-ésima classe ou agrupamento. Na Fig. 5b, como a maioria das amostras da
classe ou agrupamento 7, estd mais distante do vetor X do que os vetores de
7, da Fig. 5a em relacio a x (apesar da distancia do vizinho mais préximo de
¥, @ X ser igual & do vizinho mais préximo de ¥, a X), parece razoavel dizer
que d(g,-,yl)(d(;(_,arz) e, portanto, neste exemplo, a distdncia ao elemento mais
afastado da classe ou agrupamento ¢ relevante.
iv Distancia média aos elementos da classe ou agrupamento

A distancia entre o vetor X e a j-ésima classe ou agrupamento é dada
pela média das distancias de x a todos os elementos desta classe ou agrupa-
mento. A Fig. 5c exemplifica um caso em que as distancias do vizinho mais

préximo e do vizinho mais distante a x ser3o iguais aos dos casos das Figs.

S5a e 5b. Entretanto, como a maior parte da "massa” de pontos estd mais pro-
xima de X na Fig. 5c do que na Fig. 5b, fica aparente que possivelmente
deveriamos ter d(x,73)<d(§,arz), o que é conseguido com a utilizagdio da medi-
da de distancia definida neste item. Deve ficar claro para o leitor que a
selecdo de uma ou outra medida de distancia ira depender muito do contexto
do problema, e portanto o especialista em reconhecimento de padrdes devera
ter uma boa intuic3o sobre o problema especifico sendo tratado, ou obter

esta intuicdo através da parceria com um especialista no problema especi-

fico.
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Fig. 5 — Distancia entre um vetor e uma classe ou agrupamento.
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DISTANCIA ENTRE DUAS CLASSES OU AGRUPAMENTOS

Este conceito tem utilidade em varias sub-areas de Reconhecimento de
Padrdes, como: andlise discriminante, selegBic e extragdo de atributos, ana-
lise de agrupamentos.

Dois casos distintos serdo apresentados: I no caso de classes ou
agrupamentos representados por amostras (vetoriais) conhecidas, a definic#o
de distancia se baseia diretamente nas amostras disponiveis; II no caso de
classes para as quais se conhecem as distribuigBes de probabilidade, ou em
que estas s3o estimadas a partir de amostras com classificagdo conhecida, a
definicdo de distancia ou separabilidade utiliza todo o conhecimento proba-
bilistico disponivel ou estimado. As primeiras cinco definigdes de distén-
cia pertencem ao caso | ao passo que as restantes ao caso II . Onde relevan-
te, supomos a i-ésima classe ou agrupamento representados por n, elementos
indicados por gi(k), k = 1,... n .
CASO I: Distancias baseadas em amostras
I-i Distancia entre centréides

A distancia entre o i-ésimo e o j-ésimo agrupamento ou classe € defi-

nida como a distancia entre os respectivos centréides X e gj

A A3 A e A ALl es s

A distancia entre o i-ésimo e o j-ésimo agrupamentos ou classes €
definida como a menor distancia possivel entre um elemento do j—ésimo e um
elemento do i-ésimo agrupamento ou classe:

d = min d[x s, X ], =1, ....,n ; m=1l..n
1j =ik m
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1-iii Disténcia entre vizinhos mais afastados

A distancia entre duas classes ou agrupamentos é definida como a
maior distincia existente entre dois elementos das duas classes ou agrupa-
mentos, tomando 1 elemento de cada:

d = maxd(gi Xx ), k=1...n; m=1, ...n

ij k *Zjm i j

I-iv Distancia média

P

A disténcia entre duas classes ou agrupamentos é definida como a
média das distancias de todos os pares de elementos, tomados um de cada

classe ou agrupamento:
n n

1 i j
dij = n nj k§1 m§1 d[zik ’ )‘(J'm]

I-v Distancias baseadas nas matrizes de espalhamento T, B e W.

As medidas de distancia ou separabilidade apresentadas a seguir tém
sua inspiragdo na analise discriminante. A primeira relaciona o traco da
matriz de espalhamento entre-classes, ou entre-agrupamentos, com o trago da

matriz de espalhamento intra-classe, ou intra-agrupamento.

tr B
di_) T tr W
onde
o, n —_ — — T
B = Lo(x.x) (x-%) e
n+n, i i i j
TR
n n
! — — T v — — T
W = = (x -x Mx -x) + Z (x -x)x -x)
n=1 in i in 71 n=1 jn T§ Tjn TJ
n n . —
e portanto tr B = —nl—+—ni dz(zi,x,), ou seja, é proporcional a distancia
S —i
1]

Euclideana entre os centréides.

Essa medida de distancia refina a medida de distancia entre centroi-

des pois leva em consideracdo a compactagiio média intra-classes ou intra-

agrupamentos.

Uma outra medida semelhante é
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d = tr WB
ij

Esta medida pode ser escrita também como

dij = ¥ autovalores de W‘IB = Unico autovalor n#o nulo de W—lB

ou ainda como

n n
i

(Zl —EJ,)T W_l(_z_—i —Ej) (da propriedade tr(y- gT)=x_T'x)

n_+n
i

que é proporcional a uma distancia do tipo de Mahalanobis entre __)ii e _ij,
tomando W como uma matriz de espalhamento comum as duas classes ou agrupa-
mentos. Deve-se comparar este resultado com o caso anterior. Aqui se tem a
distancia de Mahalanobis, que leva em conta a correlagdo entre as varidveis,
ao passo que em tr B/ tr W ndo se leva em conta a correlagdo entre as

variaveis pois se toma o trago de W.

Uma terceira medida utiliza o determinante de matrizes de espalhamen-

to ao invés de trago:

| T |

d S
oo w |

onde T =W + B ¢é a matriz de espalhamento global ou total (vide capitulo
sobre Discriminante e Classificador de Fisher). Esta definigdo pode parecer
menos razoavel do ponto de vista intuitivo, mas mostraremos abaixo que esta
medida esta relacionada com a anterior (tr(W™'B)).

Pré e p6s multiplicando a equagio T=B+W, por W_l/2 tem-se:

-1/2 -1/2

TW = W—1/2

~-1/2

W BW + 1

e tomando o determinante em ambos os membros, tem-se

| T
= det[W_U pwll, 1]

o
) | W |

Multiplicando por wl’? a direita e por wl? esquerda n3o muda o determi-

nante, € portanto

d = dettW'B+1)

ij
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Denotando como  a matriz n3o singular que diagonaliza W_IB através

da transformacXo ¥ (W By, tem-se
det(W 'B+D=detly (W 'B+Dyl=det(y (W By + 1)
onde a matriz diagonal W-I(W_IB)W s6 tem 1 autovalor n3o nulo na sua

diagonal e portanto

Ili l'lj
=1 + X - X
ij ni+nj ( z‘i zj i 7

= 1 + Unico autovalor n3o nulo de W_IB .

Conclui-se que a distdncia entre duas classes, ou agrupamentos, dife-

re apenas de uma constante aditiva quando se utilizam as definigBes tr(W—]B)

e |T|/|W|. Entretanto, para o caso de distancia entre vdrias classes, ou

agrupamentos, essas duas definigdes ser3io bastante diferentes, pois em
-1
|T|/|W| aparecem termos em produto de autovalores de W B. Deve-se observar

que para distancia entre duas classes ndo se pode usar nenhuma definicdio de

distancia que inclua |B|, pois este sera nulo.
CASO 1I: Distancias baseadas nas fungBes densidade de probabilidade

Nesta abordagem, uma distancia ¢é definida utilizando-se toda a
informac#io probabilistica que caracteriza as duas classes, ou agrupamentos,
e com isto tem-se potencialmente uma forma mais poderosa ou completa de se

conceituar o que seja uma distancia ou separaciio entre 2 classes (ou agrupa-

mentos).
Ha varias definigdes propostas na literatura sendo que 2 expressi#o
geral é :
d, = [ g[p(zlwi),p(gle),Pi,Pj] dx
que deve obedecer as 3 condigOes:
i d z0

1 1

ii d.j é maximo se p(_)glwi) = 0 quando p(gle) # O para qualquer X, ou
1

seja quando as classes sdo disjuntas
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iii d =0 se p(z]wj) = p(_}gle) , ¥V ox

No que segue, o texto referir-se-a apenas ao caso de classes, ficando
subentendido que no caso de agrupamentos, sem informagd3io a priori, seria
necessario estimar tanto as funcGes densidade condicionais como as probabi-
lidades de ocorréncia de uma amostra de cada agrupamento, para entdo calcu-
lar numericamente a distancia. Caso a estimag3o das fung¢les densidade seja
paramétrica, basta empregar a expressdo teérica da distancia (por exemplo de
Bhattacharyya, que sera vista a seguir).

Serdio apresentadas algumas defini¢des de separabilidade entre duas

classes, conforme propostas na literatura.

II-i Distancia de Bhattacharyya

172
4o = | [p(xlwl) p(gle)] ax

Esta definicfio satisfaz as 3 condi¢gBes acima, notando-se que se as

classes s3o disjuntas dij g o Define-se o coeficiente de Bhattacharyya

como
a 172
p, = € 1B = [p(XIw)p(zlw.)] dx
B i j
Q
que pode ser escrito como
1/2
p(x|w) 17° p(X[w)
p. = _ p(§|wj)d§ =E - |w |
B Q p(§|wj) p(X_le)
1/2
A p(x]w)
onde f(x) = —_— é a raiz quadrada da razfio de verossimilhanca, de
p(x ij)

onde pB=E[f (X_)[wj]. Além do mais, tem-se

dij’B = - ln(pB)

A Fig. 6 mostra um exemplo de trés funcdes densidade Gaussianas uni-

dimensionais, juntamente com as respectivas funcdes f(x) para os pares 1-2
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Fig. 6 — Trés fungdes densidade de probabilidade, p(x|w:), p(x|®z) € p(x|o3)

Pl )
Y ef] )
Pl &

Gaussianas juntamente com duas fungdes fix(x) =

p(Tn I 0)2) c p(le I (Dl) 0.4 p(Tls | 0)3) c p(Tnl(Dl)

0.2 \ T
0.1 bt osisnind 0.2 .
0 A\ N 0 '

20 -10 0 107,20 -50 0 1, OO

Fig. 7 — Fungdes densidade da variavel aleatoria 1;j(x) para as densidades f(x|w:)
utilizadas na Fig. 6.

132



e 1-3. A comparacdo das integrais de termos do tipo f (z)-p(zlwi) permite
afirmag®es quanto a menor ou maior distdncia entre duas funces densidade
(segundo a defini¢8io de Bhattacharyya).

E facil notar que se as densidades p(x |wi) e p(x ij) estio bem sepa-
radas entre si, entfio f(X) assume valores pequenos na regido em que p(x le)
é grande e vice-versa, fazendo com que Py = E[ f (X)|wj] seja pequeno e por-

tanto dij seja grande. Se as densidades est3o muito juntas entdo Py é

B
grande e dij’B € pequena.

Esta medida de distancia é invariante a transformacdes lineares n#o
singulares pois para Y = A X tem-se py(ar) = IA-II px('a) onde os indices y
e x indicam para quais vetores s3o as fung@es densidade.

1I-ii Divergéncia
p(x|w)
d = [p(x|w) - p(x|w)] tn ———— dx
i),D i J
Q p(gle)

O leitor interessado pode demonstrar que a divergéncia satisfaz as
3 condigGes i a jii citadas anteriormente além de ser invariante a transfor-
macgtes ndo singulares em x . Uma expressdo alternativa para a divergéncia em
termos do logaritmo da raz3o de verossimilhanca é

p(X]w) p(X|w)
diD=Eln——————- w | -E}| In|——mm wj
1

5 p(X|wj) p(X_le)

Definindo ln [p(_X_|w1)/p(X|wj)] como riSX_), obtém-se uma interpreta-
¢3o para a divergéncia como sendo a diferenga entre os valores esperados da
variavel Ti(X) condicionados a w e wj .A Fig. 7 mostra duas fungtes densida-

J
de de probabilidade da variavel 'rij, a primeira condicionada a wj e a segun-
da a w o supondo as duas densidades condicionais p(x |wi) e plx le) como
esbocadas na Fig. 6. Deve-se atentar para o fato de que r”assume valores

positivos com grande probabilidade quando X pertence a classe w e valores

negativos com grande probabilidade quando X pertence a classe wj .
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Ha uma série de outras medidas de distancia ou separabilidade, e o
leitor pode encontrar uma amostra bastante farta em DeVijver e Kittler
(1982).

Varias das medidas de distancia podem ser relacionadas com a taxa de

*

erro de Bayes E, como por exemplo para o caso da distancia de
Bhattacharyya:
_p ..d
* 1 B 1 ij,B
= = = = - ’
E 5 e 5 e [e ]

As dificuldades computacionais envolvidas nos calculos destas medi-
das de distancias probabilisticas s3o grandes o que torna seu uso ndo muito
adequado na pratica.

Entretanto, no caso Gaussiano as express@es para as distancias

tornam-se mais interessantes do ponto de vista pratico:

O.Sdet[ z +Z]
i

1 T P> it Zj -1 1
= — | p- _ - — 1
e s | B 5 S I 172
[ 15 151]
1 {1, o1 1 -1 -1
o —2— [M."_Ei] [Zi +Zj][£j—_gi] + —2— tr Zi =+ Zj Zi -21

T 1
= = = - Z -
dij,M(g'j’gi) dij,D 8 dij,B [ —Ej -—Ei] [ ﬁj Ei]

onde dij " é a distancia de Mahalanobis.
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SELECAO DE ATRIBUTOS

INTRODUGAO

Um padr3io pode ser associado a um vetor z contendo 7 (n € Z+)
medidas, observagles, varidveis ou atributos zi. Denotemos por Z o conjunto
de atributos { Z ,Z, 5 Z }.

0000 Exemplo Dentro de um problema de analise de sinais, o vetor pode
conter todas as m amostras de um dado sinal (tendo-se ent3o 7 medidas,
observagdes ou varidveis), como por exemplo 10000 amostras de um sinal de
eletrocardiograma. O vetor pode, por outro lado, ser uma representagfio mais
compacta do padrdo, contendo atributos que juntos s3io supostos poder sinte-
tizar o que o padr3io tem de similar a outros padrdes de mesma classe e de
dissimilar em relagio a padrdes de classes diferentes. No exemplo do eletro-
cardiograma os atributos poderiam ser os intervalos entre batimentos
cardiacos e as amplitudes dos picos.

16%0%0l0%0]

O problema de selegdo de atributos é reduzir a dimensionalidade dos
vetores z associados aos padrdes, de m para d (d<w), através da selegio de
um sub-conjunto dos 7n atributos ou varidveis originais. No exemplo de poten-
ciais de unidades motoras poder-se-ia sugerir varios atributos como: ampli-
tude pico-a-pico, durag3o total, durag3io entre o pico maximo e o minimo,
area do moédulo, energia, comprimento (nimero fractal em Kohn, 1989}, assime-
tria espectral (Kohn, 1989). Poderiamos estar interessados, por exemplo, em
verificar quais 3 dos 7 atributos seriam os melhores em termos de manter a

separabilidade entre classes. Neste mesmo exemplo de potenciais de ag3o

poder-se-fa partir das préprias amostras de cada potencial de acdo e verifi-
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car quais s3o as melhores em termos de separabilidade entre classes (vide
por exemplo, Salganicoff et al, 1988).

Ha pelo menos trés razdes pelas quais é desejavel efetuar uma redugdo
do nimero de atributos: i diminuir o custo (instrumentagfio para efetuar as
medidas, tempo de computagfo, etc) da etapa de medigdo de varidveis de cada
padr3o; ii diminuir o custo (equipamento de propésito especifico, tempo e
memoéria de computagfo, etc) da etapa de classificagfio; iii diminuir
redundancias existentes nas variaveis iniciais que podem prejudicar o desem-
penho de um classificador dada a necessidade de se obter estimativas a par-
tir de um nUmero finito de padrdes de treinamento. Como um exemplo simples
deste ultimo caso poderiamos tomar um conjunto de treinamento com 100
padrdes. Estes padr¥es provavelmente seriam adequados para estimar uma
func3o densidade de probabilidade para uma unica varidvel ao passo que se
aumentassemos o numero de atributos para 4, por exemplo, obteriamos estima-
tivas de fung3o densidade (a 4 varidveis) de qualidade pior. Portanto erros
de estimac3io causam deterioragdio do desempenho do classificador quando este
é aplicado a padr¥es novos (que n3o os do conjunto de treinamento) de onde
se conclui que um ndmero excessivo de atributos pode prejudicar o desempenho
de um classificador que seja projetado a partir de um conjunto de treina-
mento de tamanho finito.

No capitulo seguinte serd abordado o problema de extragdo de atribu-
tos que consiste em determinar um mapeamento das 7 variaveis para d
variaveis (IRn-)le) que preserve a separabilidade entre classes. Na pratica, a
extrac3io de atributos exige que todas as 7 variaveis sejam medidas ao passo
que a selecdio de atributos tem o mérito de reduzir o nimero de variadveis a
serem medidas, além de reduzir a dimensionalidade do classificador.

Idealmente, tanto a selecdo quanto a extragdo de atributos devem ser

realizadas juntamente com a selecdo do classificador, de forma a evitar
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incompatibilidades entre os atributos finais utilizados ¢ o método de clas-
sificacdo empregado. Na pratica, em geral, por motivos de simplicidade, a
selecio e a extragdio de atributos s3io feitas separadamente do projeto do
classificador. A selegio do classificador e a selegdo e extracdo dos atribu-
tos, sio atividades de projeto, normalmente baseadas em um conjunto de amos-
tras ou padrdes com classificacdo conhecida (conjunto de treinamento ou de
aprendizado). Em alguns casos, pode-se fazer a selecdo de varidveis adapta-
tivamente aos novos dados que vdo chegando para serem classificados.

A seleciio de atributos consiste basicamente em uma busca de um sub-
conjunto 6timo de atributos. Para caracterizar a otimalidade, utiliza-se
alguma fung3io critério J(.) conveniente, que deve ser otimizada (minimizada
ou maximizada). Como a busca exaustiva direta, em geral, é impraticdvel, em-

prega-se algum algoritmo mais rapido que ainda forneca resultados adequados.

CRITERIOS DE OTIMALIDADE

H&a varios critérios propostos na literatura, sendo que apresentaremos
duas categorias importantes.
i Minima Probabilidade de Erro

A minimizac3io da probabilidade de erro de classificagdo é um objetivo
bastante atraente também em selegdo de atributos. A sua realizac8io pratica €

que, novamente, é problematica.

No caso extremamente raro em que se conhece a priori toda a descrig&o
probabilistica da gerag3o dos padrdes, a taxa de erro de um classificador
arbitrario ¢ dada pela express3o (28) do capitulo sobre Teoria de Decis3o

Bayesiana:
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E= 2 | [1- Plw |x)Ip(x)dx (1)
1= Q 1

\

Dado um classificador e dado um sub-conjunto de m atributos (m=n) de
Z = {21,...,zn} , determinam-se as regides de aceitagfio Qi, e calcula-se E.
Esta frase de aparéncia simples esconde, entretanto, as grandes dificuldades
envolvidas na determinagdo dos Qi usados nas integrais nas regides Qi . Se o
que se deseja é determinar o melhor sub-conjunto de m elementos de Z ent&o
seleciona-se aquele que minimiza E .

Na maioria dos casos praticos n3o se conhece a descrigio
probabilistica dos padrdes e caso se deseje utilizar um classificador que
exija este conhecimento (por exemplo o de Bayes) devem-se estimar as fungOes
densidade de probabilidade condicionais e as probabilidades das classes a
partir de um conjunto de treinamento. Pode-se ent3o tentar estimar (1) atra-
vés de métodos numéricos para calculo de integrais utilizando as estimativas
de P(wi|3) e p(x) obtidas do conjunto de treinamento. Entretanto, as estima-
tivas de erro obtidas em testes experimentais tendem a ser menores que a
taxa de erro verdadeira. Outra abordagem pode ser a utilizagdo de indices
como a divergéncia e a distancia de Bhattacharyya que se relacionam com a
taxa de erro através de desigualdades. Finalmente outra abordagem consiste
em estimar a probabilidade de erro efetuando contagens de classificacdes
erradas. Nesta ultima técnica deve-se entretanto tomar o cuidado de nd3o
utilizar o conjunto de treinamento (utilizado para projetar o classif icador)
para estimar a probabilidade de erro pois o classificador estara
"sintonizado" especificamente para o conjunto de treinamento e a estimativa
da probabilidade de erro serd muito otimista. Para maiores detalhes vide o
capitulo Avaliacsio do Desempenho de Classificadores.

Caso se utilize algum método que estime a taxa de erro para com isto

selecionar o melhor conjunto de m atributos, pode-se obter um grafico da
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taxa de erro em funcidio do nimero m de atributos. Este grafico pode ser de
grande utilidade para a escolha do numero final de atributos d a ser empre-
gado no problema em estudo.

ii Maxima distancia entre classes (ou minima sobreposigdio de classes)

Caso se disponha de uma medida de distancia ou separagdo entre clas-
ses entfdio seleciona-se, para cada m, o conjunto de m atributos que resulta
na maxima separagdo entre as classes. A medida de separag3io tem que ser
global, isto é, para as c¢ classes tomadas simultaneamente. Hd um ndmero
muito grande de possiveis defini¢Ses de separabilidade entre classes.

Pode-se optar por uma abordagem em que se utilizam as distéancias
entre pares de classes (p.ex., a média das disténcias entre todos os pares
de classes, a minima entre todas as distancias entre pares, etc). A distan-
cia entre duas classes pode, por sua vez, ser escolhida entre varias opgdes,
algumas das quais podem ser vistas no capitulo sobre Medidas de Disténcia.

Em outra abordagem, utilizam-se as matrizes de espalhamento intra e
entre classes (W e B) apresentadas no capitulo sobre Medidas de Disténcia.
Pode-se ent3o definir separabilidade entre classes como tr(B)/tr(W),
tr(W_lB), |W+B|/ |W| , propostas estas que s3o uma extensdo da distancia entre
2 classes (vide capitulo sobre Medidas de Distancia).

Ainda uma outra abordagem é o emprego de medidas probabilisticas de
distancia entre 2 classes como por exemplo a distancia de Bhattacharyya
(vide capitulo sobre Medidas de Distancia), sendo necessario optar por algu-
ma generalizagiio para c classes. Uma possivel generalizacdo é a média das
distancias entre todos os pares de classes, média esta que pode ser pondera-
da pelo produto das probabilidades (ou frequéncias relativas) de cada par de
classes.

Uma vis3io probabilistica um pouco dif ertente nos sugere o emprego de

uma medida de separabilidade baseada em entropia. Isto advém das seguintes

139



consideracoes:

1 se P(wil_)g) = 1/¢c para i =1, 2,..., ¢, tem-se a maior incerteza
possivel na escolha da classe a ser associada a X, o que significa classes
com grande sobreposigiio (pouca separabilidade). Neste caso resulta a maxima
probabilidade de erro possivel, igual a (c-1)/c.

2 se P(wk|g) =1 para um dado k, ndo hd incerteza alguma quanto a clas-
sificacdio a ser dada ao X e portanto a probabilidade de erro é nula. A sepa-
rabilidade entre as classes neste ponto do espago ¢ total.

3 dos itens 1 e 2 conclui-se que, fixado um X , a situagdo mais interes-
sante é quando as probabilidades a posteriori das classes sdo bem dispares,
favorecendo em particular uma classe. No contexto da teoria da informagdo,

para minima sobreposic#io de classes (maxima separabilidade), a entropia
C
H(X) = —i§=:1 P(wilg) logzP(wih(_) (2)

deve ser a minima possivel (idealmente deve ser nula). Caso nos fixassemos
apenas em um Unico padr@io f ornecido, o melhor conjunto de atributos seria
aquele que minimizaria H(x). Como se deseja selecionar atributos n3o para um
tnico padrdc dado, deve-se utilizar como quantificador de grau de

sobreposic3o entre classes a média de H(x):
C
H = H(x) p(x)dx = - % Plw |x) log Plw |x)p(x)dx (3)
Q q it i 2 i

Portanto, dentro do contexto em discuss3o, o objetivo de um algoritmo
de selecio de atributos seria o de minimizar o quantificador H apresentado
em (3).

Quando n3o se conhecem as formas das fungOes densidade de probabili-
dade condicionadas a cada classe deve-se utilizar como critério para selecdo
de atributos medidas que nd3o exijam a estimacsio das funces densidade. Isto
descarta as medidas probabilisticas de distancia ou sobreposi¢do € no caso

de se optar pela minimizac3o da taxa de erro é mais recomendavel utilizar
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uma estimativa baseada em testes empiricos do classificador ao invés de
baseada na express3o (1) para a taxa de erro. Alguns trabalhos na literatura
tém utilizado as expressdes de distancia probabilistica derivadas para o
caso Gaussiano mesmo quando nada se sabe sobre as distribuices.

Quando as distribuicdes tém forma conhecida, a escolha de um critério
para selegio de atributos deve recair em um que utilize todo o conhecimento
probabilistico, pois com isto deve-se obter melhores resultados. Ben-Bassat
(1982) alerta para o uso da probabilidade de erro pois este critério, por

vezes, apresenta baixa sensibilidade.

ALGORITMOS DE BUSCA: UMA VISAO GERAL

O problema de efetuar a selecio dos d melhores atributos utilizando
uma busca exaustiva dentre um conjunto de m atributos (d<n) normalmente ndo
é factivel em termos de tempo de computagiio uma vez que o nimero de combina-
¢Bes possiveis [g] atinge facilmente valores grandes. Por exemplo se 3 = 50
e d = 10 deve-se testar aproximadamente 10" con juntos de 10 atributos. Em
um problema menor, como da classificagdo dos potenciais de unidades motoras,
poderiamos ter, por exemplo, % = 15 e d = 5, resultando em 3003 possiveis
conjuntos de 5 atributos. Como a quantidade de cdlculos para cada sub-
conjunto de atributos a ser testado é enorme, raramente sera viavel efetuar
uma busca exaustiva (quando d (ou n-d) € muito pequeno esta pode ser mais
eficiente). Ha entretanto um algoritmo, denominado "branch and bound”
(Narendra e Fukunaga, 1977), que implicitamente analisa todos os possiveis
conjuntos de d atributos sem efetuar a busca exaustiva. Excetuando-se este
algoritmo 6timo de busca, oS restantes s3o sub-6timos, n#o garantindo por-

tanto a otimalidade da solug3o, embora seus atrativos em termos de tempo de
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computacdo os torne importantes em aplicagdes praticas.

Como os algoritmos de busca s3o independentes do critério de
otimizagdo adotado, estes serdo descritos adotando o critério genérico da
maximizaciio de uma fung3o J(.), a principio arbitraria. Os algoritmos de
busca podem ser do tipo "bottom-up” em que se parte de 1 atributo e novos
atributos s3o adicionados até se atingir o numero desejado destes (ou até
satisfazer algum critério de parada), ou do tipo "top-down" em que se parte
de todos os atributos e vao-se descartando atributos até se chegar ao ndmero

desejado destes (ou até se satisfazer um critério de parada).

ALGORITMO OTIMO DE BUSCA

Descreveremos brevemente o algoritmo "branch and bound" de Narendra e

Fukunaga, (1977).

Parte-se do conjunto de = atributos {zl, Z .. zn}, supostos

2

numeéricos:
. +
Z = { z, | i=L, 2,..., n} nelt

Os atributos sdo ordenados arbitrariamente e serdo daqui para diante
referidos pela sua ordem ‘a’j =1, 2,..., 7 . Por exemplo, Z poderia ser um
conjunto contendo os atributos: durag3o, amplitude de pico, éarea, tempo de
subida, com os coeficientes ',yj tomando valores 1, 2, 3 ou 4.

Denota-se por - um conjunto de k = m-k inteiros v, TERTY Sl onde

k

cada y pode assumir um valor de 1 a % . 1"1-( indica o conjunto dos atributos
h]

que s3o descartados para a obteng#io do sub-conjunto de k atributos de inte-

resse. Novamente, a ordem de escolha dos atributos é indiferente e para sim-

plificar pode-se ter

< <...<9y - (4)
LARR P LA™
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A funcdo critério é denotada ‘IE (11, Yy seees 7;), ¢ deve ser maximi-

zada para se obter o sub-conjunto 6timo de k atributos, descartanto-se os

— * * *
k = n-k atributos CORPY SRS ("
* *
T4 [71""’715] = 71,{[1?}.('; - J K [71""7 K ]

Uma restricdio de monotonicidade é imposta a fungdio critério (que é
satisfeita por varias fung¥es critério) no sentido que a mesma n3o deve
diminuir de valor (em geral ird aumentar) quando se elimina um elemento de

um dado conjunto de atributos descartados:
J )= ) =z o () (5)

onde a linha em ;r; indica um particular valor fixo. Em outras palavras, esta
condigdo significa que um dado conjunto de atributos n3o pode ser melhor que
um conjunto maior que o contém. Deve-se acrescentar que embora viarias
fung®es critério satisfazem analiticamente esta condi¢gdio, na pratica pode
acontecer que devido a erros de estimagdo (por exemplo de funcBes densidade
de probabilidade) a desigualdade (5) n3o valha na pratica. Esta n3o monoto-
nicidade fara com que o algoritmo "branch and bound" deixe de ser 6timo.

lololelolo] Exemplo ilustrativo do algoritmo de busca. Suponhamos que escolhe-

ram-se 5 atributos para representar cada potencial de ag3o de unidade moto-
ra: pico positivo maximo (z 1), pico negativo minimo (méximo em moédulo) (22),
duragiio (23), area do moédulo (z 4) € energia (25). Suponhamos que deseja-se
selecionar o melhor sub-conjunto de k = 2 atributos do conjunto de n = 5
atributos fornecido seguindo a condigdio (4) .

Uma arvore pode ser construida (Fig.1) em que o primeiro né (no topo)
corresponde a nenhum atributo descartado. Deste n6 se geram outros nés cor-
respondendo a 1 atributo descartado. Neste nivel, os nés (candidatos a des-
cartamento de 1 dnico atributo) comegam do nimero 1 e crescem, para satisfa-

zer (4). Foi necessario ir até o n6 com o atributo nimero 3 para se poder
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cobrir o caso de descartar a tripla de atributos 2,2z, € Z. Para o préximo

5
nivel, geram-se noés sucessores de forma a poder chegar ao ultimo (3°) nivel
com todas as combinacBes possiveis. A construg3o desta arvore é feita mais
facilmente da direita (regifio menos densa) para a esquerda (regifo mais
densa). Inicia-se portanto com o ramo 345. Do né 2 no nivel ¥, geram-se 245
e 23 . Do né 3 no nivel v, definem-se os ramos 235 e 234 . Do né 1 no ni-
vel (8 geram-se 145, 13 e 12. Do né6 3 no nivel ¥, definem-se os ramos 134 e
135 . Finalmente, do né 2 no nivel v, definem-se os ramos 123, 124 e 125.
Aqui foi explicada a construgdo completa da arvore, o que equivale a uma
busca exaustiva, o que certamente ndo nos interessa. Na realidade a constru-
¢3io da arvore tem que ser feita baseada na fungdio critério J(.). Parte-se do
né de origem (nivel aro), gera-se o ramo mais a direita (345) e calcula-se
0 é J3(3, 4, 5). Volta-se por este ramo ao ndé mais préximo em que ha ramifi-
cacio e gera-se o proximo ramo mais a direita (2). Calcula-se J1(2), e se
J 1(2) < a percebe-se de (5) que qualquer sub-conjunto de atributos em que se
descarta z, resultarda em um valor de J(.) menor que (ou, no melhor caso,
igual a) o valor a do ramo 345. Neste caso toda a secd3o da arvore originada
do né 2 no nivel 7, n3o necessita ser testada por se garantir que o sub-
conjunto de descartamento 6timo ndo estd ali situado. Volta-se entdo para o
né mais préximo em que ha ramificagdio e gera-se o préximo ramo mais a direi-
ta (1) (ainda ndo analisado) calculando-se J 1(1). Se Jl(l) < a entdio pode-se
abandonar a busca em toda a secdio da arvore gerada a partir do né 1 no nivel
v, e, neste exemplo, a busca estaria encerrada com a selegdio dos atributos
z1 e 22, uma vez que os atributos eliminados teriam sido z, z, ez, .

Retornando a analise ao né 2 do nivel ¥, » caso J1(2) > o, gera-se O
ramo mais a direita (245) e calcula-se J3(245). Se a < J3(245) entdo o0 novo

« sera J (245) e o sub-conjunto de atributos de melhor desempenho até o mo-
3

mento passa a Ser {21,23} ao invés do que era de inicio {21’22}‘ Continua-se
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Fig. 1 — Exemplo de 4rvore para o algoritmo 6timo de busca.
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a busca voltando ao né mais préximo com ramificacdio e gerando o préximo ramo
mais a direita. Se a > J3(245), volta-se do né terminal do ramo 245 até o
né mais préoximo em que ha ramificacdio e repete-se o procedimento.

lololololo]

Por que se utiliza um algoritmo com os conjuntos de atributos a serem
descartados e n3o com os conjuntos de atributos selecionados? A razdo se
deve ao fato de normalmente se desejar uma redugfio razoavel no nimero de
atributos, com d < m-d. Com isto, uma &rvore como da Fig.l é mais interes-
sante do que outra em que os ramos s3o de sub-conjuntos de atributos sele-
cionados pois a eliminag3o de uma secdio de arvore a partir de um dado né ira
resultar em um numero bem maijor de combinagles que ndo precisam mais ser
testadas.

A idéia basica por detrds do algoritmo "branch and bound" foi apre-
sentada através de um exemplo ilustrativo. Maiores detalhes podem ser encon-
trados em Narendra e Fukunaga (1977) e DeVijver e Kittler (1982). Na primei-
ra destas duas referéncias também se apresenta um método de cdlculo recursi-
vo para fungdes critério quadraticas o que é muito Gtil pois diminui muito o

volume dos calculos necessarios ao se descartar um novo atributo.

ALGORITMOS SUB-OTIMOS DE BUSCA

Ha varios algoritmos sub-6timos de busca, baseados em idéias intuiti-
vas, conforme veremos a seguir. Apesar de terem um desempenho de busca ge-
ralmente bastante inferior ao algoritmo O6timo, os métodos sub-6timos sdo
populares devido a sua ef iciéncia quanto ao tempo de computacdo.

i Algoritmo de busca utilizando os melhores atributos individuais

Parte-se medindo o desempenho individual de cada atributo quanto a
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discriminacfio entre classes. Selecionam-se os d melhores atributos. Fica
claro que o adjetivo "melhor" estd relacionado a alguma func3o critério
J(.). O desempenho deste algoritmo €é normalmente bastante ruim pois, em
geral, o desempenho individual dos atributos n@io espelha a capacidade de
discriminacsio de conjuntos de atributos.

ii Selecfio sequencial direta (ou "para frente")

E um algoritmo "bottom-up" em que se acrescenta 1 atributo por vez,
sequencialmente. Isto é, seleciona-se o melhor atributo zj dentre os 7 ini-
ciais. Em seguida, verifica-se qual o atributo z, dentre os 7n-1 restantes
que resulta em melhor discriminag3o entre classes quando tomado junto com o
z obtido anteriormente. O algoritmo funciona portanto formando conjuntos de
atributos aninhados ("nested"). Em geral o desempenho deste método sera
superior ao do anterior pois, exceto para o primeiro atributo, ele leva em
conta o desempenho de sub-conjuntos de atributos utilizados simultaneamente.
O desempenho deste algoritmo é limitado pelo fato de que uma vez selecionado
certo atributo ele n3io pode ser retirado posteriormente, quando eventual-
mente sua importancia deixou de ser grande devido a inclusdo de outros atri-
butos. Isto é mais sentido nos primeiros passos do algoritmo, podendo a
selegdo do 1° atributo desviar totalmente a busca para um sub-conjunto de
atributos de qualidade sofrivel.

Uma generalizacdo deste algoritmo é obtida selecionando-se 6 atribu-
tos por vez (note que os conjuntos de atributos formados a cada passo conti-
nuam aninhados). O desempenho ird melhorar consideravelmente, as custas de
um tempo de computacdo consideravelmente maior. Uma abordagem diferente po-
deria ser a de iniciar a selegdo com € atributos por vez reduzindo para a
etapa seguinte a seleg3o para o-1 atributos por vez e assim por diante
(obviamente 6-1z1). Uma variante seria a utilizacgdo de outra regra de

decréscimo do mumero de atributos selecionados simultaneamente para as eta-
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pas seguintes. Poder-se-ia ainda selecionar 6 atributos simultaneamente para
o1° passo e passar a adicionar 1 por vez para os passos seguintes.
iii Selecdo sequencial reversa (ou "para tras")

E um algoritmo "top-down" em que se inicia com os 7 atributos e vai
se descartando 1 atributo por vez até se chegar ao nimero d de atributos
desejados. Um determinado atributo é descartado quando a sua auséncia otimi-
za a func3o critério em relagdio ao descartamento dos outros atributos des-
cartaveis, isto é, descarta-se o atributo que causa menor queda no valor da
funcdo critério. Novamente os conjuntos de atributos selecionados em cada
passo serdo aninhados. Esse algoritmo deve, via de regra, prover melhor
escolha do conjunto de atributos do que o algoritmo direto pois parte-se da
totalidade dos atributos analisados conjuntamente, podendo-se desta forma,
ja desde o primeiro passo, trabalhar com uma andlise coletiva dos atributos.
Uma caracteristica interessante deste algoritmo é que obtém-se a evolugdo do
valor é6timo da funcfio critério ao se passar de m para d atributos. Isto pode
inclusive ser util quando n3o se deseja escolher a priori o nimero final d
de atributos pois basta se estabelecer um critério de parada como por exem-
plo a 80% do valor da fungdo critério para todos os m atributos. Ainda quan-
do comparado com o algoritmo direto, o algoritmo em discuss3o exige maior
tempo de computag3o uma vez que neste trabalha-se em espacos de dimensSes de
d até m enquanto naquele de 1 até d.

Novamente pode-se generalizar o algoritmo descartando-se u atributos
por vez com a mesma vantagem € desvantagem ja mencionadas no algoritmo dire-
to.

iv Selec3o direta-reversa

Esta técnica visa evitar o aninhamento dos con juntos de atributos
gerados ao longo do procedimento. Em um dado passo do algoritmo acrescentam-

ce 0 atributos, um por vez, de acordo com ©O algoritmo de selec8io sequencial
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direta. Do conjunto de atributos resultante descartam-se p atributos, um por
vez, de acordo com o algoritmo de sele¢3o sequencial reversa. Caso se deseje
um algoritmo "bottom-up" parte-se com nenhum atributo e utiliza-se @>u. Para
um algoritmo "top~-down" parte-se dos w atributos, toma-se 6<p e aplica-se
primeiro o algoritmo reverso (seria um algoritmo "reverso-direto").

Uma generalizacdp importante deste algoritmo consta na utilizagdo dos
algoritmos generalizados direto e reverso a cada passo, ou seja, utilizando-
se 8 ou u atributos de uma s6 vez, ao invés de se tomar um atributo por vez.

Em todos os métodos de selecZo de atributos apresentados é importante
verificar se a funcgdo critério pode ser calculada recursivamente de modo que
a cada passo n3o seja necessario efetuar os calculos a partir da estaca zero
mas apenas se facam alguns calculos para atualizag3o (vide Narendra e

Fukunaga, 1977; DeVijver e Kittler, 1982).
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EXTRACAO DE ATRIBUTOS

INTRODUGAO

As duas técnicas mais conhecidas para reducdo da dimensionalidade em
problemas de estatistica multivariada e reconhecimento de padrdes s3io a de
componentes principais, também conhecida como técnica da expansdo de
Karhunen-Loéve (para o caso discreto), e a de andlise discriminante, criada
por Fisher e ja estudada em um capitulo anterior. Apresenta-se a seguir uma
descricio resumida da analise de componentes principais, podendo o leitor
interessado consultar, por exemplo, Fukunaga (1990), Johnson & Wichern

(1988), Jolliffe (1986), entre outros, para maiores detalhes.

ANALISE DE COMPONENTES PRINCIPAIS

No contexto de reconhecimento de padrdes, temos cada padr3o sendo
descrito por um vetor de m atributos. Procuramos uma transformagdo linear do
espago vetorial dos m atributos originais para outro espago, com dimens3o d
(d<y), de tal forma que se minimize o erro médio quadratico de representac&o
dos padrdes. No caso de sinais aleatorios, o vetor X teria como elementos as
amostras do sinal x(n) e o objetivo seria conseguir uma representacdo com
menos que n coeficientes, obtendo-se assim uma compressdo de dados.

Se tomarmos 7 vetores linearmente independentes (L.1.), indicados por
Qi(nxl), com i = 1,...,nm , formando portanto uma base em ERn, podemos repre-

sentar um dado vetor X , sem erro, como uma combinacio linear dos Qi
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ye =0y (1)

T . .
onde & = [9_31, QZ... Qn], e Yy = [yl, Y, yn] , que é o vetor cujas com-
ponentes sdo a representagdo de x na base ¢.
Para o caso populacional, temos

X=0Y (2)

onde X e Y s3io vetores aleatérios e & é uma matriz deterministica n3o singu-

lar.
Nos interessaremos por uma base ¢ ortonormal:
T .o = _ v piEj T, + & &l
Qi ?j—sij_{OC.C. ou ¢¢=1=9¢¢ 3)
Neste caso, dado um X , obtém-se os Y da expressio (1):
T T .
y, =% Qi = <_i_>i X,i=1...m (4)
ou ainda
y=0'x (5)
Para o caso populacional temos
T T .
Yi =X Qi— QIX , i=1,...,m (6)
ou ainda
Y =¢'X (7

De (7) conclui-se que E[X f) =R, = E[ 'X X'® ] = ¢ R 9.

Deseja-se obter uma boa representacdo do vetor aleatério x (que pode,
por exemplo, constar das m amostras de um sinal aleatério x(i), i=l,...,n)
através da utilizac3io de um numero bem menor de coeficientes. Na formulacao
por expressfo em vetores ou fungdes ortonormais desejamos utilizar um nimero
de funcdes ou vetores de base d_)l menor que .

Suponha que utilizemos m < 7 fungGes de base, obtendo uma aproximacdo

X’ para X :
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X=X Y ¢ (8)

i=1

O erro de representacdo é denotado AX e definido como AX = X - X', sendo

igual a
n
AX = E Yi Qi (9)
i=m+1
Um erro médio quadratico é
e’ = E [|8X]2) = E [aX"aX] (10)
ou seja
n L U]
2 _ T _ 2
ef=EL) ] YY ¢ ¢/ -'z E (Y)) (11)
i=m+1 j=m+1l i=m+1

Este erro deve ser minimizado através da escolha de uma "boa" base &.

De (6) em (11) temos:
n
2 T
g = Z 4—’1 Rx Qi (12)
i=m+1
onde Rx é a matriz de auto correlacdio de X (R = E [ﬁT]) e os Qi s3o orto-
normais.
Dese jamos pois minimizar (12) em relagdo a Qi.
Sabemos que RX é n3o negativa definida (pois, definindo a variavel
- T 2 T T T
aleatéria Z =a X, E(Z)z0 . E@a XX alz=20. a Rxgzo, vV a), e
portanto para minimizar ¢ devemos minimizar cada termo Q-: R_¢. lembrando
que a otimizag3io deve ser para Q-: Qi = 1 . Para impor esta restrig8o usamos
a técnica de multiplicador de Lagrange. A restrigdo 4_):. QJ = 0 p/ i*j, ja

usada para se chegar a (12), decorrera automaticamente do fato dos autoveto-

res de RX serem ortogonais. Devemos ter

e L TR ) =0 (13)

=i x ~i

*
o que é satisfeito para ¢i tal que

2RG -2A¢ =0
2 2, =8

ou seja
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R * *

in = A¢ (14)
*

e portanto os ¢i sdo os autovetores da matriz de auto correlag3o Rx' Os

autovalores s#o os }‘i , com Ai = 0, pois Rx é positiva semi-definida.

s iwi o 2t *2
O erro médio quadratico 6timo € €&

n
e2= % A (15)
i=m+1
pois, de (14): _T Rx Qi = Ai. Deve-se notar que os autovalores Ai que

entram no cémputo de e*z sdo os associados aos autovetores que ndo sdo uti-
lizados na expansfio (8). Se desejamos que e*z seja o minimo possivel, ent3o
0s Ai em (15) devem ser os (np-m) menores autovalores da matriz Rx. Portanto
na expansdo para X’ utilizam-se os m autovetores associados aos m maiores
autovalores de RX . Como a matriz Rx ¢ simétrica, seus autovetores ser#o
ortogonais/ortonormais. Os elementos de Y s@o chamadas de componentes princi-
pais, embora por vezes as diregdes Qi, i=1,2,...,m recebam este nome.

Quanto menor for m, maior sera o erro e*z mas também serd maior a
taxa de compress3o n/m. Lembrar que, dado um vetor x de dimens3io m, ou um
sinal x(n) com m amostras, ele serd representado por apenas m coeficientes

¥; (i=1,...m). Para o caso de sinais, a Fig. 1 mostra um exemplo para o caso

de transmiss3io através de algum canal de comunicacles ou de gravagdo em uma

memoéria.
Transmissor/codificador Receptor/Decodificador
x(n) Yoo Y
N > ——— x'(n)
Canal de
n amostras 7y comunicagdes A
(n=1,2,...,M I ou Meméria I "
=1 -m
?1 : Qm

Fig. 1- Exemplo da aplicacdio da técnica de componentes principais

para compressfio de sinais aleatdrios.
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E facil ver que os coeficientes da expans3io tém auto-correlac3o nula:

_ T T _ T =
E(Y;Y)) = E[Qi XX Qj] T8 Ryt Yy

Para termos um critério para a escolha do numero de coeficientes
(vetores de base, functes ou sinais de base) trabalharemos com o conceito de
energia, uma vez que os vetores ou sinais s3o de duragdo finita. A energia
média da familia de vetores ou sinais aleatérios X de m amostras é:

= 2 2 2 T n
E =EX))+EX)+ ... +EX)=1tlE (XX )] =tr(R) =X A (16)
X 1 2 L] x  j=1 ]

Para o sinal X’ temos
E,=E[XTX’]=E[XTQTQX] 17
r I I r

T
onde Y = [Y .. Y ] ®=1[¢ & } € a matriz dos n autovetores de
r 1 m I I

Rx s <I>I é a matriz (yxm) dos m autovetores de Rx associados aos m maiores

autovalores e <I>H ¢ a matriz contendo os demais autovetores. Apenas como

complemento temos que:

T <1>I @fR@I'cprqvn
R =% R_& = R [@Q = |-+ % -2 % D -
y X (I>T X I II T I T
11 & R ¢ |(I> R &
II x I II X II
A o ! 7
1 | (18)
A, | 0
0 A
= ———p
|
| AI'ﬂ'i-]. 0
0 ! 0 A
L_ | no

z .. 2
onde 7\12 AZZ e Z Amz Am+1 An
De (18) conclui-se que Ry = diag(hl...hn) e que portanto as compo-
nentes tem auto-correlacfio nula, como ja visto acima.

Como @T ® = I (nxn), temos @z <I>I = I (mxm) = (I:I @1 . Retomando da

derivacdo feita até a equacgdo (17) temos:
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(19)

I
M g

T m
IQinQ =i§lh

i i

i

Uma forma alternativa de derivar este resultado é :

T TT
X_=[X 1]
d

- R 'R

[ Y Y ] = yr ! yryd
T |

Ry y ! Ry
r-d | d

R =diag[)\ AL 7\}
y 1 2 m

r

T .
e como E[ Xr' Xr' ] = tr(Ry] , obtém-se (19).

T

Portanto a relagdio entre as energias médias de X’ e X é um bom indi-

cador da qualidade de reconstrugdo:

Escolhe-se o nimero m que fornega um ¥ desejado, por exemplo 0,85 ou
0,90. Este m passa a ser a dimens3io d do espago de atributos final no con-
texto de reconhecimento de padrdes.

Em certas ocasites, subtrai-se o vetor médio i {ou vetor esperado B
no caso populacional) e com isto a expressdio (12) tera Zx (a matriz de cova-
riancia) ao invés da matriz de autocorrelagdo Rx. Com isto, o interesse
passa a ser de representar variagGes em torno da média conhecida, obtendo-se

os Yi ndo-correlacionados (covaridncia mula).
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Na pratica, estima-se a matriz de auto correlagdio (ou de covariancia)
a partir dos dados para a seguir determinar seus autovalores e autovetores.

Do que foi exposto, deve-se notar que em nenhum instante foi mencio-
nado que se trata de um problema de classificagdo em que hd c classes. O
fato é que a técnica de componentes principais ndo leva em conta se ha 1 ou
mais classes, pois ela toma o conjunto de todos padrdes como sendo uma uGnica
grande classe. Desta forma, é facil acontecer que as componentes principais
ndo as mais adequadas para fins de classificagdo, como é ilustrado na Fig.
2. Neste exemplo bi-dimensional, a primeira componente principal aponta para
a direcio em que a variancia global é maior, embora a componente nimero 2
seja a mais adequada para fins de classificagdo. N3o se deve concluir deste
exemplo, entretanto, que deve-se ent3o selecionar as componentes menos im-
portantes sob o ponto de vista de representagdo. Em nossos trabalhos com
potenciais de unidades motoras, houve casos em que n3o foi possivel encon-
trar uma combinacdo de componentes principais que fosse melhor do que as

proprias coordenadas originais. Deve-se portanto utilizar esta técnica com

cuidado quando a aplicaglio esta relacionada com classificacsio de padrdes.
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C.P.

Fig. 2 — Ilustragdo de um caso em que a primeira componente principal ndo
tem nenhum poder discriminatorio.
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ANALISE DE AGRUPAMENTOS

INTRODUGAO

Em varias aplicag®es praticas dispSe-se de um conjunto de dados ou
amostras com classificacio desconhecida. As metodologias ja abordadas ndo
s¥o adequadas pois elas pressuple que hd um conjunto de amostras de treina-
mento com classificagdo conhecida.

Como n3o se conhece nada a priori, a tarefa é bastante dificil: a
partir de amostras de um vetor aleatério X deseja~-se decompor a sua fungio
densidade de probabilidade misturada p(x) em ¢ densidades condicionais

p(x|w) :

B

p(x) = P p(x|w)

f(x|w) (1)
1 i

1

i [~1o
ne~3o

i
Pode-se estimar p(x) a partir das amostras mas isto ndo é suficiente.

H4 uma série de métodos de agrupamento que formam uma abordagem indireta ao

problema de se separar modas de p(x). Estes métodos tentam particionar o
conjunto de amostras de tal forma que elementos de um mesmo agrupamento
apresentem grande similaridade e amostras de agrupamentos diferentes tenham
baixa similaridade. Isto esta (indiretamente) relacionado com a busca de
modas em p(x) uma vez que amostras préximas (com grande similaridade) prova-
velmente estarfio associadas a uma mesma moda. As técnicas de agrupamento
formam uma parte importante da sub-drea de reconhecimento de padrdes com
aprendizado sem supervisfo.

H4 basicamente duas abordagens na andlise de agrupamentos ("cluster
analysis"):

i por particdo, em que se emprega algum algoritmo iterativo para parti-
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cionar o conjunto de amostras de forma a otimizar uma func¢3o-critério
de agrupamento.
ii hierarquica, em que se procede passo a passo sem iterag3io, de um

primeiro nivel até o ultimo, obtendo-se parti¢cdes encadeadas.

Uma vez obtidos agrupamentos a partir de um conjunto de padrdes SN
com classificag8o a priori desconhecida, qualquer padrdo adicional pode ser
classificado utilizando-se algum método de classificaco baseado no conjun-
to SM que agora serd de padrdes com classificacdo conhecida (embora nem
todos padrdes de SN estarfio com a classificag8io correta).

Antes de aplicar algum método de agrupamento, deve-se verificar se os
dados precisam ser padronizados devido a escalas e/ou unidades diferentes.
Isto equivale a utilizar, por exemplo, a distancia de Pearson, ou ponderada,
ao invés da distancia Euclideana, muito embora normalmente implementam-se os
algoritmos com uma distincia pré-escolhida, normalmente a Euclideana, antes

efetuando-se a padronizagiio desejada.

METODOS DE AGRUPAMENTO POR PARTICAO

E dado o conjunto SN = {x_l D ST } de vetores dxl para serem
classificados sem supervis3o. Deseja-se obter K agrupamentos Gl, i=1,.K
cada um representado pelo seu vetor médio ou centréide Ei . Decidimos cha-
mar de K o numero de agrupamentos ao invés de c pois normalmente n3o sabemos
o numero de classes. Mesmo em um algoritmo de agrupamento que "tenta desco-

brir" o ntmero de classes somente em casos bastante favoraveis é que se pode

ter K = ¢ . Sendo ni a cardinalidade de Gi temos
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0
=
N
o
®

n
X = Z x. onde X € Gi,comj

Com a escolha do vetor médio como representativo de um dado agrupa-
mento e utilizando-se distancia Euclideana, a distdncia entre X e o agrupa-

mento Gi é dz(g , zi). Para X € Gi deve-se ter :
<1 < — .
dz(x_ , zi) dz(g , gk) Vk=i (3)
Indicaremos por GN K uma possivel partigdo do conjunto SN em K agru-
pamentos:

K
G, G =@, i#]j =
i NG =aVize u G, SN}

G = {G
N,K j
j=1

A cardinalidade do conjunto de todas as partigles possiveis de SN em
K agrupamentos é dada pelos ndmeros de Stirling do 22 tipo (Feller, 1959,
pg. 58)

K .
= = (-1 (‘f) " (4)
i=1

e é facil ver que o numero de parti¢cdes cresce vertiginosamente com N e/ou
K. Para N > K pode-se utilizar a aproximacdo por KN/(K!) Por exemplo, para
N = 10 e K = 4 o numero de parti¢gdes possiveis é 34105 e para N = 19 e K =
4 o namero sobe para 11.259.666.000. Disto se conclui que ndo é factivel uma
busca entre todas as particOes possiveis, ainda mais nos casos em que n3o se
sabe a priori o numero de classes existentes.

Entretanto, quer se faca uma busca 6tima ou sub-6tima de agrupamen-

tos, é necessario se adotar um indice de qualidade, as vezes chamado de

funciio critério ou fung3io objetivo, para permitir a avaliaglio de cada parti-
c¥o investigada. O objetivo na busca é minimizar, ou eventualmente maximi-

zar, o indice adotado. Apresenta-se a seguir alguns indices de qualidade

importantes.
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i Indice quadréatico

Inicialmente definimos a variac8io ({(quadratica) ou espalhamento no

agrupamento G como
b
n

n
i
= 2 %) = =7 -~ ) - s -
3G ) = j; 4(x,, ) --[ (%) (% "X) 5 i=12.K (5)

Em (5) poder-se-ia utilizar a distancia de Mahalanobis ao invés da

Euclideana.

A variag3o intra-agrupamentos total, levando em conta K agrupamentos,

K

J(GN,K) = iZIJi(GN,K) (6)

Esta func3o critérioc é a soma total dos quadrados das distancias de
cada vetor ou padréo X ao centréide do agrupamento a que pertence. O cen-
tréide X do agrupamento Gi € visto como o melhor representante de Gi, e
J(GN,K) mede o erro quadratico de se representar as N amostras de SN pelas K

médias ou centréides El, X,

.. —gx dos K agrupamentos.

. * * * * o K« )
A solugdo 6tima GN’K = {Gj | Gi N Gj— e, Vizj] e JL_J1 Gj = SN} é

aquela que minimiza J(GM l() para um certo K pré-fixado

i3

J( GN’K ) = rélin J( GN’K ) 7

N,K

Este critério tende a fornecer agrupamentos compactos, preferencial-
mente esféricos, o que em varios casos € indesejavel. Um agrupamento com
poucos elementos pode ndo ser detectado por este critério pois seus elemen-
tos poder3o ser associados a outros para formar um agrupamento mais similar
aos demais.

Pode-se obter para (5) a expressdo alternativa:

) "%
= Zn_ z z dlx, zm) (8)

Ji(GN’ 2%y
i j=1 k=1

n
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Demonstra¢do: Basta tomar a dupla somatéria com a expans3o da expressido

T
x -x )(x-x ).
ij Tik ij "ik
Deve-se notar que (8) exprime Ji agora em fungdo das distancias entre
vetores do i-ésimo agrupamento e ndo mais em fungdo das distancias de cada
vetor ao centréide do agrupamento.

Pode-se exprimir o espalhamento global como

(9)

onde

z dz(x X)) (10)

Este dl2 é a distancia (Euclideana) quadratica média entre vetores
do agrupamento G1 . Poder-se-ia propor outros indices de qualidade diferen-
tes de (9), partindo-se de alguma outra defini¢do para ;1_2 , por exemplo
empregande uma fung3o de dissimilaridade que n3io a Euclideana na expressfo
(10). Um outro exemplo seria selecionar uma medida de disténcia (Euclideana,

.. 2 . A .
etc) e definir di como a maxima distancia entre 2 quaisquer vetores do

agrupamento Gi .

ii Variabilidade intra-agrupamentos baseado no trago de W

Define-se uma matriz de somas de quadrados e produtos (SQP), ou ma-
triz de espalhamento intra-agrupamentos, semelhante ao feito em analise

discriminante:

(11)

onde a matriz de SQP Wk é especifica do agrupamento Gk .

A solugdio 6tima é aquela que minimiza o trago de W
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K K Kk
tr(W) = X tr(Wk) = I Iz tr[(zk - gk)(zki—gc_k) ] =
k=1 k=1 i=1
(12)
n n
K k K Kk )
= Z x x)lx ~-x)= % T dix., x)

de onde vemos que este indice é equivalente ao quadratico ja visto.

iii Variabilidade entre-agrupamentos baseado no trago de B

Define-se uma matriz de SQP B entre agrupamentos semelhantemente ao

feito em andlise discriminante :

? (x - 3)(3}{— X) (13)
Como T = B+W (expressfio (34) no capitulo sobre o Discriminante Linear

de Fisher) e T é independente da particular particio, temos que a maximiza-

gio de tr(B) equivale a4 minimizagddo de tr(W) e portanto a otimizagido de

tr(B) e do indice quadratico fornece o mesmo resultado.

iv  Variabilidade intra-agrupamentos baseado no determinante de W

7

A solugfio 6tima é a que minimiza |W| = det(W) que é equivalente &
minimiza(;aé de |W|/|T| que é a chamada estatistica lambda de Wilks (a equi-
valéncia segue do fato que T é independente de qualquer partic8io dos dados).
Este critério n3o é adequado quando N-K < d ou se os padr@ies pertencem a um
sub-espago do espaco de atributos pois ent3#o W é singular. Estas duas condi-
¢des raramente ir3o acontecer na pratica. Caso aconteca W ser singular é
necessario reduzir a dimensionalidade quer por selegio ou extrag3io de atri-

butos.
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Notar que a minimizag3o de |W| é equivalente & maximizag3o de |T|/|W]|
que é por vezes utilizado.
Este critério tende a dar bons resultados quando os formatos dos

agrupamentos sfo iguais ou seja ele supSe que as classes tem matrizes de

covariancia iguais. Vide critério vii .

v Variabilidade entre-agrupamentos baseado no determinante de B

A maximizagdio de |B| , ou |B|/|T| , ou ainda, a minimizac3io de
|T|/|B|, é conveniente apenas quando K = d pois, em caso contririo, B é

singular.

vi Relag#io de variabilidades entre/intra agrupamentos (tr(W 'B))

s . .. . -1 -1
A solug3o 6tima é a que maximiza o trago da matriz W 'B (ou BW '), ou
. . . -1 . .
seja, que maximiza a soma dos autovalores da matriz BW . Uma variante é o

indice tr(B)/tr(W).

K n,
vii Variabilidade intra-agrupamentos baseado em | lWii !
« n i=1
A minimizagdio de [J IWiI ! tem mostrado melhores resultados do que a
i=1

minimizag3o de |W|, quando os agrupamentos tém formas diferentes entre si.

Teorema O indice quadratico, ou equivalentemente o indice tr(W), bem como
os indices tr(B) e |W|, sdio invariantes a transformacoes ortogonais (rota-
¢des) no espago de atributos.

Demonstrag¢io : Tomando Y, = A-gk i temos que a matriz de covariancia no

n

K K
novo espago ¢ V =% Z (xki— _ik)-(xkl- )Lk)T= AWA', onde A é, por hipotese,
k=1 i=1

T
uma matriz ortogonal. Os autovalores de V s3o dados por det(AI-AWA ' )=0, e

como det(AI-AWAT)=O é equivalente a det(AATA—W)=O que é igual a det(AI-W)=0,
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tem-se que os autovalores de W e V s3o os mesmos, e portanto o trago de
ambas matrizes também é o mesmo. Segue que também o determinante de W é
invariante a transformag®es ortogonais. Se a matriz A n3o for ortogonal,
sendo apenas n#o-singular, ent3o os autovalores de V  serdio diferentes dos
de W e em geral a soma e o produto dos autovalores de V serdo diferentes da
soma e o produto dos autovalores de W. Como V = AWA” temos V] = |A|2|W| e

7

no caso geral |A| # I. Um caso importante é a matriz usada para padronizag#o
d

A = diag (a1 , az...ad), e, neste caso, |A| = .niai.
i=

E importante ressaltar que certos indices e critérios de agrupamentos
s3o sensiveis a padronizag3o, frequentemente necessdria para compatibilizar
os diferentes atributos empregados, que muitas vezes s3o medidos em escalas
e unidades diferentes. Uma padronizagiio pelo desvio padrdio, equivalente ao
emprego da distancia ponderada, equivale a uma multiplicac8io dos vetores de
atributos por uma matriz A n3o-singular (no caso seria diagonal). Diferentes
matrizes A resultar3o em diferentes particdes ou agrupamentos para alguns
dos critérios apresentados, o que ¢ indesejavel. Deve-se enfatizar que as
matrizes normalmente usadas para padronizagdo ndo sdo ortogonais.

Deve-se enfatizar que para um dado indice fornecer uma particdo 6ti-
ma, independentemente de transformagdes lineares n3o-singulares, nﬁ_o é ne-
cessario que o indice em si seja invariante a transformagoes lineares. Deve-
se, isto sim, investigar se para duas particdes diferentes e arbitrarias,
com valores de indice maior numa que na outra, se mantém a desigualdade nos
novos valores dos indices calculados para os vetores sujeitos a uma trans-
formac3o linear n3o-singular arbitraria. Vamos examinar alguns casos:

a Caso dos indices quadréatico e tr(W). Temos

T

n
K i
Z{Z [XT x]-n }
=13 1) S i
i=1 ‘j=1

[ 2y
I

i |
|

165



e para os dados transformados segundo a matriz n#o-singular A :

n

K i
J = Z 2 [zT, ATAz ] - n, g(_T ATAg
Tr i=1 V=1 ij 1) S 1 i

A minimizag3o de J é suposta ser obtida para uma partigdo G*. Entretanto
nada pode garantir que o0 mesmo G* minimiza JT , € portanto, o critério de
minimizar o indice quadratico ou tr(W) é, em geral, sensivel a particular
escolha de padronizagdo dos dados.

b Caso dos indices |W| e |B|. Como para os vetores transformados a matriz
de espalhamento intra-classes ¢ W, = AWA"  temos |WT| = |A[2|W| e portanto
minimizar |[W| é o mesmo que minimizar [WT|.

¢ Caso do indice tr(BW ). Para o caso de vetores transformados temos o

TAT) "W 'A™! = tr(ABW' A™), onde os autovalores de ABW ‘A~

indice tr(ABA
sdo os mesmos de BW_1 e portanto o critério de maximizar tr(BWJ) é inva-
riante a transformagdes ndo singulares. O critério de maximizar |BW~1| tam-
bém é invariante, mas ndo é muito util, pois em muitos casos |BW_1I=O
(quando d < c).

Além do problema da escolha do indice a ser otimizado, tem-se o

problema de como efetuar a busca da particdio étima ou sub-6tima. Uma classe

importante de algoritmos de busca é a dos algoritmos iterativos em que se

parte de uma partic8io inicial e depois se tenta melhorar o desempenho (oti-
mizando a funcfio critéric). Amostras s3io ent3o transferidas de um agrupamen-
to a outro de forma a melhorar o valor da fung#o critério.

Transferéncia de um vetor entre dois agrupamentos

Vejamos qual o efeito causado sobre J(GN K) (indice quadratico) ao se trans-

ferir um certo vetor x do agrupamento Gk para o agrupamento Gj. Indicaremos
[+]

por apéstrofo os valores calculados apés transferir X de Gk para Gj . Os

novos agrupamentos G; e G’ ter3o vetores médios
J
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— 1 —_— nk —gk '}so
< % T n4a [ X% ] W (14)
K k
_ 1 3 —_ n, z_. + .)_(
X = x4+ X -x | = —— 2 (15)
J § nj+1 ° j nj+l

A retirada de x de Gk faz o espalhamento no grupo k passar de Jk(GN K) para
o 3

J’(G” ), onde deve-se lembrar que para J'(G’ )} utiliza-se x
kK NK kK N

td

e ndo

s

mais —_ik . Escreveremos daqui para diante Jk ao invés de Jk(GN K), por sim-

plicidade.
n
o —_—T—
Jk = ji L% T A A (16)
n -1
"
Y=z x x --0x’ ¥ (17)
L kK “kx Tk
onde supusemos que X =X . Temos que
,N
K
n -1 n
oo ko T
Z ')skj '&kj = _z zkj ij - 2(‘o '&o (18)
j=1 j=1
De (14) tem-se que :
2 —T—, _ 2 —T-—= _ T— T
(n-1)" x -x =n X X -20 X X +X X (19)
Por definigéio
2 — T T — —T —
dx ,x)=% X -2X X +X X (20)
Multiplicando (20) por n /(nk—l) tem-se :
n n 2n n
kK 2 — _ " T _ k T —— kK — T
n -1 x> x)= 73 % % n-1 AT o A& (2)
K K K k
de (16), (17), (18) e (19).
n2 X T—i 2n xT X
. —T — kK "k Tk _ kK T — 2o o
Jk -3 = XA TR EE * nk—l nk—l X, 7 nk—l (22)
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de (22) :

ny T 2 n, T — nk—ik Ek
Jk - Jk = n -1 2(‘o e | ) ‘xk * n -1 (23)
k k Kk
de (21) e (23) temos
n, 2 —
I=1 - o1 dx . x) (24)

O agrupamento Gj ao receber o novo vetor X tem seu centréide deslo-
cado para 3; resultando em novo valor J; para a funglo de espalhamento

neste grupo. De forma analoga a derivag3o anterior obtemos:

n,
=17+ b dix ,Ej) (25)

j i n +1 2 0

Note que em (24) e (25) as expressOes utilizam os centrdides originais dos
dois agrupamentos devido a sua maior utilidade pratica (s6 recalculam-se os
centrboides quando ja for selecionada a nova particdo, ou seja o destino
final de zo).

A funcio critério global muda de J para J’ com

n n

s — J i k 2
J J = . dz(zo , zj) n -1 dz(zo , zk) (26)

e para que a transferéncia de X de Gk para GJ_ diminua o espalhamento global

devemos ter

=]

J 2 — k 2 —_ 27
T dx . x_j) < =3 dz(go » X)) (27
J k
ou seja
) nk(nj+1) .
X 8
I (e Y (28)

Como a expressdo entre colchetes em (28) é maior que 1, conclui-se que,
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sempre que algum algoritmo de agrupamento optar por transferir um elemento
X de G para G, com
0 k j

d(x , x)<d , X)) (29)
a func3o critério espalhamento quadratico global diminuird. A desigualdade
(29) significa que a distancia de X 2o centréide original de G,- € menor que
a distancia de X ao centréide original de Gk (original significando antes
de se efetuar a passagem de X de Gk para Gj). A desigualdade (28) é menos

restritiva que a (29), ou seja, pode-se ainda conseguir diminuico em J na

Por

S'D\

transferéncia de Gk para Gj quando (29) n3io € satisfeita mas (28)

2 2
exemplo, se d2 (30 , ;k)- 2000, d2 (go , zj) 2020 , n = 3, n = 4

5 )
conclui-se que (29) nd3o é satisfeita mas (28) é. De (26) tem-se que J'-J =
-~ 1384, o que indica que vale a pena efetuar a realocagdio da amostra X .
Pode-se concluir, que quando houver pelo menos 1 agrupamento com poucas
amostras, é preferivel utilizar (28) ao invés de (29).

Supondo que se estd analisando a necessidade da transferéncia de um

particular elemento X

pertencente a Gk , deve-se calcular todas as distén-
cias ao quadrado dzz(go , zj), j # k , selecionar o minimo, e, se com este
valor minimo a desigualdade (28) (ou a (29) caso se deseje) for satisfeita
ent3do efetuar a transferéncia.

H4 um grande numero de algoritmos de agrupamento utilizando a

filosofia de partic3io, a maioria requerendo que se especifique o numero de
agrupamentos desejado. Serdo apresentados a seguir alguns algoritmos impor-
tantes dentro desta categoria, em que a proximidade é definida em relagdo a

centroéides.

i Algoritmo de K-médias de MacQueen ("K-means")

Supomos dados N vetores ou amostras compondo o conjunto SN e que

desejamos K agrupamentos.
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1 - Tomar os primeiros K vetores de SN como vetores de partida. Cada um
passa a definir um agrupamento (de 1 Gnico elemento). Caso haja corre-
lacdo (serial) entre vetores subsequentes de SN pode-se escolher os K
vetores de partida aleatoriamente dentre os N vetores de SN .

2 - Atribuir sequencialmente cada um dos N-K vetores ao agrupamento com o
centréide (vetor médio do agrupamento) mais préximo. Apés cada atri-
buicdio, recalcular o centréide do agrupamento que foi acrescido.

3 - Terminada a etapa 2, tomar os K centréides resultantes como novos pon-
tos de partida para K agrupamentos. Haverd agora uma segunda passada
pelos dados s6 que mantendo os centréides fixos nos valores fornecidos
pela etapa 2. Cada um dos N vetores é reclassificado atribuindo-o ao
agrupamento correspondente ao centréide mais préximo. O diagrama de
fluxo da Fig. 1 sintetiza o algoritmo.

Com este algoritmo tem-se a seguinte carga computacional:

(*) N-K célculos de centrbides

(*) K(N-K}+NK = ONK-K® calculos de distancias (euclideanas, se j& supomos

dados padronizados)

(*) 2N-K buscas de minimo entre K nimeros

Este é um algoritmo béasico, sendo que hoje em dia o nome K-means
significa uma familia de técnicas.

O algoritmo apresentado tem a caracteristica de ser rapido quando
comparado com outros. Os resultados fornecidos por este algoritmo dependem
de :

(*) nimero de agrupamentos escolhido a priori

(*) ordem de apresentaclio dos vetores, tanto para a inicializag8o quanto

pelo restante do procedimento.

(*) geometria dos agrupamentos .
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—] j=j+1

Calcula d*(x; X,)

ji=1,2,...K

y

S(ﬂeciona vy talque
dy?(x , X, ) = min(d,A(x, X))

i=i+1
i=1,2,...K Y
Recalcula;ycom 0 novo elemento
X, G, N X, eG,
3
=02 S

Fig. 1 - Diagrama de fluxo do algoritmo de K-médias
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Deve-se notar que o critério de otimizagdio é o quadrético mas, fica
claro que devido ao algoritmo de busca muito rudimentar, em geral, a parti-
c3o obtida n3o serd a 6tima podendo inclusive estar bem longe dela. Recomen-
da-se repetir o algoritmo pelo menos uma vez utilizando-se vetores de parti-
da diferentes e comparar os agrupamentos obtidos nas diferentes vezes em que

o algoritmo foi utilizado.

ii  Algoritmo de Forgy

E um algoritmo mais simples que o de K-médias de MacQueen sendo na
realidade o seu percursor.

Forgy propbés dois modos de inicializagdo, um em que se escolhe 1
vetor de partida para cada agrupamento (por exemplo 6s K primeiros vetores
do conjunto SN), e outro, em que ja se parte de uma partig3o GN’K(O) dos
dados. O diagrama de fluxo da Fig. 2 explica o algoritmo supondo que se
parta de uma inicializag8io com 1 vetor em cada agrupamento.

O bloco que pergunta se GN’K(k) = GN,K(k-—l) significa perguntar se na
ultima passagem (k-ésima) pelo algoritmo houve alteracdio na atribuigdio de
pelo menos 1 vetor de SN em relagdio a partic3o (k-1) ésima. Uma critério de
parada alternativo é verificar se n3o houve alteragfio nos valores dos cen-
tréides da iteracdio (k-1) ésima para a k-ésima.

Um aspecto de simplicidade do algoritmo é que ele mantém fixa a esco-
lha inicial dos vetores representativos dos agrupamentos o que é bom compu-
tacionalmente falando mas é ruim em termos da qualidade de agrupamento dos
dados. Para compensar a grande probabilidade de formar uma primeira particéo
muito ruim o algoritmo permite um ndmero arbitrario de iteragbes até que ndo
haja mais alteragdio na atribuicdo de cada vetor de SN . Na pratica, em geral
ha convergéncia para menos que 10 iteracgoes.

Para mostrar que o algoritmo de Forgy € convergente vamos antes for-
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Inicializagao de K agrupamentos, cada agrupamento com 1 vetor de partida

l

k=0

f

Cada vetor de S, é atribuido ao agrupamento com vetor de partida mais
préximo. Os vetores de partida servem como referéncia até o final desta
etapa. Apds a analise do ultimo vetor de S resulta a particao G (k).

v
Recalcula vetores de partida para cada

agrupamento como sendo iguais aos
centroides dos agrupamentos obtidos
na etapa finda

k=k+1

k=k+1

Fig. 2 - Diagrama de fluxo do algoritmo de Forgy
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necer um Lema :

Lema: Para um agrupamento de dados GK , a soma das distancias Euclideanas ao
quadrado, em torno de um ponto de referéncia arbitrario, tem o seu valor

minimo Unico quando o ponto de referéncia coincide com o centréide.

Demonstragao:
"k
a T
K ,Z ('x‘kj Zr) (lkj - z|~) =92
r j=1
"
- 2 X +2n x =0
kj k"r
j=1
g
X = 1 zZ X
r n “kj
k j=1

No algoritmo de Forgy, cada vetor é realocado quando sua distancia ao
ponto de referéncia de um dado agrupamento é menor que ao ponto de referén-
cia fixo do agrupamento em que estava. Portanto, a soma dos quadrados das
distancias em torno do respectivo ponto de referéncia diminui em maior grau
para o agrupamento em que estava o vetor, do que aumenta para o agrupamen-
to para onde foi, no total resultando um decréscimo. Por ocasifo da adog#o
dos centréides como novos pontos de referéncia diminui-se ainda mais a soma
total dos quadrados das distancias intra-agrupamentos, concluindo-se ent3o

s

que o algoritmo é convergente.

O algoritmo s6 é sensivel & ordem dos vetores em SN no que tange uma
inicializacdo em que se tomam, por exemplo, os K primeiros vetores de SN
para vetores de partida. O restante do procedimento é insensivel a ordem de
utilizacdo dos vetores pois 0S centroides s6 s3o recalculados ao final da
atribuicfo de todos os vetores.

Como a atribuic3o é baseada na maior proximidade a K centréides fixos

durante a atribuicBo dos N vetores, segue que as fronteiras entre pares de
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agrupamentos s3o hiperplanos (vide o capitulo Classificagdio de Padr%es por
Minima Distancia, 1 protétipo por classe).

A utilizagdo da distancia Euclideana neste algoritmo significa que o
indice estd sendo o quadratico, embora, como a busca n3o é exaustiva, ndo €
possivel assegurar 6timo global, mas sémente um 6timo local.

iii Um algoritmo de K-médias iterativo (Wishart, McRae)

E uma mescla das abordagens de Forgy e MacQueen. O diagrama de fluxo
da Fig. 3 explica o algoritmo, sendo que para a particdo inicial pode-se,
por exemplo, empregar uma iteracfio do algoritmo de MacQueen, ou seja até o
ponto (A) no diagrama de fluxo correspondente (Fig. 1).

O desempenho deste algoritmo, a principio, € melhor que o de Forgy e
MacQueen, mas exige um tempo de computag3io geralmente maior (pelo menos em
relacdo ao de MacQueen). Como o critério empregado é o (29) que é mais res-
tritivo que o (27), conclui-se que o algoritmo é convergente.

Da mesma forma que nos outros dois algoritmos ja abordados, caso no
presente algoritmo se empregue a distancia Fuclideana tem-se o critério
quadratico. Vale lembrar que este critério tende a fornecer agrupamentos
compactos esféricos ou eventualmente hiperelipsoidais.

Outro aspecto a ressaltar é que nenhum dos 3 algoritmos apresentados
faz uma re-atribuicdio ou realocagdo de um dado vetor X baseado no critério
expresso por (27) ou (28). De fato, no de Forgy os centréides s3o recalcula-
dos somente apés terminada a atribuicio de todos os vetores. Na segunda
etapa do algoritmo de K-médias de MacQueen, em que ha realocac3o, os centroé-
ides previamente determinados passam a ser referéncias fixas. No algoritmo
de K-médias iterativo a decis3o de realocac8o é baseada em (29), ou seja, na
distancia aos centroéides. Portanto, pode deixar de haver realocagfio de uma

amostra mesmo que isto redunde em um decréscimo em J. Pode-se ent3o utili-
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Particao inicial dos dados em K agrupamentos

I

k=0

4

Cada vetor de S, é tomado sequencialmente e atribuido ao agrupamento cujo
centréide esta mais préximo. Se o vetor em questao ja estava no agrupamento agora
selecionado, nada muda, mas se houver uma realocagéo de um agrupamento, G, , a

outro Gj , entdo os novos centrdides destes devem ser recalculados. ApoOs a atribuigcao
do ultimo vetor de S , resulta a particao G, « (k)

k=k+1

FIM

Fig. 3 - Diagrama de fluxo de um algoritmo de K-médias iterativo.
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zar, com vantagens, o critério de realocagdo dado por (27) ou (28) no algo

ritmo de K-médias iterativo fornecido, conforme enfatizado no item seguinte.

iv  Um algoritmo de K-médias de minimo espalhamento quadratico intra-

agrupamento

Neste se utiliza a desigualdade em (27) como critério para realocagdo
de um vetor de um agrupamento a outro. Desta forma converge-se para um mini-
mo local da funcdo critério quadratico, que mede o espalhamento intra-agru-
pamentos. A particdio inicial indicada no diagrama de fluxo da Fig. 4 pode,
por exemplo, ser gerada por uma etapa do algoritmo de K-médias de Mac Queen
(ponto (A) no diagrama de fluxo apresentado na Fig. 1).

Em muitas aplica¢es n3o ha conhecimento sobre o nimero de agrupa-
mentos existentes no conjunto de dados fornecidos. Nestes casos deve-se uti-

lizar algoritmos em que n3o é pré-fixado o nimero K de agrupamentos uma vez

que uma escolha errada de K pode levar a criagdo de agrupamentos totalmente
inadequados e intteis. Em continuidade aos algoritmos ja descritos, apresen-
tam- se outros, em que o numero de agrupamentos é estabelecido pelo algo-

ritmo a partir dos préprios dados e de certos critérios.

v  Algoritmo de K-médias de MacQueen com nimero variavel de agrupamentos

E baseado no algoritmo basico de K-médias ja discutido, contando com
a adic3io de dois parametros « € 8 . As etapas s30 :
(1) Selecione K , o e 8
(2) Tome os primeiros K vetores de SN como os agrupamentos de partida,
cada agrupamento tendo 1 tnico vetor que é portanto o préprio centrodide.
(3) Calcule as distancias entre todos os pares de centréides e caso a minima
distancia seja menor que o entdo o0s dois agrupamentos correspondentes

devem ser aglutinados, passando-se a ter K-1 agrupamentos. O novo agru-
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Particdo inicial dos dad'os em K agrupamentos

n=0
\ 4

Calcule J(n), o espalhamento 3uadrético intra-agrupamentos

Determine o centréid'e dos agrupamentos

i=1
Iy . A

Tome o i-ésimo vetor de S, x(i), que supomos classificado em G,

4, x(i).%)parajk

n+

Calcule Aj=
n dXx(i)x)paraj=
o

k

G

<>

Ay = min Aj
=1,2,...k
4

Mudar a classificagdo de x(i) de G, para G,
Y

Recomputar os centréides’%, e X
Y Fazern-n-1en-n +1

|—|+1

<2

n+1

Calcule J(n)

N
S

BS: Na pratica € melhor utilizar

J(n-1)-J(n) < e para se evitar
problemas numéricos com a

igualdade J(n)=J(n-1).

Fig. 4 - Diagrama de fluxo de um algoritmo de K-médias de minimo espalhamento quadratico

intra-agrupamento
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(4)

pamento deve ter seu centréide recalculado. As distancias deste
centréide aos outros devem ser calculadas. Repetir a operag8o de aglu-
tinagdo caso a minima distdncia seja menor que a . Continuar até que
todas os centréides dos agrupamentos remanentes estejam a uma distancia
de pelo menos a« . Caso se escolha K muito pequeno e a muito grande
poder-se-4 finalizar esta etapa com apenas 1 agrupamento (o que rara-
mente é o caso). O parametro o controla a aglutinag3o, podendo grossei-
ramente ser pensado como uma aproximag¢3o a um "didmetro" do agrupamento
de menor volume.

Tome os N-K vetores restantes de SM sequencialmente, e, para simplici-
dade, denotemos por zo o vetor em anadlise no momento. Se a distincia

z

de X ao centréide mais préximo é maior que 8 (6>a) ent3o este X define
um nove agrupamento com o préprio X como centréide. Em caso contrario,
atribua X ao agrupamento com o centréide mais préximo. A cada
atribuigdio recalcule o centréide do agrupamento escolhido. Calcule a
distancia deste novo centréide aos outros centréides. Se a menor
distancia for menor que « ent3o aglutinar os dois agrupamentos corres-
pondentes e calcular o centroide do novo agrupamento. Calcular as
distancias do novo centréide a todos os outros e repetir o procedimento

de aglutinaciio até que todas os centréides estejam a uma distancia

maior que o entre Ssi.

(5) Finalizada a etapa (4) adotar os centréides resultantes como novos veto-

res de partida e reclassificar os N vetores utilizando como critério a
minima distancia aos vetores de partida.

Da mesma forma que o algoritmo de K-médias com namero fixo de agrupa-

mentos, o presente algoritmo tem o mérito de exigir menor tempo de computa-

c3io que outros mais complexos.

Como na segunda passada pelos dados mantém-se fixos o numero de agru-
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pamentos e os vetores de referéncia, ndo se pode garantir que os centroides
dos agrupamentos resultantes ao final da etapa 5 estejam todos afastados de
pelo menos « .

A escolha de o e 8 ndo é facil, podendo-se utilizar alguma considera-
c3o baseada nos desvios padrses globais dos atributos estimados a partir dos
N dados disponiveis.

vi Algoritmo de agrupamento por vizinho mais préximo (Lu e Fu)

Neste algoritmo, o usudrio tem que fornecer um limiar L. O diagrama
de fluxo da Fig. 5 sintetiza o algoritmo, que é totalmente heuristico, muito
simples e que trata os dados sequencialmente. Por isto a partigdo obtida
depende da ordem em que os vetores se encontram em SM , podendo-se chegar a
resultados bastante ruins. A escolha de L também é um aspecto que ira deter-
minar o sucesso ou o fracasso do algoritmo n3o havendo critérios quantitati-
vos para esta escolha. Em sintese, o nimero de agrupamentos e os proéprios
agrupamentos resultantes dependem de L, da geometria das classes naturalmen-
te existentes e da sequéncia em que s3io tomados os vetores de SN . Ha a pos-
sibilidade de haver encadeamento de agrupamentos naturais formando um unico
agrupamento.

Pode-se utilizar outra distancia entre vetor e agrupamento que ndo a
distancia do vizinho mais préximo como, por exemplo, a distancia ao centréi-
de do agrupamento.

Havendo uma escolha "razoavel" para L , o algoritmo dara bons resul-
tados no caso de agrupamentos CONEXos € CONvexos bem separados entre si. A
vantagem do algoritmo € a simplicidade, tratando os dados sequencionalmente,
com uma unica passada pelos dados.

O numero existente de algoritmos de agrupamento baseados em partigéo

é muito grande, devendo o Jeitor consultar a bibliografia fornecida no final

deste texto.
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Criar agrupamento G, com o primeiro vetor, x(1), de S

i=i+1

v

Calcular as distancias entre x(i) e cada um dos vetores ja agrupados.
Denotamos por d_a distancia entre x(i) e o seu vizinho mais proximo dentro do sub-
conjunto de vetores ja agrupados. Supor que o vizinho mais préximo pertence ao

agrupamento Gy.

k=k+1

s I

Criar agrupamento G,
contendo o vetor x(i)
]

Atribuir x(i) a Gy

Fig. 5 - Diagrama de fluxo de um algoritmo de particéo por vizinho mais préximo.
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METODOS DE AGRUPAMENTO HIERARQUICOS

S3o métodos mais uteis para areas como biologia, psicologia, ciéncias
humanas, etc. Para ciéncias exatas os métodos particionais s#o mais relevan-
tes, pois nestas, geralmente, se tem um ndmero grande de elementos para
agrupar (centenas, milhares) e se deseja obter uma dnica particdo que de
preferéncia otimize (pelo menos localmente) alguma fungdo critério. Por
outro lado, em biologia e outras &areas, o nimero de amostras, em geral, n3o
é grande, e o pesquisador gosta de visualizar uma arvore que representa as
relacdes de similaridade ou dissimilaridade entre os elementos e entre os
agrupamentos, permitindo assim obter intuicio quanto a semelhangas, graus de
semelhancas e nimeros possiveis de agrupamento.

O nome hierarquico vem do fato do método criar uma sequéncia de par-
ticOes Gu(k) onde cada particdo tem agrupamentos que sdo subcon juntos pré-
prios dos agrupamentos da partic3o seguinte (no caso de algoritmos aglomera-
tivos), ou da particdo anterior (no caso de algoritmos divisivos).

Um algoritmo aglomerativo de agrupamento hierarquico tem a seguinte
estrutura, explicada construtivamente:

i Partir de N agrupamentos, cada um representado por um dos vetores de SN.
Calcular uma matriz de distncias D entre todos os pares de agrupamen-
tos, ou seja, entre todos os pares de vetores x(i) e x(j) de S .

ii Procurar em D o par de agrupamentos mais préximo ou similar. Seja este

par o agrupamento Gl e Gj com distancia dij .

(o
b
=

Aglutinar G_ com Gj formando o agrupamento Gij . Obter a nova matriz D
1
eliminando as linhas e colunas i e j e acrescentando uma linha e uma

coluna contendo as distancias do novo agrupamento Gij aos demais N-2
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agrupamentos.

iv  Repetir ii e iii

N-1 vezes até obter 1 Unico agrupamento. Armazenar as
fusBes todas que foram ocorrendo juntamente com as distancias em que
ocorreram.

Trataremos aqui somente de algoritmos aglomerativos pela sua maior
importancia pratica. Para uma primeira leitura sobre algoritmos divisivos,
que tem uma filosofia inversa a dos aglomerativos, vide Everitt (1981).
Portanto, para inicializagd3o, parte-se do conjunto SN de vetores (dxl) e
escolhe-se um findice de similaridade ou dissimilaridade entre os vetores.
Geralmente utiliza-se alguma medida de distancia e ent3do se calcula uma mat-
riz simétrica D(NxN) de distancias d[x(i),x(j)]. Deve-se notar que para a
etapa jii deve-se também definir o que se entende por distadncia entre agru-

pamentos. Trés defini¢cles serdo vistas nos algoritmos que se seguem.

i Algoritmo hierarquico de vizinho mais préximo ("single linkage")

Neste, a distancia dij entre agrupamentos Gi e Gj é definida como a
menor distdncia entre um elemento de Gi (dentre todos) e um elemento de Gj
(dentro todos). Em termos de um algoritmo aglomerativo a matriz D da etapa i
contém distancias entre vetores. Na etapa iii é formado o agrupamento Gij e

o calculo de sua distancia ao agrupamento arbitrario G’X é muito facil:

dim’ = d[Gij , G7] = min d[Gi , G’J ], d[Gj , G’J]
Muito embora n3o seja necessario do ponto de vista do algoritmo computacio-
nal, (que faz os calculos de distancia sequencialmente), convém repetir que
a distancia entre 2 agrupamentos Gi e Gj é a distancia entre os 2 elementos
(1 de cada agrupamento) mais préximos de Gi e Gj .
Normalmente se faz um desenho em forma de arvore, o "dendograma",

mostrando as aglutina¢®es nas jung@es dos ramos, com pares de ramos tendo
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tamanho indicativo da distancia entre os 2 agrupamentos aglutinados. A par-
tir deste dendograma pode-se decidir qual o nimero mais "razoavel" de agru-
pamentos, baseando esta decis3o tanto nas distancias entre os agrupamentos
quanto em conhecimentos do problema especifico. Caso o nimero de agrupamen-
tos tenha sido pré-fixado, pode-se facilmente fazer o algoritmo parar quando
este for atingido.

eeeee Exemplo: N = 6 , matriz de distdncias entre vetores de Se :

i} O ]
2} 13 0
D= 3] 15 (1) 0
4} 16 2 9 0
5] 10 8 8 | 11
6] 14 15 { 19 [ 12 | 3 0

1 2 3 4 5 6

Cumpre ressaltar que os elementos da matriz sio nimeros inteiros apenas por

razdes didaticas. Normalmente as distincias serfio nimerc reais (n3o negati-

vos).
Aglutina-se G2 com 03 , obtendo-se st . Calculam-se as distéancias:
=13, d =2 d =8 d =15 .
23,1 23,4 23,5 23,6
A nova matriz D é :
1t [ o ]
(23)} 13 0
D= 4 16 | (2)] O
10 8 11
14 { 15 | 12 310
L ]
1 (23) 4 5 6
Aglutina-se 023 com G4 , obtendo-se G234 . Calculam-se as disténcias:
= = =12 . A nova matriz D é:
d234,1 i d234,5 8, d234,6 1
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1 0
D = 234} 13
10 8 0
6| 14 12 | (3)] O

1 234 5 6

Aglutina-se G5 com G6 , obtendo-se Gse . Calculam-se as distancias:

=10 e d = 8 . A nova matriz D é :
56,1 56,234

D = 234} 13 0
56 10 | (8) | O

1 234 56

Aglutina-se Gsa com G234 , obtendo-se G Tem-se: d 10

23456 23456,1

A nova matriz D é :

D = 1 o
23456 (10) O

Contruimos abaixo o dendograma a partir dos valores obtidos nas

operagdes que acabamos de realizar.

1 distancias entre agrupamentos
12 +

10 —+

8 +
6 -

3 4+

[olclel0/0]
A visualizaciio do dendograma € bem mais Util para a obtencdo de intu-
iclo do que a mera analise da matriz de distancias inicial. Em muitos casos,

fica aparente em que nivel da arvore se encontram agrupamentos “naturais”.
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No exemplo acima, a aglutinagdo dos agrupamentos 6234 com G56 se dd a um
nivel (distancia entre agrupamento) muito grande (8) quando comparado com os
niveis em que houverem aglutinagBes anteriormente (p.ex. G23 com G4 , ou, G5
com Gs)' Portanto, o dendograma sugere que hd 3 agrupamentos : G1 , G e

56

G234 . Quando restarem agrupamentos com poucos elementos (1 ou 2 elementos,
por exemplo) deve-se investigar se s3o devidos a amostras anémalas
("outliers") causadas por erros de medicdio, ruidos, etc. O pesquisador sem-
pre deve utilizar todo seu conhecimento sobre o problema especifico, bem
como seu bom senso, para julgar a adequagdo de uma ou outra configuragio de
agrupamentos indicada pelo dendograma.

O algoritmo hierarquico de vizinho mais préximo tem como trunfo poder
criar agrupamentos n3o-elipsoidais e tem como desvantagem a possibilidade de
encadear agrupamentos mal separados. A Fig. 6 mostra 2 nuvens de pontos que
deveriam definir dois agrupamentos, mas devido ao efeito de encadeamento
("chaining") intrinseco aos métodos hierdrquicos de vizinho mais proximo
havera tendéncia em fundi-los em um unico agrupamento relativamente no
inicio da construgfio da arvore.

Caso a matriz D inicial seja armazenada na memoéria principal do com
putador, fica claro que ndo se pode abordar problemas de porte. Para N veto-
res a serem agrupados, deve-se armazenar (NZ—N)/Z distancias que definem a
matriz D. Por exemplo, para N=300 teremos que armazenar 44.850 distéancias,
geralmente em ponto flutuante, o que para certos computadores pode ser proi-

bitivo.

ii  Algoritmo hierarquico de vizinho mais distante ("complete linkage")

A distancia entre dois agrupamentos Gi e Gj é definida de forma opos-
ta ao do algoritmo anterior: ela é a distancia entre os 2 elementos mais

distantes de Gi e Gj , tomando um em cada agrupamento. Em uma implementacéo
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Fig. 6 - Doii agrupamentos que poderiam vir a ser indevidamente unidos
muito de imediato devido & amostra marcada com uma seta.
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por algoritmo aglomerativo deve-se atentar apenas para a etapa jii em que se
torna necessério o cdalculo das distancias do agrupamento aglutinado Gij ao0s
demais agrupamentos. Tomamos como exemplo a distancia entre Gij e um agrupa-
mento arbitrario G,J :

dij,'x=d[ij’ Gy] =max{d[Gi, Gq] . d[Gj , G'I] }
De resto, o algoritmo prossegue como no caso anterior, conforme exemplifica-
do a seguir, onde se utiliza a mesma matriz de disténcias inicial D emprega-

da no exemplo da secdo anterior.

eccoee Exemplo: N = 6 e matriz de disténcias entre vetores de Ss :

0
13 0
15 | (1)f O

16 | 2] 9| o
10| 8] 8|11
14 | 15| 19 | 12
1 2 3 4 5 6

)
I
o

Aglutina-se G2 com G3 pois s3o os agrupamentos mais préximos ou simi-
lares. Calculam-se as distancias :

d =max[d , d ]=max[13,15]=15
2,1 3,1

23,1
= 9, d = 8, d =19 . A nova matriz D é :
23,4 23,5 23,6
— —
1 0
23 15

10 8 11 0
14 19 12 (3)
1 23 4 5 6

Os agrupamentos mais similares sdo G5 e Gs e portanto estes sdo aglu-

tinados fornecendo o agrupamento Gss . Calculam-se as distancias
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56,1 = 14, d56,23 =19, d56,4
1 [_ 0
D= 23 15 0
4 16 | (9) 0
56 14 19 12 0
1 23 4 56

Aglutinam-se G23 e G4 pois sdo os mais similares, obtendo-se G23

Calculam-se as distancias

fica :
1 0
D= 234 16 0]
56 (14)| 19 0)
1 234 56

d

234,1

= 12. A nova matriz D € :

4 °

=16 e d234,55 = 19 . A nova matriz D

Aglutina-se G1 com G56 formando o agrupamento Glse' Calcula-se a

distancia d

156,234

= 19, que é a distancia entre os dois ultimos a agrupa-

mentos. O dendograma é visto abaixo.

T distincia entre agrupamentos
20 +
18 +
16 +
14 +
12 +
10 +
8 +
6 -4
4 -
2 -
o — 1
2 3 3 5 6 1

(6100 010]

Uma observacgiio € que nem sempre s€ consegue desenhar o dendograma sem

mudar a ordem dos elementos no eixo horizontal, como aconteceu no dendograma

. o
anterior com o 1 elemento.

A comparag3o dos dendogramas acima indica que os agrupamentos 234 e

56 s3o resultados comuns aos dois algoritmos (vizinho mais proéximo e vizinho
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mais distante). A partir dai, ha diferencas nos agrupamentos formados devido
as diferentes medidas de distancia entre agrupamentos adotadas pelos dois
algoritmos.

Neste algoritmo de agrupamento por vizinho mais distante, quando

agrupamentos Gi e Gj sfo aglutinados por terem uma distancia muitua di a

J

menor dentre todos os outros pares de agrupamentos, garante-se que cada
elemento do novo agrupamento Gij ndo estd mais distante que o valor clij de
qualquer outro elemento de Gij . E portanto possivel desenhar uma hiper-
esfera de diametro dij contendo todos os elementos de Gij .

Este algoritmo n3o apresenta o inconveniente, existente no algoritmo
hierarquico de vizinho mais préximo, de causar encadeamento de agrupamentos
quando ha um par de elementos muito préximos. Por exemplo, na Fig. 6 os dois
agrupamentos G1 e G2 provavelmente teriam a sua identidade mantida pelo
algoritmo hierarquico de vizinho mais distante. Entretanto, o algoritmo n&o
é conveniente para representar agrupamentos alongados pois tende a impor
estruturas compactas aproximadamente hiper-elipsoidais.

iii  Algoritmo hierarquico de distancia média ("average linkage")

A distancia entre dois agrupamentos € definida neste algoritmo como
sendo a média das distancias de todos os pares de elementos, um elemento de
um par tomado de cada agrupamento. No algoritmo aglomerativo, descrito no
inicio da seg3io III, o inicio é semelhante, devendo-se atentar para a etapa
iii que é diferente. Apo6s aglutinar os agrupamentos Goc e GB deve-se a seguir

calcular todas as distancias de G o a todos os demais agrupamentos. Para

calcular a disténcia entre G e e G’J procede-se como segue :
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s d [g(i), % (k) ]
i k
daﬁ,w - n.n
onde,
x(i) € GocB
x(k) € Gy

ni = namero de elementos de G B

nk = nimero de elementos de G,a,

Py

A definicBio de distancia neste algoritmo é uma espécie de compromisso
entre as definicdes nos dois algoritmos anteriores: n3o € nem a distancia
entre vizinhos mais préximos de ambos, nem a distancia entre vizinhos mais
distantes de ambos; é uma distancia média calculada para todos os pares de

elementos, tomando um de cada agrupamento.

clolotole] Exemplo: E dada a matriz D empregada nos exemplos das segdes
anteriores:
— —]
1 0
2| 13 0
311571 (1)
D= 4} 16 2 9 0
5] 10 8 11
6 | 14 | 15 19 | 12 0 |
1 2 3 4

Aglutina-se G2 com G3 . Calculam-se as distancias :

13+15 2+9
= = 14 d234 = = 53
23,1 2 , 2
8+8 15+19
d = = 8 d = = 17
23,5 2 23,6 2

e obtém-se a nova matriz D :
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1 0
23 | 14 0
4116 | 5,5 0
5110 8 | 11 0
6| 14 17 | 12 | (3) ]
1 23 4 5 6

Aglutina-se G5 com Ge . Calculam-se as distancias :

10+14 8+8+15+19
56,1 = = 12 dss 23 = = 12,5
’ 2 ’ 4
11+12
56,4 = = 15
’ 2

A nova matriz D fica :

B ]
1 0
23 | 14 0
4|16 | 5,5 0
56 { 12 | 12,5 | 11,5 0
T 23 4 56

Aglutina-se agora G23 com G4 obtendo-se 0234. As distancias séo:

13+15+16
TR T 14,67
* 3
8+15+8+19+11+12
234,56 = 120
? 3x2

A nova matriz D fica :

1 0
234 | 14,67 0
56 (12) 12,17 0
1 234 56

Aglutina-se G1 com G56 obtendo-se 0156 . Calcula-se
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13+15+16+8+8+11+15+19+12
= = 13
3x3

d
156,234

A nova matriz D fica :

156 0
234 | (13) 0

Abaixo vemos o correspondente dendograma.

W distincia entre agrupamentos

14 +

w2t l
10 +

8 =

6 -+

4 .

2 -

o [ 1

2 3 4 5 6 1

0 dendograma resultante ¢é semelhante ao obtido pelo algoritmo de
vizinho mais distante embora os niveis de ordenada (distancias entre agru-
pamentos) sejam diferentes. Esta semelhanca entre esses dois algoritmos
parece ser um achado frequente na pratica. No caso presente, a indicac8o de
haver 3 agrupamentos "naturais" é mais marcante que no algoritmo de vizinho
mais distante.

lololclele]

O algoritmo em discussdio, além de exigir mais computagdes de distan-
cia que os dois anteriores, parece exigir o armazenamento da matriz D inici-
al até o final do algoritmo. Mas, isto n3io é verdade, pois basta tomar as
distancias médias da ultima matriz D determinada e multiplicA-las pelo pro-
duto dos numeros de elementos dos agrupamentos respectivos para achar a soma
das distancias, conforme visto no exemplo a seguir.
ocoee Exemplo: Repetir os célculos de distancias para o exemplo anterior :
(s6 serfio feitos os calculos que na resolugdo anterior exigiram voltar a

matriz D original)
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2xd5’23+2xd6’23 2x 8+ 2 x 17

56,23 = 4 = 4 = 125
2 xd +d 2 x 14 + 16
- 23,1 41 _ - 1467

234,1 3 3 - ’
Xd236+ZXd456 4 x 12,5 + 2 x 11,5

d234,56 = 6 = 6 = 12,17

4 _ 3 x d1,234 + 6 X d56,234 _ 3 x 14,67 + 6 x 12,17 _

156,234 9 - 9 =13

lolololelo]

Com isto encerra-se a sec3o sobre métodos hierarquicos neste texto,
devendo-se ressaltar que ha uma série de outras abordagens além daquelas dos
vizinhos mais préximo e mais distante e da distancia média, que s3o os mais
populares. Os interessados em algoritmos adicionais devem consultar Jain e

Dubes (1988), Everitt (1981), Anderberg (1973), dentre outros.

AGRUPAMENTO DE ATRIBUTOS OU VARIAVEIS

Até agora s6 se abordou o problema de agrupar elementos mas pode-se
também agrupar atributos. Uma finalidade pode ser a selecdo de atributos
pois atributos similares podem ser redundantes em termos de classificagdo ou
analise de agrupamentos. Uma medida de distancia que tem sido empregada para
agrupar varidveis é o quadrado do coeficiente de correlacfio. O coeficiente

de correlag3o entre as variaveis ou atributos i-ésimo e j-ésimo € :
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onde
X, representa a n-ésima amostra na i-ésima variavel,
n

N ¢é o numero total de amostras

X é a média da i-ésima varidvel nas N amostras

-

Deve-se notar que as varidveis podem estar com unidades e escalas
(ordens de grandeza, gama de variag®es) diferentes pois o coeficiente de
correlacdo ja4 efetua a divis¥io pelos desvios padrdes. Coeficientes de corre-
lacdo ao quadrado perto de 1 indicam grande similaridade ou proximidade e
perto de O grande dissimilaridade.

Os trés algoritmos hierarquicos apresentados se prestam muito bem
para a finalidade de analisar agrupamentos de variaveis. Ao invés de traba-
lhar com uma matriz de distancias D, utiliza-se uma matriz de similaridade
S contendo os coeficientes de correlac3io ao quadrado entre os pares de vari-
sveis. Pode-se analisar as correlagdes ao quadrado utilizando as amostras
coletivamente, mas os resultados n3o serfio muito Uteis pois a estrutura das
classes (no caso de se dispor de um conjunto de treinamento) ou agrupamentos
de elementos nio é levada em conta. A Fig. 7 serve como uma ilustrag3o de
casos em que a medida de correlagdo em um par de varidveis utilizando a
totalidade das amostras, indistintamente, n3o traz bons resultados. No caso
da Fig. 7a, a correlagdo entre X e X, calculada para todas as amostras, €
préxima de 1 muito embora na classe Il a correlagdo entre Xe X, é mais
préxima de -1 . No caso da Fig. 7b, a correlagdo entre x e X, vai resultar
perto de zero muito embora dentro de cada classe as variaveis tem correlacdo
préoxima a 1 . Na Fig. 7c, as coordenadas X e X, é que tém a maior correla-
cdo.(e caso se elimine X, fica-se com uma ma separabilidade entre classes.

Do acima exposto, pode-se concluir que deve-se fazer andlise de

agrupamento de variaveis dentro de cada agrupamento de amostras e ndo na
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coletividade das amostras. Caso um dado par de variaveis, por exemplo X e X,
na Fig. 7c, em todos os agrupamentos de amostras se ja agrupado a um nivel
alto (correlacio ao quadrado préxima a 1) entd3o em certos casos poder-se-ia
aglutinar as duas variaveis do par. Pode-se tanto descartar uma das duas
variaveis quanto formar uma outra como sendo a média das duas, muito embora
neste caso ndo ha selecio de atributos mas sim extragdo de atributos. No
caso de descartar uma varidvel, n3o é facil optar por uma delas, pois uma
delas (x2 na Fig. 7c) pode ser mais util que a outra em termos de separabi-
lidade entre classes. Mas a decis3o de aglutinar duas varidveis apenas base-
ando-se na correlagdio ao quadrado préoxima de 1 € perigosa. No caso da Fig.
7o, h4 mais agrupamentos que variaveis, e neste caso a eliminacdo de X, ou
x2 , ou sua combinag3o, traria péssimos resultados. Em certos casos, como
da Fig. 7b, parece mais razoavel efetuar uma regressdo linear dentro de cada
agrupamento e comparar os termos constantes das regressdes (b em y = ax+b).
Se p?j ~ | e se os parametros a e b para todos os agrupamentos nas regres-
ses entre X € xj forem aproximadamente iguais ent&o x e 1\(j poderiam ser
aglutinados. Desta breve discussdo baseada em exemplos simples, fica clara a
necessidade de se empregar métodos melhores para selegdo e extraciio de atri-

butos. Alguns métodos ja foram apresentados em capitulos anteriores.

VALIDACAO DE AGRUPAMENTOS

Pode-se utilizar tanto critérios externos quanto internos para a

etapa de validag3io de agrupamentos. Os critérios externos comparam a parti-

¢3o obtida com inf ormac3o conhecida a priori sobre o problema. No caso mais
completo, a atribuicsio de cada elemento (dada por um algoritmo de agrupa-

mento) seria comparada com a sua classificacdio conhecida a priori. O intuito

196



I
A I . H i
“Es AR
axl PRl X,

Y . :,.:-' -‘.';l .IH

Tl (O gkt el

oy o't ¢ '
PRl o A X, X3
c-:'\:. \;!14 [0
‘l:, -—
0','

Fig. 7 —~Agrupamento de variaveis por correlagdo.
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neste caso seria testar o desempenho de diferentes métodos e algoritmos de
agrupamento. Este tipo de avaliacdo de algoritmos de agrupamento estd sendo
realizado no Laboratério de Engenharia Biomédica da EPUSP voltado ao proble-
ma de classificacdo automatica de potenciais unidades motoras. Inicialmente,
um pesquisador utiliza um sistema de classificagdo manual de potenciais
(Régis e Kohn, 1990). Em seguida diferentes algoritmos de agrupamento sdo
empregados e para cada um deles estima-se, por exemplo, a taxa de erro glo-
bal e as taxas de erro em cada classe.

Os critérios internos se baseiam apenas nos dados e testam, por

s

exemplo, se a parti¢lio obtida é adequada face a estrututra das amostras, ou,
qual de m partices melhor se adapta as amostras.

Ha varios indices utilizados na literatura para testar a validade de
uma partigdo. As dificuldades em conhecer a distribuigéo de um dado indice
para poder quantificar o grau de adequac3o de uma particio muitas vezes
levam & utilizacio de métodos de Monte Carlo para estimar distribuigles e
parametros.

Pode-se utilizar um {ndice igual a algum dos indices de qualidade ja
apresentados neste capitulo. Sua utilidadade maior é na andlise relativa de
diferentes partices. Por exemplo, pode-se agrupar um conjunto de dados
empregando p diferentes algoritmos de agrupamento e compara-los através do
fndice |W| ou tr(BW ). No caso do indice |W|, a particio que resultar no
menor indice pode ser a mais adequada. Entretanto, conforme ja mencionado,
cada indice tende a favorecer certas geometrias e é, portanto, perigoso
emprega-los cegamente. Vale ressaltar que n3o se podem empregar testes de
hipétese, para fins de avaliacio de agrupamentos, apoiadas em estatisticas
como|W|/|T| (a estatistica A de Wilks) pois:

i para valer a distribuiciio teérica da estatistica sob a hipétese nula,

deve-se ter a classificagdio correta de cada amostra, ou seja, cada
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amostra tem que estar atribuida a populagdo verdadeira;

a distribuicdo teérica ¢é geralmente conhecida s6 para populagdes
Gaussianas ou, no caso de populagBes arbitrarias, s6 em termos
assintéticos.

a distribuicdio tebrica geralmente supte certas restrigBes adicionais

como varidncias ou matrizes de covaridncia iguais.
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